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Introduccion

La extraccion de conocimiento a partir de textos en lenguaje natural es una tarea muy
importante dentro de la inteligencia artificial y la ingenieria de conocimiento, ya que permite
simplificar los procesos de adquisicion de conocimiento de tal forma que los ingenieros de
conocimiento pueden llegar a ser innecesarios para dicha actividad y el conocimiento puede ser

extraido directamente por los expertos a partir dicho tipo de textos.

Ademas, la creciente necesidad de enriquecer la Web con grandes cantidades de
ontologias que capturen el conocimiento del dominio ha generado multitud de estudios e
investigaciones en metodologias para poder salvar el cuello de botella que supone la
construccion manual de ontologias (Omelayenko, 2001; Shamsfard & Barforoush, 2004). Esta
necesidad ha conducido a definir una nueva linea de investigacion para conseguir la

construccion de ontologias de manera semiautomatica denominada Onfology Learning.

Actualmente existen diversos entornos para la adquisicion de ontologias a partir de textos
en lenguaje natural, pero la mayoria de ellos solo tratan con jerarquias de conceptos (Maedche

& Staab, 2001).

Las razones expuestas en los parrafos anteriores han sido las motivaciones primordiales
para la realizacion de la investigacion descrita en esta memoria. La solucion que proponemos en
este trabajo se basa en el desarrollo de un nuevo entorno para extraccion incremental de
conocimiento desde texto en lenguaje natural. Para ello, se ha adoptado el punto de vista de la
ingenieria ontologica, de modo que el conocimiento adquirido por el entorno desarrollado se
representa por medio de ontologias. Este trabajo aporta un nuevo método para la construccion
semiautomatica de ontologias a partir de textos en lenguaje natural que no so6lo se centra en la
obtencion de jerarquias de conceptos, sino que tiene en cuenta también un amplio conjunto de

relaciones semanticas entre conceptos.
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Un entorno para extraccion incremental de conocimiento desde texto en lenguaje natural

Para lograr este objetivo, se ha seguido la siguiente metodologia:

e Andlisis del estado del arte en Ingenieria Ontoldgica. Esto implicd, por ejemplo,
estudiar las diferentes definiciones del término ontologia y las posibles clasificaciones y

tipos de ontologias.

e Analisis de las metodologias actuales para disefiar y construir ontologias.

e Analisis de las metodologias actuales para la construccion automatica de ontologias a

partir de textos en lenguaje natural.

e Definicion y formalizacion de un entorno para la extraccion incremental de
conocimiento desde texto en lenguaje natural. La forma de representacion del
conocimiento elegida han sido las ontologias. Este entorno estd formado por tres fases

secuenciales: POS-Tagging, Fase de busqueda de conceptos, y Fase de inferencia.

e Diseflo e implementacion de una aplicacion software para la extraccion de ontologias a
partir de texto en lenguaje natural de una manera semisupervisada e incremental. En
este sistema los expertos interactuan seleccionando entidades de conocimiento
explicitas que sean relevantes para el dominio, y que estén contenidas en el texto,

entrenando asi el sistema en dominios determinados.

Las cuestiones planteadas en la metodologia anterior se han realizado con éxito, y los

resultados obtenidos se presentan en esta memoria. La organizacién de la misma es como sigue:

En el capitulo 1 se tratan diferentes aspectos relacionados con ingenieria ontologica. En
primer lugar, se recoge una serie de definiciones sobre el concepto ontologia. A continuacion, se
describen aspectos importantes relacionados con ingenieria ontologica. Algunos ejemplos de los
aspectos tratados en este capitulo son: tipos de ontologias, elementos de ontologias, uso y rol de

las ontologias, y ejemplos de ontologias.
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Introduccion

Ademas, se han analizado diferentes mecanismos y metodologias para disefiar y construir
ontologias. Finalmente, este capitulo recoge un estudio sobre las metodologias existentes para la
construccion automatica de ontologias a partir de textos que ayuden a la consecucion de la Web

Semantica.

En el capitulo 2 se describe la importancia de la ingenieria lingiiistica, y mas
concretamente, de los POS-Taggers en las tareas de reconocimiento de lenguaje natural.
Asimismo, se trata el estado del arte en POS-Tagging. Finalmente, en este capitulo se muestra el
desarrollo de un POS-Tagger necesario para el entorno de extracciéon de conocimiento a partir

de texto en lenguaje natural descrito en esta tesis.

En el capitulo 3 se describe un entorno de construccion de ontologias a partir de texto en
lenguaje natural. El proceso de adquisicion de conocimiento se compone de tres fases

secuenciales:

e POS-Tagging: El objetivo principal de esta fase es obtener la categoria gramatical

de cada palabra en la frase actual.

e Fase de busqueda de conceptos: A través de esta fase, se identifican las

expresiones lingiiisticas que representan conceptos del dominio.

e Fase de inferencia: La idea principal sobre el modus operandi de esta fase es que,
en lenguaje natural, las relaciones entre conceptos suelen estar asociadas a los
verbos. Aunque este subproceso se encarga principalmente de obtener las
relaciones entre conceptos, puede utilizarse también para adquirir otras entidades

de conocimiento, como conceptos, atributos y valores.

En el capitulo 4, se muestran varios ejemplos que describen el funcionamiento del entorno
de ontology learning descrito en el capitulo tres. En concreto, dichos ejemplos ilustran el
proceso de adquisicion del conocimiento a través de las tres fases en que se basa, utilizando para

ello diferentes textos de distintos dominios.
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Posteriormente, se evalua la utilidad y aplicabilidad de la metodologia para ontology
learning en dos areas principalmente, a saber, la construccion de ontologias del dominio para la
Web Semantica y el reconocimiento de ordenes en lenguaje natural, en el contexto de la

simulacion de modelos de robdtica médica.

La aplicacion software desarrollada en este trabajo de investigacion realizado se describe
en el capitulo 6, donde se analizan diferentes aspectos de la herramienta tales como el tipo de
usuarios o como construir una ontologia a partir de texto, por medio de su uso. Finalmente, en el
capitulo 7, se presentan algunas conclusiones finales asi como lineas futuras de trabajo para

mejorar los resultados obtenidos a través de esta tesis.
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Capitulo 1. Ontologias — Estado del arte

1.1 ONTOLOGIAS

1.1.1 Definicion

La nocioén de ontologia ha recibido multiples definiciones a lo largo de la historia. En este
apartado presentaremos diferentes definiciones propuestas por individuos y estamentos de
diferentes areas centrandonos sobre todo en las definiciones mas utilizadas en en Inteligencia

Artificial y Representacion del Conocimiento.

Dentro de la Filosofia ha habido grandes nombres que han definido el concepto de

ontologia de diferentes maneras, como se puede ver a continuacion:

“Ontologia es la ciencia de algo y de nada, del ser y del no ser, de la cosa y del modo de

la cosa, de la sustancia y el accidente” (Leibniz) (Couturat, 1903)

“La filosofia trascendental es el sistema de todas nuestras cogniciones puras a priori,
que podemos llamar ontologia. Asi, ontologia trata con cosas en general, desde
abstractas hasta particulares. Abarca todos los conceptos puros de la comprension y
todos los principios de la razon. Las ciencias principales que pertenecen a la metafisica
son: ontologia, cosmologia, y teologia. Ontologia es una pura doctrina de elemento de
toda nuestra cognicion al completo, o: contiene la suma de todos nuestros conceptos

puros que podemos tener a priori sobre la cosas (Kant, 2001)

“La gente trata con asuntos relacionados con la teoria de entidades desde la antigiiedad
bajo el titulo de ‘Metafisica’ y, especialmente, bajo el titulo de ‘Ontologia’ como parte de
la metafisica; y ellos no han fallado siempre al reconocer las caracteristicas de la

libertad de existencia”. (Meinong, 1921)
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Las definiciones de ontologias en Inteligencia Artificial, se han basado en las definiciones
filosoficas de este término, y mas concretamente a la interpretacion del filésofo Quine (Quine,
1961), quien dijo que todo lo que puede ser cuantificado existe. A continuacion se presentan las

definiciones mas importantes y en las que se basa este trabajo.

Una de las definiciones de ontologia mas extendidas es la dada por Tom Gruber (Gruber,
1993):

"Una ontologia es una especificacion explicita de una conceptualizacion. El término
proviene de la filosofia, donde una ontologia es un recuento sistematico de la existencia.
En sistemas de Inteligencia Artificial, lo que existe es lo que puede ser representado.
Cuando el conocimiento de un dominio se representa mediante un formalismo
declarativo, el conjunto de objetos que puede ser representado se llama universo del
discurso. Esos conjuntos de objetos, y las relaciones que se establecen entre ellos, son
reflejados en un vocabulario con el cual representamos el conocimiento en un sistema
basado en conocimiento. Asi, en el contexto de 14, podemos describir la ontologia de un
programa como un conjunto de términos. En tal ontologia, las definiciones asocian
nombres de entidades del universo del discurso con textos comprensibles por los
humanos que describen el significado de los nombres, y axiomas formales que limitan la
interpretacion y buen uso de dichos términos. Formalmente, una ontologia es una teoria

logica”

Para comprender esta definicion, conviene explicar qué es una conceptualizacion, la cual
se puede definir como una interpretacion estructurada de una parte del mundo que usan los seres
humanos para pensar y comunicar sobre ella. Para un informatico, una conceptualizacion podria
ser la clasificacion de sistemas informaticos atendiendo a su naturaleza fisica en sistemas
hardware, sistemas software y sistemas firmware. Por explicita entendemos que los conceptos y

las restricciones se definen de forma explicita.

La definicion de Gruber ha recibido varias criticas. Por ejemplo, Nicola Guarino

(Guarino, 1995), tras examinar siete posibles interpretaciones de ontologias, afirmo:
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“Un punto de inicio en este esfuerzo clarificador sera el cuidadoso andlisis de la
interpretacion dada por Gruber. El problema principal de dicha interpretacion es que se
basa en la nocion de conceptualizacion. Una conceptualizacion es un conjunto de
relaciones extensionales que describen un estado particular, mientras que la nocion que
tenemos en mente es intensional, esto es, algo como una rejilla conceptual al que le

>

imponemos varios posibles estados ™.

Sin embargo, ésta no es la unica critica recibida por aquella definicidon, puesto que es
considerada como demasiado general. Algunas opiniones afirman que algunas ontologias

satisfacen dicha definicidon pero que no son utiles para desarrollar aplicaciones.

Nicola Guarino propuso una definicion alternativa de ontologia:

"En el sentido filosofico, podemos referirnos a una ontologia como un sistema particular
de categorias que representa una cierta vision del mundo. Como tal, este sistema no
depende de un lenguaje particular: la ontologia de Aristoteles es siempre la misma,
independientemente del lenguaje usado para describirla. Por otro lado, en su uso mas
tipico en IA, una ontologia es un artefacto ingenieril constituido por un vocabulario
especifico para describir una cierta realidad, mas un conjunto de supuestos explicitos
concernientes al significado pretendido de las palabras del vocabulario. Este conjunto de
supuestos tiene generalmente la forma de teorias logicas de primer orden, donde las
palabras del vocabulario aparecen como predicados unarios o binarios, respectivamente
llamados conceptos y relaciones. En el caso mas simple, una ontologia describe una
Jjerarquia de conceptos relacionados por relaciones de subsuncion, en los casos mds
sofisticados, se afiaden axiomas para expresar otras relaciones entre conceptos y

i

restringir la posible interpretacion.’

Segun este autor, las ontologias usadas en aplicaciones reales son realmente adaptaciones
ingenieriles de ontologias, no ontologias propiamente dichas. Asi, por ejemplo, siguiendo esta
perspectiva, “el peso de una persona es una masa” es una afirmacidén que podria aparecer en una

ontologia, mientras que “el peso de una persona es un nimero” puede aparece en una adaptacion
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de la ontologia debido a limitaciones de tiempo y recursos. Sin embargo, esta idea estricta de

ontologia no es usada ni por los mas puristas en [A.

Asi, en (Guarino, 1998), el autor establece que:

“Una ontologia puede especificar una conceptualizacion en una forma muy indirecta,
puesto que i) solo puede aproximar un conjunto de modelos pretendidos; y ii) tal
conjunto de modelos pretendidos solo es una caracterizacion deébil de wuna

>

conceptualizacion.’

Otra definicion de ontologia es la presentada por Borst (Borst, 1997), que refina la

definicion de Gruber:

’

“Una ontologia es una especificacion formal de una conceptualizacion compartida.’

En este contexto, “formal” se refiere a la necesidad de disponer de ontologias

comprensibles por las maquinas. Esta definicion enfatiza la necesidad de consenso en la

conceptualizacion. Finalmente, “compartida” se refiere al tipo de conocimiento contenido en las

ontologias, esto es, conocimiento consensuado y no privado.

Posteriormente, las definiciones de Gruber y Borst fueron explicadas en (Studer et al,

1998) de la siguiente forma:

30

“Conceptualizacion se refiere a un modelo abstracto de algun fenomeno en el mundo a
través de la identificacion de los conceptos relevantes de dicho fenomeno. Explicita
significa que el tipo de conceptos y restricciones usados se definen explicitamente.
Formal representa el hecho de que la ontologia deberia ser entendible por las mdquinas.
Compartida refleja la nocion de que una ontologia captura conocimiento consensual,

esto es, que no es de un individuo, sino que es aceptado por un grupo”
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Por ultimo cabe destacar, que a dia de hoy no existe una definicion consensuada de
ontologia, si no que incluso los autores de las definiciones mas reconocidas y aceptadas se las
autoplantean. Este es el caso de Gruber, el cual responde en un boletin publicado en Octubre de
2004 (Gruber, 2004) lo siguiente, cuando le preguntan si cambiaria de alguna forma Ia

definicion que dio de ontologia y que ha sido muchas veces referenciada:

“Bien, los componentes mds importantes de esa definicion de ontologia son que la
ontologia es un artefacto de representacion (una especificacion), distinta del mundo que
modela, y que es un artefacto diseiiado, construido para un proposito. Creo que la
mayoria de cientificos en computacion obtienen la diferencia entre una especificacion del
mundo, incluso para mundos sintéticos. Retrospectivamente, no cambiaria la definicion
pero intentaria enfatizar que nosotros disefiamos ontologias. La consecuencia de esta
vista es que podemos aplicar una disciplina de ingenieria en su disefio y evaluacion. Si
las ontologias son cosas derivadas de una ingenieria, entonces no tenemos que
preocuparnos tanto sobre si son correctas y favorecer el negocio de construirlas para
hacer algo util. Podemos diseniarlas para conocer objetivos funcionales y restricciones.
Podemos construir herramientas que nos ayuden a gestionarlas y validarlas. Y podemos
tener multiples ontologias que se coordinen o compitan basadas en un criterio objetivo

mas que en una marca de fabrica o una autoridad.”
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1.1.2 Tipos de ontologias

En la literatura podemos encontrar diferentes clasificaciones de tipos de ontologias.

Principalmente se siguen dos criterios para tales clasificaciones: (a) el tipo de conocimiento que

contienen; y (b) la motivacion de la ontologia.

1.1.2.1 Clasificacion por el conocimiento que contienen

Este es el criterio donde existe mayor diversidad, la cual puede ser ilustrada por las dos

siguientes clasificaciones de ontologias. La primera de ellas se propuso en (Van Heijst et al,

1997), donde se distinguen tres tipos de ontologias:

Ontologias terminolégicas, lingiiisticas: Especifican los términos usados para
representar conocimiento en un dominio determinado. Un ejemplo de ontologias
terminologicas es la red semantica UMLS (Unified Medical Language System)
(Lindberg et al, 1993). Dentro de las ontologias lingiiisticas una de la mas utilizada a
nivel mundial es WordNet (Fellbaum, 1998), que contiene una gran estructura de

términos y relaciones Taxondmicas y Partondmicas.

Ontologias de informacion: Especifican la estructura de los registros de la base de

datos. Los esquemas de bases de datos son un ejemplo.

Ontologias para modelar conocimiento: Especifican conceptualizaciones de
conocimiento. Estas ontologias tienen una estructura interna mucho mas rica que los
anteriores tipos de ontologias, y éstas son las ontologias que interesan a los

desarrolladores de sistemas basados en conocimiento.

Una clasificacion alternativa es la que se puede encontrar en (Mizoguchi et al, 1995),

donde también se proponen tres categorias:
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Ontologias del dominio: Contienen todos los conceptos asociados a un dominio

particular.

Ontologias de tarea: Establecen la forma en la cual se puede usar el conocimiento del
dominio para realizar tareas especificas. De esta forma, una aplicacion podria realizar
busquedas de informacion mientras otra podria gestionar la asignacion de bloques libre

de memoria.

Ontologias generales: Contienen descripciones generales sobre objetos, eventos,
relaciones temporales, relaciones causales, modelos de comportamiento y

funcionalidades.

1.1.2.2 Clasificaciones por motivacion

A continuacion se van a presentar dos clasificaciones distintas atendiendo a este criterio

Segun la primera de ellas, se distinguen cuatro tipos de ontologias:

Ontologias para la representacion de conocimiento: Permiten explicar las
conceptualizaciones que subyacen en los formalismos de representacion de

conocimiento (Davis et al, 1993).

Ontologias genéricas: Definen conceptos considerados genéricos en diferentes areas.
Ejemplos de tales conceptos serian componente, subclase, proceso, estado, etc. Estas
ontologias son reutilizables en diferentes dominios. Se llaman también ontologias
abstractas o superteorias porque permiten definir conceptos abstractos, y dichas
ontologias pueden ser usadas para definir conceptos de forma mas especifica en
diferentes dominios. Como ejemplos podemos ver la taxonomia, la mereologia, la

topologia y la teoria general de sistemas.

Ontologias del dominio: Definen conceptualizaciones especificas del dominio. Las
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metodologias actuales de adquisicion de conocimiento distinguen entre ontologias y
conocimiento del dominio, porque el Gltimo describe situaciones factuales del dominio,
mientras que las ontologias imponen descripciones sobre la estructura y contenido del

conocimiento del dominio.

Ontologias de aplicacion: Estan ligadas al desarrollo de una aplicacion concreta. Tales
ontologias cubren los aspectos relacionados con aplicaciones particulares. Tipicamente,
estas ontologias toman conceptos de ontologias del dominio y genéricas, asi como
métodos especificos para realizar la tarea, por lo que no son muy adecuadas para ser

reutilizadas.

Una clasificacion alternativa fue propuesta por Poli (Poli, 2000). En dicha clasificacion se

identifican los siguientes tipos de ontologias:

34

Ontologias generales: Tienen que ver con las categorias fundamentales y sus
conexiones de dependencia. Con respecto a las categorias fundamentales, los
investigadores son cada vez mas conscientes de la dificultad de manejar este nivel
supremo. Por ello, es de maxima importancia emplear una organizacion de categorias
principales que sea lo mas transparente posible. Existen categorias fundamentales que
se aplican a todos los niveles ontoldgicos. Sin embargo, muchas de las categorias top-
level pueden tener diferentes valores en niveles diferentes de la ontologia, aunque deben

tener algo en comun.

Ontologias categéricas: Estudian las diversas formas en las que una categoria se da
cuenta de los diversos niveles ontologicos, determinando la posible presencia de una
teoria general que subsume sus concretizaciones. Mientras que la ontologia general esta
mas relacionada con la arquitectura de la teoria, la ontologia categdrica es mas sensible
a los detalles de las categorias individuales. Sin embargo, es obvio que ambas son

necesarias.

Ontologias del dominio: Se refieren a la estructuracion detallada de un contexto de
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analisis con respecto a los subdominios que lo componen.

e Ontologias genéricas: Aparecen ligadas a corpus lingiiisticos y 1éxicos conceptuales.
De hecho, los términos se pueden clasificar en varios niveles. Esto significa que cada
término deberia ser accesible por defecto tnicamente en su sentido genérico, mientras
que sus significados especializados quedan para cuando se active una ontologia del
dominio especifica. Por otro lado, la ontologia del dominio contiene términos que no
tienen correspondencias analiticas en ontologias genéricas. El conocimiento del

dominio “satura” el conocimiento genérico.

e Ontologia regional: Analiza las categorias y sus conexiones de interdependencia para

cada nivel ontologico (estrato o capa).

e Ontologia aplicada: Estas ontologias son la aplicacién concreta del entorno ontoldgico

a un objeto especifico (por ejemplo, un hospital).

1.1.2.3 Clasificaciones por el grado de formalidad de la ontologia

Una tercera clasificacion se basa en el grado de formalidad de la ontologia. Segun este

criterio, se distinguen tres tipos de ontologias (ver (Poli, 2002)):

Ontologia descriptiva, relacionada con la recoleccion de informacion sobre los items del
dominio analizado. La unidad y variedad del mundo es la salida de las conexiones de
dependencia y formas de independencia entre los items. Cosas materiales, plantas y animales,
asi como los productos de los talentos y actividades de animales y humanos, son items del
mundo. En otras palabras, el mundo no sélo contiene cosas, animadas o no, sino también
actividades y procesos, asi como los productos derivados de los mismos. Es dificil negar que
existen pensamientos, sensaciones y decisiones, asi como el completo espectro de actividades
mentales, y estamos obligados a admitir la existencia de reglas, lenguajes, sociedades y

costumbres (Poli, 2001a).
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Ontologia formal, que destila, filtra, codifica y organiza los resultados de una ontologia
descriptiva. Segun esta interpretacion, la ontologia formal lo es en el sentido de Husserl en sus
“Logical Investigations”. Ser formal en este sentido implica tratar con categorias como cosa,
proceso, materia, forma, todo, parte, etc. Estas categorias caracterizan aspectos y tipos de

realidad que todavia no han sido utilizados bajo ningiin formalismo.

La ontologia formal se ha desarrollado de dos maneras principales (Albertrazzi, 1996). El
primer enfoque consiste en estudiar la ontologia formal como parte de la ontologia, y analizarla
usando las herramientas de modo que se aproxima a la 16gica formal: desde este punto de vista,
la ontologia formal examina las caracteristicas l6gicas de predicacion, asi como aquellas de las
diferentes teorias de universales. El uso del paradigma especifico de la teoria de conjuntos
aplicada a predicacion condiciona su interpretacion. El segundo enfoque vuelve a los origenes
Husserlianos y analiza las categorias fundamentales de objeto, estado, parte, todo, etc, asi como
las relaciones entre partes y todos y sus leyes de dependencia una vez que los conceptos
materiales han sido sustituidos por sus conceptos formales correlativos al “algo” puro. Este tipo

de analisis no trata con el problema de relaciones entre ontologia formal y ontologia material.

1.2 INGENIERIA ONTOLOGICA

1.2.1 Elementos de ontologias

Las ontologias proporcionan un vocabulario comun de un area y definen, a diferentes
niveles de formalismo, el significado de los términos y relaciones entre ellos. El conocimiento
en ontologias se formaliza principalmente usando seis tipos de componentes: clases, atributos,

relaciones, funciones, axiomas e instancias (Gruber, 1993).

e Las clases en la ontologia se suelen organizar en taxonomias. Algunas veces, la nocion
de ontologia se diluye en el sentido que las taxonomias se consideran ontologias

completas (Studer et al., 1998). Se suele usar tanto el término clases como conceptos.

36



Capitulo 1. Ontologias — Estado del arte

Un concepto puede ser algo sobre lo que se dice algo y, por lo tanto, también podria ser

la descripcion de una tarea, funcidn, accion, estrategia, proceso de razonamiento, etc.

e Los atributos representan la estructura interna de los conceptos. Atendiendo a su origen,
los atributos se clasifican en especificos y heredados. Los especificos son los propios
del concepto al que pertenecen, mientras que los heredados vienen dados por las
relaciones taxonomicas en las que el concepto desempefia el rol de hijo y, por tanto,
hereda los atributos del padre. Los atributos se caracterizan por el dominio en el cual

pueden tomar valor.

e Las relaciones representan un tipo de interaccion entre los conceptos del dominio. Se
definen formalmente como cualquier subconjunto de un producto de n conjuntos, esto
es: R: C1 x C2 x ... x Cn. Como ejemplos de relaciones binarias incluimos: “subclase

de” y “conectado a”.

e Las funciones son un tipo especial de relaciones en las que el n-ésimo elemento de la
relacion es unico para los n-1 precedentes. Formalmente, definimos las funciones F
como: F: C1 x C2 x ... x Cn-1 = Cn. Como ejemplos, podemos mencionar las

funciones “madre de” y “precio de un coche usado”.

e Los axiomas son expresiones que son siempre ciertas. Pueden ser incluidas en una
ontologia con muchos propésitos, tales como definir el significado de los componentes
ontoldgicos, definir restricciones complejas sobre los valores de los atributos,
argumentos de relaciones, etc., verificando la correccion de la informacion especificada
en la ontologia o deduciendo nueva informacion. Tales ontologias son Ilamadas

ontologias pesadas, en contraste con las ontologias ligeras que no incluyen axiomas.

e Las instancias son las ocurrencias en el mundo real de los conceptos. En una instancia,

todos los atributos del concepto tienen asignado un valor concreto.
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1.2.1.1 Relaciones

En (Gomez-Pérez et al, 2000) se enumeran las relaciones mas comunes en dominios
reales, a saber: equivalencia, taxondmica, partonoémica, dependencia, topologica, causal,
funcional, cronologica, similaridad, condicional y proposito. Sin embargo, no todas las
relaciones tienen la misma relevancia ni imponen el mismo tipo de propiedades jerarquicas a la

ontologia.

Taxonomia

La palabra taxonomia tiene su origen en dos términos griegos, a saber, taxis (orden) y
nomos (tratado) y esta palabra proviene de la Filosofia. Taxonomia es la ciencia que estudia la
division en grupos ordenados o categorias. Desde un punto de vista ontologico, una taxonomia
es una organizacion ontologica basada en una relacion de orden parcial llamada IS-A, a través
de la cual se agrupan las entidades y son subsumidas por clases de mas ato nivel. En general, las
taxonomias han sido importantes para modelar esquemas de bases de datos, sistemas basados en

conocimiento y vocabularios semanticos (Guarino & Welty, 2001).

A continuacion se presentan las propiedades satisfechas por las relaciones taxondmicas.
Con este proposito, se usara la notacion empleada en (Guarino & Welty, 2001). De esta forma,
se dice que un individuo x perteneciente a una clase 6, IS-A individuo de la clase ¢ si for all x, @
(x) = 0 (x). Esto es, existe cierta dependencia entre las clases ¢ y 60, por lo tanto, cada
predicado satisfecho por los individuos de la clase ¢ también es satisfecho por los individuos de

la clase 6. Estas son las propiedades generales taxonomicas:

Asimetria: Esta propiedad significa que la inclusion de una clase de individuos, X, en una
clase Y implica la no inclusion de Y en X. Formalmente, esta propiedad garantiza que: (X 1S-4

Y) 2 not(Y IS-4 X).

Transitividad: Sea X incluido en una clase Y, que, a su vez, esta incluida en una clase Z,

ambas inclusiones a través de relaciones IS-A. Entonces, existe una relacion IS-A entre las
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clases X y Z. Formalmente, (X IS-4 Y) and (Y IS-A Z) = (X IS-A Z).

Irreflexividad: Admitir la reflexividad en relaciones taxondmicas solo tendria sentido para
modelar tautologias. Una tautologia es la expresion de un mismo hecho de distintas maneras. La

relacion taxonomica se considera no reflexiva. Formalmente, not(X IS-A X).

Existen otras propiedades taxonomicas que estdn relacionadas con los atributos de los

conceptos a través de la taxonomia:

Redefinicion: Esta propiedad consiste en cambiar el nombre de una propiedad comun a

dos conceptos, padre ¢ hijo, y se asigna un nombre diferente al atributo en el hijo.

Herencia multiple: Esta propiedad esta asociada con atributos conceptuales. Un concepto
puede tener diferentes padres taxonomicos, asi que este concepto heredaria propiedades de

todos sus padres.

Ademaés de las propiedades taxondmicas basicas, existen otras condiciones basadas en
cuestiones filosoficas relacionadas con taxonomias. Algunas de estas condiciones se sefialan en

(Guarino & Welty, 2001):

e Identidad

e Unidad

e Esencia

e Dependencia

e Rigidez
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Las dos primeras condiciones se enlazan al concepto filosofico de “ser”. Segun Guarino,
las intuiciones tras ambos conceptos requieren, con la finalidad de comprenderlos, hacer una
distincion entre ellos. Asi, la condicion de identidad se relaciona con el problema de distinguir
una instancia de su clase especifica de instancias de la misma clase, por medio de lo que

llamamos “propiedad caracteristica”, la cual es Unica para cada instancia.

Por otro lado, la unidad esta relacionada con la distincion de partes en una instancia del
resto del mundo. Con este proposito se usa una “relacion unificante”, que es un nexo entre todas
las partes. Sin embargo, el limite entre ambas nociones no es evidente, especialmente cuando se
invoca una dimension temporal. De hecho, el principal problema aparece con la nociéon de
“identidad a través de cambios”. Eso nos lleva a admitir que los individuos pueden permanecer
invariables aunque varien algunas de sus propiedades. Estas propiedades invariables se llaman

“propiedades esenciales”, y constituyen la esencia de la clase.

Anélogamente, la rigidez se define a través de “propiedades rigidas”. Una propiedad
rigida es una propiedad esencial para todas las instancias en las que aparece dicha propiedad.
Finalmente, la dependencia ontologica se refiere a la existencia de relaciones particulares entre
atributos y conceptos. Concretamente, en (Guarino & Welty, 2000) se distinguen dos categorias,
intrinseca y extrinseca, segun la dependencia de objetos. En particular, las propiedades
extrinsecas no son inherentes a objetos sino que estan ligadas a objetos. Finalmente, hay un
numero de conceptos que estan asociados a relaciones IS-A que se han tomado directamente del
modelado conceptual de bases de datos o del paradigma orientado a objetos, tales como claves

primarias o identificadores inicos.

Seria interesante formalizar las condiciones presentadas anteriormente. Para ello se usara

la formalizacion presentada en (Guarino & Welty, 2000).
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Identidad

Supongamos dos individuos taxonémicos, x € y, y una relacion 0 tal que se cumplan 6(x)
y 0(y). Se dice que hay una condicion de identidad en uno de ellos si hay una relacion ¢ tal que

se cumplen las siguientes condiciones:

1. 0(x) A O(y)

2. 0(xy)

3. x=y

Rigidez

Segun (Guarino, et al, 1994; Guarino & Welty, 2000), la rigidez de una propiedad se
define formalmente con respecto a la cardinalidad del conjunto de instancias para el que tal

propiedad es esencial, de acuerdo a las siguientes definiciones:

Definicion 1. Propiedad rigida: Una propiedad rigida es una propiedad esencial para
todas sus instancias. Formalmente, se dice que la propiedad 0 es rigida si, para todo x que la

tiene definida se cumplen:

1. para todo x, 6(x)

2. 0(x)

Definicion 2. Propiedad no rigida: Una propiedad es no rigida cuando no es esencial para
todas sus instancias. Formalmente, se dice que la propiedad 8 es no rigida si, para todo x que la

tiene definida se cumplen:
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1. existe x, 0(x)

2. No 0 (x)

Definicion 3. Propiedad anti-rigida: Una propiedad es anti-rigida cuando es no esencial
para ninguno de sus instancias en todos los posibles mundos. Formalmente, se dice que la

propiedad 6 es anti-rigida si, para todo x que la tiene definida se cumplen:

1. paratodo x, 0(x)

2. No 0 (x)

Diseiio y construccion de taxonomias

De acuerdo con (Kremer, 2001), existen tres criterios a tomar en cuenta cuando

construimos taxonomias:

e Adecuacion descriptiva. La taxonomia debe clasificar la totalidad de los objetos del

dominio a modelar (este criterio asume una metodologia de construccion bottom-up en

términos de nivel de abstraccion)

e Simplicidad. La seleccion de nombres para cada elemento del dominio, asi como su

clasificacion, deberia ser una tarea simple.

e (Capacidad predictiva. Esta es la propiedad mas deseable para buenas taxonomias.

Objetos con clasificaciones similares deberian tener propiedades similares.

Una buena taxonomia debe poseer un umbral de discriminacion que debe ser lo

suficientemente alto para no agrupar diferentes objetos en la misma categoria, y lo
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suficientemente bajo para permitir la existencia de un nimero adecuado de categorias a modelar
de forma manejable. Sin embargo, existen diferentes problemas relativos al uso de taxonomias.
Los problemas mas frecuentes derivados del mal uso de esta relacion son discutidos en

(Guarino, 1999). En particular se distinguen cinco problemas:

A) Reduccién de sentido: Este es el caso de situaciones como “una asociacion es un grupo”.

B) Sobre-generalizacion. Este es el caso de situaciones como “una localizacion es un objeto

fisico”.

C) Confusién de sentido: Este es el caso de situaciones como “una ventana es tanto un artefacto

como una localizacion”.

D) Conflicto de sentidos: Este es el caso de “una organizacién es tanto un ser social como un

grupo”.

E) Enlace sospechoso tipo-rol: Este es el caso de “una manzana es tanto una fruta como una

comida”.

Estos problemas han sido extraidos del analisis de taxonomias existentes conocidas. En
particular, se han tomado ejemplos de las siguientes ontologias: PANGLOS (Knight & Luk,
1994), WORDNET (Miller, 1995), MICROCOSMOS (Mahesh, 1996), y CYC (Lenat & Guha,
1990).
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Mereologia

El término mereologia es un término griego que significa “estudio de las partes”. Este
término fue usado por el filosofo polaco LeSniewsky para introducir una teoria formal sobre las
partes y sus conceptos asociados. En (Simons, 1987) se presenta la Mereologia Clasica
Extensional, donde la mereologia se ve como un modelo de organizacion ontologico. En la
siguiente tabla (Tabla 1-1), se presenta la notacidon usada por Simons, que sera usada

posteriormente en esta seccion.

Simbolo | Significado Simbolo | Significado

3 Cuantificador + Suma binaria
Existencial

v Cuantificador - Diferencia mereoldgicas
Universal

(..) Ambito de |- Producto binario
cuantificacion

= Igualdad o Suma general

= Identidad V/d Producto general

< Parte de 1 Conexion

<< Parte propia de [ Desconexion

@ Superposicion X Conexién externa

| Disyuncion

Tabla 1-1. Notacion utilizada por Simons

La mereologia va mas alla del estudio de relaciones parte-de entre elementos de sistemas
comunes. La mereologia también se ocupa de aquellos elementos cuyas partes y todos son
relevantes. Aquellos elementos se identifican como individuos. Con el objeto de realizar un
razonamiento mereologico basado en individuos, se deben enunciar algunos principios y

propiedades mereoldgicas.
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Parte-de, parte propia e igualdad

En mereologia, la relacion parte-de se expresa mediante el operador “<”. Esto permite
establecer dos significados para cada relacion: (1) uno no incluye el concepto de igualdad entre
individuos, al que nos referimos como parte propia de (“<<”); (2) uno incluyendo la igualdad,

referido como parte de (“<”). Ambos aspectos se pueden formalizar como sigue:

Dados dos individuos, x € y, X es una parte de y, denotado por x<y, si y solo si:

1)x<<y, 6

)yx=y

donde x<<y significa que “x es una parte propia de y”

Hay algunas propiedades que definen el significado del concepto universal de parte. Tales
propiedades son asimetria y transitividad, de las que surge la no reflexividad. Formalicemos

dichas propiedades.

Asimetria: x <<y = not (y <<x)

Transitividad: (x <<y)and (y <<z) 2 x<<z

Definamos ahora otros conceptos relacionados con relaciones parte-de. La superposicion
es la afirmacion de que dos individuos tienen partes comunes. Formalmente, se puede definir
como sigue: Dados dos individuos, x e y, 3z s.t. (z < x and z <y). Por otro lado, la disjunciéon
es la negacion logica de la superposicion, y se define como not (x @ y). Se puede definir
facilmente que la superposicion es reflexiva y simétrica pero no transitiva. Por otro lado, la

superposicion propia es la superposicion que existe entre dos individuos x e y tales que X es

parte de y, o ambos tienen una parte propia comun.
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Principio de suplementacion débil: Si un individuo tiene una parte propia, entonces debe

tener una parte que sea distinta de la anterior. Formalmente, x <<y = 3z t.q. {(z <<y) and

(z|x))-

La parte comun de los individuos superpuestos se llama limite inferior. La mereologia
establece que, dados dos individuos superpuestos x e y, existe un individuo que posee como

partes todos los limites inferiores entre dichos individuos. Tal individuo es el producto binario,

que se basa en la necesidad de diferenciar los conjuntos de partes solapadas entre x ¢ y de los
propios individuos. La suma binaria de dos individuos x ¢ y, denotada por x+y, se define como
el individuo que esta superpuesto a, al menos, uno de ellos. El supuesto de existencia de la suma
binaria para cada par de individuos mereologicos es la propiedad mas controvertida en

mereologia clasica extensional.

Dados dos individuos superpuestos, sus partes compartidas las enlazan para formar un
individuo simple. La suma es plausible para individuos de tipos similares pero no para aquellos
individuos que sean muy diferentes en términos espacio-temporales o que tienen tipos
diferentes. Por otro lado, dados dos individuos x € y que cumplen la superposicion propia, su
diferencia mereologica, denotada por x-y, puede ser calculada como la parte propia de x mas
grande que no tiene partes comunes con y. Esto s6lo existira si x no es parte de y. La existencia
de la suma o producto para cada par de individuos no garantiza la existencia de la suma para
cada clase de individuos, ni la existencia del producto para cada clase de individuos con una
parte comun, porque tales clases pueden ser infinitas (Simons, 1987). Sin embargo, se puede
estudiar la suma o producto de individuos que pertenecen a cierta clase y que satisface cierto
predicado. Formalmente, la suma general de cada individuo x perteneciente a la clase F,

denotado por ox(Fx), se define como sigue:

i) Fx,y

) Vytq. x@y),y
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iii) 3z t.q. (Fz) and (z @ y)

Dado un individuo que satisface un predicado en particular, se puede decir que, para cada
individuo que se solapa con aquél, existe un tercer individuo que satisface los mismos
predicados que se solapan con el segundo. Esto permite extender el concepto de suma a suma
general. De forma similar, la nociéon de producto binario puede ser extendida a producto general
de la forma siguiente. El producto general del individuo x de la clase F, denotado por nx(Fx),

cumple las siguientes condiciones:

) Vytq. (y<x);y

i) (Vz (Fz) and (y < z))

Principio de la Suma General

Este principio permite la completa axiomatizacion de la mereologia clasica extensional.

Esto garantiza la existencia de sumas generales. Formalmente:

1) Ix €Fx,y

i) Ix t.q. Vy {y ® X)); y

iii) 3z t.q. ((Fz) and (y @ z))
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Principio de Extensionalidad

Este axioma se puede derivar de los anteriores, y establece que un individuo sélo puede
ser distinguido por sus partes. Ahora entrariamos en la discusion sobre la posibilidad de que dos
individuos tengan las mismas partes y que pudieran ser diferentes. Esto no es posible en
mereologia extensional. Sin embargo, existen distintos tipos de individuos, tales como eventos o

clases para los cuales se deberia permitir tal supuesto.

Atomismo

En mereologia atomista, cada individuo puede ser considerado como construido a partir
de individuos menores llamados 4tomos. Un atomo, denotado por At, es un individuo sin partes

propias. Formalmente, las condiciones satisfechas por individuos atémicos son:

1) Atx, y

ii) not (Iz t.q. (z << X))

Por otro lado, ciertos tipos de individuos son atomicos y otros no. Los intervalos
temporales son ejemplos de esta ultima situacion, porque pueden dividirse en intervalos
menores. Sin embargo, los componentes de sistemas electronicos son atomos del sistema. Esta
suposicion de la atomicidad del individuo simplifica la teoria, porque un individuo seria parte de
otro individuo si y s6lo si todos sus atomos son también atomos del Gltimo. Esta propiedad
también simplifica los axiomas mereoldgicos. Por ejemplo, la relacion de identidad puede ser
redefinida como la posesion de los mismos atomos. En resumen, no hay una teoria mereoldgica
unica, pero esto ofrece algunos ingredientes que se pueden utilizar para construir nuestras

propias propiedades ontologicas. Cada teoria es adecuada para un tipo particular de individuo.

La transitividad de las relaciones parte/todo ha sido discutida por varios autores (Winston

et al, 1987; Gerstl & Pribbenow,1993). Segin (Winston et al, 1987), las relaciones
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mereologicas pueden ser clasificadas en siete clases diferentes y, en general, no se asume la

transitividad entre instancias de diferentes clases. Estas son las siete clases:

e Componente/Objeto: rama/arbol

e Miembro/Coleccion: arbol/bosque

e Porcion/Masa: porcion/tarta

e Constituyente/Objeto: aluminio/avion

e Caracteristica/Actividad: pago/compra

e Fase/Proceso: adolescencia/desarrollo

e Lugar/Area: Murcia/Espafia

La mayor parte de la investigacion en las relaciones parte-de se ha centrado en el estudio
de las partes. Sin embargo, en (Poli, 2001) se presenta una teoria de los todos. En ella se

identifican diferentes tipos de todos de acuerdo a las siguientes propiedades:

Separabilidad de partes y todos.

Propiedad espacio-temporal de las partes.

Papel desempeiiado por la parte con respecto al todo.

e Homogeneidad de las partes.
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Este autor presenta tres tipos de todos: agregados, todos y sistemas. En los agregados
existe unidad por proximidad, pero no solidaridad ni unidad dinamica. En los todos podemos
encontrar unidad por proximidad y solidaridad, mientras que no existe unidad dinamica.

Finalmente, estas tres propiedades se pueden identificar en los sistemas.
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1.2.1.2 Otras relaciones semadnticas

Relaciéon de Equivalencia

La relacion de equivalencia establece la igualdad o equivalencia entre dos expresiones
aparentemente diferentes. A continuacion se presentan las propiedades satisfechas este tipo de

relaciones:

Reflexividad: Esta propiedad significa que es posible la inclusion de una clase de
individuos X en si misma, siendo la inclusion a través de una relacion EQUIVALENT.

Formalmente, (X EQUIVALENT X).

Simetria: Esta propiedad significa que la inclusion de una clase de individuos, X, en una
clase Y, implica la inclusion de Y en X, y viceversa, ambas inclusiones a través de relaciones
EQUIVALENT. Formalmente, esta propiedad garantiza que: (X EQUIVALENT Y) & (Y
EQUIVALENT X).

Transitividad: Sea X incluido en una clase Y, que, a su vez, esta incluida en una clase Z,
ambas inclusiones a través de relaciones EQUIVALENT. Entonces, existe una relacion
EQUIVALENT entre las clases X y Z. Formalmente tenemos lo siguiente, (X EQUIVALENT Y)
and (Y EQUIVALENT Z) = (X EQUIVALENT Z).

Absorcion: Esta propiedad significa que no se puede dar una inclusion de una clase X en

el vacio . Formalmente, not(X EQUIVALENT ).

Esta relacion suele aparecer en el lenguaje natural con expresiones parecidas a las

siguientes:

e Aequivalea B o AesigualaB
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Relacion de dependencia

La relacion de dependencia es un tipo especial de relacion de asociacion a través de
responsabilidades, parentesco, propiedades, etc, y una participacion. A continuacion se

presentan las propiedades satisfechas por este tipo de relaciones:

Reflexividad: Esta propiedad significa que es posible la inclusion de una clase de
individuos X en si misma, siendo la inclusion a través de una relacion DEPENDENT.

Formalmente, (X DEPENDENT X).

Asimetria: Esta propiedad significa que la inclusion de una clase de individuos, X, en una
clase Y, implica la no inclusiéon de Y en X, ambas inclusiones a través de relaciones
DEPENDENT. Formalmente, esta propiedad garantiza que: (X DEPENDENT Y) = not (Y
DEPENDENT X).

Transitividad: Sea X incluido en una clase Y, que, a su vez, esta incluida en una clase Z,
ambas inclusiones a través de relaciones DEPENDENT. Entonces, existe una relacion
DEPENDENT entre las clases X y Z. Formalmente tenemos lo siguiente, (X DEPENDENT Y)
and (Y DEPENDENT 7) = (X DEPENDENT Z).

Mutua dependencia: Sea X incluido en una clase Y, e Y incluida en una clase X, ambas
inclusiones a través de relaciones DEPENDENT. Entonces, no podemos concluir la igualdad
entre X ¢ Y debido a que puede haber una dependencia mutua. Formalmente, (X DEPENDENT
Y) and (Y DEPENDENT X) -2 (X = Y).

Esta relacion suele aparecer en el lenguaje natural en las formas siguientes:

e A esta asociado a B o A depende de B

o A esresponsable de B
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Relacion topoldgica

La relacion topoldgica describe la distribucion espacial de conceptos fisicos e
interconexiones entre esos conceptos. A continuacion se presentan las propiedades satisfechas

por este tipo de relaciones:

Reflexividad: Esta propiedad significa que es posible la inclusion de una clase de
individuos X en si misma, siendo la inclusién a través de una relacion CONNECTED-TO.

Formalmente, (X CONNECTED-TO X).

Simetria: Esta propiedad significa que la inclusion de una clase de individuos, X, en una
clase Y, implica la inclusion de Y en X, y viceversa, ambas inclusiones a través de relaciones
CONNECTED-TO. Formalmente, esta propiedad garantiza que: (X CONNECTED-TO Y) < (Y
CONNECTED-TO X).

Transitividad: Sea X incluido en una clase Y, que, a su vez, esta incluida en una clase Z,
ambas inclusiones a través de relaciones CONNECTED-TO. Entonces, existe una relacion
CONNECTED-TO entre las clases X y Z. Formalmente tenemos lo siguiente, (X
CONNECTED-TO Y) and (Y CONNECTED-TO Z) = (X CONNECTED-TO Z).

Esta relacion suele aparecer en el lenguaje natural en las formas siguientes:

A esta a la derecha de B A contiene a B

A esta encima de B A intersecciona a B

A esta debajo de B o A esta conectado a B

A esta dentro de B A esta al lado de B
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Relacion causal

Este tipo de relacion describe como dados unos estados o acciones se induce a otros
estados o acciones. A continuacion se presentan las propiedades satisfechas por este tipo de

relaciones:

Irreflexividad: La relacion causal se considera no reflexiva. Es decir, no es posible la
inclusion de una clase de individuos X en si misma, siendo la inclusion a través de una relacion

CAUSED-BY. Formalmente, not(X CAUSED-BY X).

Asimetria: Esta propiedad significa que la inclusion de una clase de individuos, X, en una
clase Y, implica la no inclusiéon de Y en X, ambas inclusiones a través de relaciones CAUSED-
BY. Formalmente, esta propiedad garantiza que: (X CAUSED-BY Y) = not (Y CAUSED-BY
X).

No transitividad: Sea X incluido en una clase Y, que, a su vez, estd incluida en una clase
Z, ambas inclusiones a través de relaciones CAUSED-BY. Entonces, no se puede concluir que
existe una relacion CAUSED-BY entre las clases X y Z. Formalmente tenemos lo siguiente, (X

CAUSED-BY Y) and (Y CAUSED-BY Z) —= (X CAUSED-BY Z).

Relacion de Dependencia: Sea X incluido en una clase Y a través de una relacion
CAUSED-BY. Entonces, esta relacion implica una relacion de dependencia entre X e Y.

Formalmente, (X CAUSED-BY Y) = (X DEPENDENT Y).

Esta relacion suele aparecer en el lenguaje natural de la siguiente manera:

e AeslacausadeB e AactivaaB

o A necesitaa B
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Relacion funcional

La relacion funcional describe las condiciones para las acciones y reacciones que tienen
lugar y las posibles consecuencias de las acciones. A continuacion se presentan las propiedades

satisfechas por este tipo de relaciones:

Irreflexividad: La relacion funcional se considera no reflexiva. Es decir, no es posible la
inclusion de una clase de individuos X en si misma, siendo la inclusion a través de una relacion

FUNCTIONAL. Formalmente, not(X FUNCTIONAL X).

No simetria: Sea X incluido en una clase Y, a través de una relacion FUNCTIONAL
Entonces, no se puede concluir que existe una relacion FUNCTIONAL entre las clases Y y X.

Formalmente tenemos lo siguiente, (X FUNCTIONAL Y) —= (X FUNCTIONAL Z).

Transitividad: Sea X incluido en una clase Y, que, a su vez, esta incluida en una clase Z,
ambas inclusiones a través de relaciones FUNCTIONAL. Entonces, existe una relacion
FUNCTIONAL entre las clases X y Z. Formalmente tenemos lo siguiente, (X FUNCTIONAL
Y) and (Y FUNCTIONAL Z) = (X FUNCTIONAL Z).

Relacion de Dependencia: Sea X incluido en una clase Y a través de una relacion
FUNCTIONAL. Entonces, esta relacion implica una relacion de dependencia entre X e Y.

Formalmente, (X FUNCTIONAL Y) < (X DEPENDENT Y).

Esta relacion suele aparecer en el lenguaje natural en las formas siguientes:

e A permite a B

o A necesitaa B

e AactivaaB
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Relacion cronolégica

Esta relacion se conoce también como relacion temporal y describe la secuencia de
tiempo en la que ocurren eventos. A continuacion se presentan las propiedades satisfechas por

este tipo de relaciones:

Irreflexividad: La relacion cronoldgica se considera no reflexiva. Es decir, no es posible la
inclusion de una clase de individuos X en si misma, siendo la inclusion a través de una relacion

CHRONOLOGICAL. Formalmente, not(X CHRONOLOGICAL X).

Asimetria: Esta propiedad significa que la inclusion de una clase de individuos, X, en una
clase Y, implica la no inclusiéon de Y en X, ambas inclusiones a través de relaciones
CHRONOLOGICAL. Formalmente, esta propiedad garantiza que: (X CHRONOLOGICAL 7Y)
= not (Y CHRONOLOGICAL X).

Transitividad: Sea X incluido en una clase Y, que, a su vez, esta incluida en una clase Z,
ambas inclusiones a través de relaciones CHRONOLOGICAL. Entonces, existe una relacion
CHRONOLOGICAL entre las clases X y Z. Formalmente tenemos lo siguiente, (X
CHRONOLOGICAL Y) and (Y CHRONOLOGICAL Z) = (X CHRONOLOGICAL 7).

Esta relacion suele aparecer en el lenguaje natural en las formas siguientes:

o A ocurre antes de B e A ocurre durante B
e A occurre después de B o A comienza cuando B
termina
e A y B occurren
simultaneamente
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Relacion de similaridad

La relacion de similaridad establece que conceptos son iguales o analogos y en que

medida. A continuacidn se presentan las propiedades satisfechas por este tipo de relaciones:

Reflexividad: Esta propiedad significa que es posible inclusion de una clase de individuos
X en si misma, siendo la inclusién a través de una relacion SIMILAR. Formalmente, (X

SIMILAR X).

Simetria: Esta propiedad significa que la inclusion de una clase de individuos, X, en una
clase Y, implica la inclusion de Y en X, y viceversa, ambas inclusiones a través de relaciones

SIMILAR. Formalmente, esta propiedad garantiza que: (X SIMILAR Y) < (Y SIMILAR X).

No transitividad: Sea X incluido en una clase Y, que, a su vez, estd incluida en una clase
Z, ambas inclusiones a través de relaciones SIMILAR. Entonces, no se puede concluir que
existe una relacion SIMILAR entre las clases X y Z. Formalmente tenemos lo siguiente, (X

SIMILAR Y) and (Y SIMILAR 7) —= (X SIMILAR Z).

Esta relacion suele aparecer en el lenguaje natural en la forma siguiente:

o A essimilar a B
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Relacion condicional

La relacion condicional define las condiciones en las cuales ciertas cosas tienen lugar. A

continuacion se presentan las propiedades satisfechas por este tipo de relaciones:

Irreflexividad: La relacion cronoldgica se considera no reflexiva. Es decir, no es posible la
inclusion de una clase de individuos X en si misma, siendo la inclusion a través de una relacion

CONDITIONAL. Formalmente, not(X CONDITIONAL X).

No simetria: Sea X incluido en una clase Y, a través de una relacion CONDITIONAL
Entonces, no se puede concluir que existe una relacion CONDITIONAL entre las clases Y y X.

Formalmente tenemos lo siguiente, (X CONDITIONAL Y) —= (Y CONDITIONAL X).

Transitividad: Sea X incluido en una clase Y, que, a su vez, esta incluida en una clase Z,
ambas inclusiones a través de relaciones CONDITIONAL. Entonces, existe una relacion
CONDITIONAL entre las clases X y Z. Formalmente tenemos lo siguiente, (X CONDITIONAL
Y) and (Y CONDITIONAL 7) = (X CONDITIONAL Z).

Relacion de Dependencia: Sea X incluido en una clase Y a través de una relacion
CONDITONAL. Entonces, esta relacion implica una relacion de dependencia entre X e Y.

Formalmente, (X CONDITIONAL Y) = (X DEPENDENT 7Y).

Esta relacion suele aparecer en el lenguaje natural en la forma siguiente:

e A tiene como condicion B

e A esta condicionada a B

e Si A entonces B
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Relacion de proposito

Esta relacion establece el porqué y para qué de los conceptos. A continuacion se presentan

las propiedades satisfechas por este tipo de relaciones:

Irreflexividad: La relacion cronoldgica se considera no reflexiva. Es decir, no es posible la
inclusion de una clase de individuos X en si misma, siendo la inclusion a través de una relacion

PURPOSE. Formalmente, not(X PURPOSE X).

No simetria: Sea X incluido en una clase Y, a través de una relacion PURPOSE.
Entonces, no se puede concluir que exista una relacion PURPOSE entre las clases Y y X.

Formalmente tenemos lo siguiente, (X PURPOSE Y) —= (X PURPOSE Z).

Transitividad: Sea X incluido en una clase Y, que, a su vez, esta incluida en una clase Z,
ambas inclusiones a través de relaciones PURPOSE. Entonces, existe una relacion PURPOSE
entre las clases X y Z. Formalmente tenemos lo siguiente, (X PURPOSE Y) and (Y PURPOSE
7) = (X PURPOSE 7).

Esta relacion suele aparecer en el lenguaje natural en la forma siguiente:

Los codigos fueron creados por el ser humano para transmitir ideas

e A ocurre con la finalidad de B

e A ocurre para B

e A nace con el proposito de B
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1.2.2 Ejemplos de ontologias

En las secciones anteriores se presentan diferentes clasificaciones de las ontologias. A

continuacion describiremos varios ejemplos de ontologias pertenecientes a dichos tipos. En

particular, los ejemplos pertenecen a estas categorias:

60

Ontologias para representar conocimiento (van Heijst ef al, 1997): Capturan las
primitivas de representacion usadas para formalizar conocimiento en los paradigmas
de representacion de conocimiento. El ejemplo mas representativo de este tipo es el
de la Frame-Ontology (Gruber, 1993), que captura las primitivas de representacion
(clases, instancias, ranuras, facetas, etc) usadas en lenguajes basados en frames.
Esta ontologia define los términos que capturan convenciones usadas en sistemas de
representacion de conocimiento centrados en objetos. Puesto que estos términos se
construyen sobre la semantica de KIF, se puede pensar que KIF y la frame-ontology
constituyen un lenguaje especializado de representacion. Dicha ontologia es la base
conceptual para los traductores de Ontolingua. Un proposito de esta ontologia es
permitir que diferentes sistemas de representacion puedan compartir ontologias
centradas en objetos. Los traductores de ontologias escritos en KIF usando la frame
ontology, tales como los proporcionados por Ontolingua permiten trabajar desde un
formato fuente comun, y todavia lo siguen usando sistemas actuales de

representacion.

Ontologias generales/comunes (Mizoguchi er al, 1995): Incluyen vocabularios
relacionados con cosas, eventos, tiempo, espacio, causalidad, comportamiento,
funcion, etc. A continuacidn, describiremos las caracteristicas deseables para este

tipo de ontologias (http://www.cyc.com/cyc-2-1/cover.html):

o Universalidad, esto es, cada concepto imaginable puede ser enlazado
correctamente en la ontologia top-level en lugares adecuados, sin importar lo

general o especifico, lo prosaico, o el contexto en el que esté.
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o Articulacion. Las distinciones hechas en la ontologia son necesarias y
suficientes para la mayoria de propdsitos. Existe una justificacion teérica y
pragmatica para cada clase, para cada predicado y funcion, para cada individuo.
Por suficiente entendemos que se hacen bastantes distinciones para permitir y
facilitar la comparticion del conocimiento, la integracion y limpieza de las

bases de datos, etc.

Un ejemplo seria la ontologia top-level de Sowa (Sowa, 2000), que incluye las
categorias y distinciones basicas derivadas de una variedad de fuentes de la Logica,
Lingiiistica, Filosofia e Inteligencia Artificial. Esta ontologia tiene una estructura de
enrejado donde el concepto raiz es el “universal type”, y el concepto infimo es el
“absurd type”. Como subtipos del universal tenemos los conceptos primitivos
(independent, relative, mediating, continuant, occurrent). Combinando estos
conceptos primitivos obtenemos mas conceptos de la ontologia. Por ejemplo,
history = proposition N occurrent. Siguiendo con este proceso de combinacion de
conceptos se obtendria el resto de conceptos. Este enrejado quedaria cerrado por el

tipo absurdo.

e Meta-ontologias, tambié¢n llamadas ontologias genéricas o centrales (van Heijst et al,
1997), que son reusables en varios dominios. El ejemplo méas representativo seria una
ontologia mereoldgica (Borst, 97) que incluiria el término parte-de. Otro ejemplo seria
la ontologia Cyc. La metodologia Cyc surge de la experiencia del desarrollo de la base
de conocimiento Cyc, que contiene una inmensa cantidad de conocimiento comun, y
que se construye sobre un nucleo de mas de 1.000.000 de axiomas introducidos
manualmente para capturar una gran parte de lo que la gente considera conocimiento
consensuado sobre el mundo. La codificacion de esta base de conocimiento fue
realizada en CycL, que es un calculo de predicados de primer orden aumentado con
extensiones para manejar igualdad, razonamiento por defecto y algunas caracteristicas
de segundo orden. Esta base de conocimiento puede ser considerada una ontologia
porque puede usarse como base para construir sistemas inteligentes asi como para

comunicacion e interoperabilidad.
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Ontologias del dominio (Mizoguchi et al, 1995; van Heijst et al, 1997), que son

reusables en un dominio determinado. Proporcionan vocabularios sobre los conceptos y

relaciones de un dominio, sobre las actividades que se desarrollan en dicho dominio, y

sobre las teorias y principios elementales que gobiernan dicho dominio. Por ejemplo, las

ontologias médicas se introducen para resolver problemas tales como la peticion de

reutilizacion y comparticion de datos de los pacientes, su transmision y necesidad de

criterios basados en semdantica con propoésitos estadisticos. En este sentido, la

comunicacion no ambigua de conceptos médicos detallados y complejos es crucial hoy

en dia para sistemas de informacion médica. A continuacion presentamos dos ejemplos,

GALEN y UMLS.

O

GALEN (Rector et al, 1995) incluye un modelo semanticamente valido de
terminologia clinica representado en un lenguaje formal, y asociado con el
soporte sofisticado para diferentes lenguajes naturales y conversion entre
diferentes esquemas de codificacion. GALEN se basa en un modelo semantico
solido de terminologia clinica llamado GALEN Coding reference (CORE).
Este modelo contiene conceptos clinicos elementales (p.ej., fractura, hueso,
etc), relaciones que controlan la combinacion de conceptos (p.ej., los huesos

pueden tener fracturas), y conceptos complejos (p.ej., fractura de la clavicula).

El Unified Medical Language System (UMLS) (Pisanelli ef al, 1998) es una
base de datos disefiada para unificar terminologias biomédicas de fuentes
dispares tales como terminologias clinicas, fuentes de drogas, o vocabularios en
diversos idiomas. Existen tres fuentes de conocimiento UMLS, a saber: (1)
metatesauro, que contiene informacién semantica sobre conceptos biomédicos,
sus nombres y relaciones entre ellos;(2) red semantica, que es una red de
categorias generales o tipos semanticos a lo que se asignan todos los conceptos
del metatesauro; (3) el lexicon especialista, que contiene informacion sintactica
sobre términos biomédicos y eventualmente cubrird la mayoria de términos

correspondientes a los nombres de conceptos que aparecen en el metatesauro.
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e Ontologias lingiiisticas. La caracteristica principal de este tipo de ontologia es que
estan limitadas a la semantica de las unidades gramaticales. Forman un grupo
heterogéneo de recursos usados principalmente en procesamiento del lenguaje natural.
La mayoria de ontologias lingiiisticas usan palabras como unidades gramaticales. De
hecho, entre las ontologias que se han descrito antes, solo la Generalized Upper Model
captura informacioén sobre unidades gramaticales mayores que palabras. Asimismo,
algunas de ellas presentan un mapeo uno a uno entre conceptos y palabras en lenguaje
natural, mientras que en otras ontologias se facilita un mapeo multiple. Existen también
diferencias con respecto al grado de dependencia del lenguaje. Algunas ontologias
lingiiisticas dependen totalmente de un idioma en particular; algunas abarcan multiples
lenguajes. Estas ontologias tienen diversos origenes y motivaciones: bases de datos
léxicas on-line; traduccion, generacion de lenguaje natural, etc. Wordnet (Miller, 1995)
es probablemente la ontologia lingiiistica mas importante. Es una base de datos 1éxica
para inglés basada en teorias psicolingiiisticas. Esta organizado en 70.000 conjuntos de
sindnimos, llamados synsets, cada uno representando un concepto léxico. Los synsets
se enlazan entre si por medio de relaciones semanticas. Wordnet divide el lexicén en
cinco categorias: nombres, verbos, adjetivos, adverbios y palabras con funcion. Los
nombres se organizan en jerarquias tematicas, los verbos a través de relaciones de

construccion, y los adjetivos y adverbios en hiperespacios N dimensionales.
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1.3 CONSTRUCCION DE ONTOLOGIAS

1.3.1 Metodologias para Construir Ontologias a partir de cero

En (Lenat et al, 1990) se publicaron los pasos generales y algunos puntos interesantes
relacionados con el proceso de desarrollo de Cyc. Posteriormente, en (Uschold & King., 1995)
se comentd la metodologia empleada para la creacion de la ontologia TOVE (TOronto Virtual
Enterprise) para modelar organizaciones. Al afio siguiente, estos autores propusieron unas
resefias metodologicas para construir ontologias (Uschold & Groninger, 1996). En (Bernaras et
al, 1996) se presenté un método para construir ontologias para redes eléctricas como parte del
proyecto KACTUS. Methontology (Fernandez et al., 1997) apareci6é simultdneamente y fue
extendido posteriormente (Fernandez-Lopez et al, 1999), (Fernandez-Lopez et al, 2000). En
1997, se propuso otra metodologia basada en la ontologia SENSUS (Swartout et al, 1997).
Procedamos a continuacion a describir un conjunto de diferentes metodologias para la

construccion de ontologias a partir de cero.

Metodologia Cyc

La metodologia Cyc (Lenat et al, 1990) consiste en varios pasos. En primer lugar hay que
extraer manualmente el conocimiento comin que estd implicito en diferentes fuentes. A
continuacion, una vez que tengamos suficiente conocimiento en nuestra ontologia, podemos
adquirir nuevo conocimiento comun usando herramientas de procesamiento de lenguaje natural
o aprendizaje computacional. Asi se construyé la ontologia Cyc. Esta metodologia recomienda

los siguientes pasos:

e Codificacion manual de conocimiento implicito y explicito extraido de diferentes

fuentes

e (Codificacion de conocimiento usando herramientas software

64



Capitulo 1. Ontologias — Estado del arte

e Delegacion de la mayor parte de la codificacion en las herramientas

Metodologia de Construccion de Ontologias de Uschold y King

Esta metodologia fue presentada en (Uschold & King, 1995) y propone algunos pasos
generales para desarrollar ontologias, a saber: (1) identificar el propdsito; (2) capturar los
conceptos y relaciones entre estos conceptos y los términos utilizados para referirse a estos
conceptos y relaciones; (3) codificar la ontologia. La ontologia debe ser documentada y
evaluada, y se pueden usar otras ontologias para crear la nueva. De esta forma se cred la

Enterprise Ontology. Esta metodologia recomienda los siguientes pasos:

e Identificar propdsito

e Capturar la ontologia

e Codificacion

e Integrar ontologias existentes

e Evaluacion

e Documentacion
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Metodologia de Construccion de Ontologias de Griininger y Fox

En esta metodologia, presentada en (Griininger et al, 1995), el primer paso es identificar
intuitivamente las aplicaciones posibles en las que se usara la ontologia. Posteriormente, se usa
un conjunto de preguntas en lenguaje natural, llamadas cuestiones de competencia, para
determinar el ambito de la ontologia. Se usan estas preguntas para extraer los conceptos
principales, sus propiedades, relaciones y axiomas, los cuales se definen formalmente en Prolog.
Por consiguiente, ésta es una metodologia muy formal que se aprovecha de la robustez de la
logica clasica y que puede ser usada como guia para transformar escenarios informales en
modelos computables. Esta metodologia, que se usé para construir la ontologia TOVE,

recomienda los siguientes pasos:

e Escenarios motivantes

e Cuestiones informales de competencia

e Terminologia formal

e Cuestiones formales de competencia

e Axiomas formales

e Teoremas de completitud
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Metodologia KACTUS

En esta metodologia (Bernaras et al, 1996) se construye la ontologia sobre una base de
conocimiento por medio de un proceso de abstraccion. Cuantas mas aplicaciones se construyen,
las ontologias se convierten en mas generales y se alejan mas de una base de conocimiento. En
otras palabras, se propone comenzar por construir una base de conocimiento para una aplicacion
especifica. A continuacidn, cuando se necesita una nueva base de conocimiento en un dominio
parecido, se generaliza la primera base de conocimiento en una ontologia y se adapta para las
dos aplicaciones, y asi sucesivamente. De esta forma, la ontologia representaria el conocimiento
consensuado necesario para todas las aplicaciones. Esta metodologia ha sido utilizada para

construir una ontologia para diagnosticar fallos, y recomienda seguir los siguientes pasos:

e Especificacion de la aplicacion

e Disefio preliminar basado en categorias ontoldgicas top-level relevantes

e Refinamiento y estructuracion de la ontologia

METHONTOLOGY

Methontology es una metodologia para construir ontologias tanto partiendo desde cero
como reusando otras ontologias, o a través de un proceso de reingenieria. Este entorno permite
la construccion de ontologias a nivel de conocimiento, e incluye: (1) identificacion del proceso
de desarrollo de la ontologia donde se incluyen las principales actividades (evaluacion, gestion
de configuracion, conceptualizacion, integracion, implementacion, etc); (2) un ciclo de vida
basado en prototipos evolucionados; y (3) la metodologia propiamente dicha, que especifica los
pasos a ejecutar en cada actividad, las técnicas usadas, los productos a obtener y como deben ser
evaluados. Esta metodologia esta parcialmente soportada por el entorno de desarrollo ontoldgico
WebODE. Esta metodologia ha sido usada en la construccion de multiples ontologias, como una

ontologia quimica, ontologias hardware y software, etc. Se proponen los siguientes pasos:
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e Especificacion

e Conceptualizacion

e Formalizacion

e Implementacion

e Mantenimiento

Metodologia SENSUS

La metodologia basada en Sensus (Swartout et al, 1997) es un enfoque top-down para
derivar ontologias especificas del dominio a partir de grandes ontologias. Los autores proponen
identificar un conjunto de términos semilla que son relevantes en un dominio particular. Tales
términos se enlazan manualmente a una ontologia de amplia cobertura. Los usuarios seleccionan
automaticamente los términos relevantes para describir el dominio y acotar la ontologia Sensus.
Consecuentemente, el algoritmo devuelve el conjunto de términos estructurados
jerarquicamente para describir un dominio, que puede ser usado como esqueleto para la base de
conocimiento. Esta metodologia sirvid para construir la ontologia Sensus y recomienda los

siguientes pasos:

e Tomar una serie de términos como semillas.

e Enlazarlos manualmente.

e Incluir todos los conceptos en el camino que va de la raiz de Sensus a los conceptos

semilla.
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e Afiadir nuevos términos relevantes del dominio.

e Opcionalmente, afiadir, para aquellos nodos por los que pasan mas caminos, su subarbol

inferior.

Metodologia On-To-Knowledge

El proyecto OTK (Staab et al/, 2001) aplica ontologias a la informacion disponible
electronicamente para mejorar la calidad de la gestion de conocimiento en organizaciones
grandes y distribuidas. La metodologia proporciona guias para introducir conceptos y
herramientas de gestion de conocimiento en empresas, ayudando a los proveedores y buscadores
de conocimiento a presentar éste de forma eficiente y efectiva. Esta metodologia incluye la
identificacion de metas que deberian ser conseguidas por herramientas de gestion de
conocimiento y esta basada en el analisis de escenarios de uso y en los diferentes papeles
desempefiados por trabajadores de conocimiento y accionistas en las organizaciones. Cada una
de las herramientas de la arquitectura de OKT se centra en el desarrollo de aplicaciones
dirigidas por ontologias y, finalmente, describe el uso y la evaluacion de la metodologia
mediante casos de estudio como, por ejemplo, la ontologia Proper o AIFB. Esta metodologia

recomienda los siguientes pasos:

e Estudio de viabilidad

e Comienzo

e Refinamiento

e Evaluacion
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TERMINAE

Terminae (Aussenac-Gilles et al, 2002) aporta tanto una metodologia como una
herramienta para la construccion de ontologias a partir de textos. Se basa en un analisis
lingiiistico de los textos, el cual se realiza mediante la aplicacion de diferentes herramientas para
el procesamiento del lenguaje natural. En particular, se usan dos herramientas: (1) Syntex para
identificar términos y relaciones; y (2) Caméléon para identificar roles o relaciones. Estas
herramientas se basan en la misma hipotesis lingiiistica: el significado de las frases y las
palabras es especifico para un dominio y puede ser inferido de la observacion de regularidades
en documentos. La metodologia funciona como sigue. Mediante la aplicacion de Syntex
obtenemos una lista de posibles palabras y frases del texto y algunas dependencias sintacticas y
gramaticales entre ellas. Estos datos se usan como entrada para el proceso de modelado junto
con el texto original. De esta forma, la identificacion de conocimiento se basa en dos tareas que

se realizan alternativamente:

e Explorar los resultados Syntex para identificar conocimiento importante o decidir como

representar alguna informacion de acuerdo al uso de las palabras en el texto.

e Extraer sistematicamente del texto tanto conocimiento como sea posible.

Cada pieza de conocimiento puede ser representada en el modelo de conocimiento de
Terminae, cuyo lenguaje de representacion de conocimiento posee las siguientes primitivas:
fichero terminolégico (términos), conceptos genéricos (clases), conceptos primitivos
(instancias), y roles (relaciones). El siguiente paso es normalizar el conocimiento para obtener
una ontologia bien estructurada, donde cada concepto quede justificado por sus relaciones con
otros conceptos. Esta metodologia sugiere aplicar criterios diferenciadores para hacer explicitas
las propiedades comunes y diferentes de un concepto con sus respectivos conceptos padre y
hermanos debidas a sus roles. La tltima etapa es la formalizacion de la ontologia en el lenguaje
formal Terminae, que es un tipo de logica descriptiva. Una funcion de clasificacion sirve para
comprobar la correccion de las definiciones de conceptos genéricos, ya que soélo pueden ser

definidos si tienen roles diferenciados.
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1.3.2 Extraccion de ontologias a partir de texto

La extraccion de conocimiento directamente de textos en lenguaje natural es una tarea
muy importante dentro de la inteligencia artificial y la ingenieria de conocimiento, ya que se
podrian simplificar los procesos de adquisicion de conocimiento de tal forma que los ingenieros
de conocimiento no fuesen necesarios para dicha actividad y el conocimiento pudiese ser

extraido directamente por los expertos a partir de estos textos en lenguaje natural.

Diferentes disciplinas como la lingiiistica computacional, la recuperacion de informacion,
el aprendizaje computacional o la ingenieria del software, han investigado y disefiado multitud
de técnicas que podemos utilizar en la extraccion de conocimiento a partir de texto y, mas

concretamente, en la construccion de ontologias (ontology learning).

Dentro del aprendizaje de ontologias una actividad muy importante es la construccion de
ontologias a partir de documentos Web (Alani et al, 2003; Davulcu er al, 2003) para la
consecucion de la Web Semantica (Berners-Lee et al, 2001). Esto es porque se necesita
enriquecer la Web con grandes cantidades de ontologias que capturen el conocimiento del
dominio y la construccion manual requiere un enorme esfuerzo humano, siendo la adquisicion
de ontologias un cuello de botella para la consecucién de la Web Semantica (Omelayenko

2001).

La mayoria de las técnicas de ontology learning solo generan jerarquias de conceptos
(Taxonomias) o utilizan un conjunto muy reducido de relaciones (Omelayenko, 2001; Maedche
and Staab, 2001). Ademas, la mayoria de técnicas son semi-automaticas y necesitan de un

ingeniero de conocimiento que guie el proceso de adquisicion de conocimiento.

Las aproximaciones de ontology learning pueden dividirse en tres grupos principales
segun el método utilizado: aproximaciones simbolicas, aproximaciones estadisticas y
aproximaciones basadas en machine learning. Ademas, cada una de éstas puede dividirse segin
el tipo de ontologia que se pretende obtener: ontologias de lenguaje natural (Natural Language

Ontologies (NLO)), ontologias del dominio e instancias de ontologias (Omelayenko, 2001).
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Dentro de cada una de estas clasificaciones, el proceso de ontology learning puede

descomponerse en dos grandes grupos de tareas: adquisicion y mantenimiento de ontologias:

Adquisicion de ontologias:

Creacion de ontologias: En esta tarea, el sistema asiste al ingeniero de
conocimiento sugiriéndole las relaciones mas importantes en el dominio o
chequeando y verificando las bases de conocimiento construidas.

Extraccion de esquemas de ontologias de documentos Web: Los sistemas toman
los datos y el meta-conocimiento (como una meta-ontologia) como entrada y
generan una ontologia de salida lista para ser usada, con la posible ayuda del
ingeniero de conocimiento.

Extraccion de instancias de ontologias: Dado un esquema de ontologia, se

extraen las instancias de la ontologia presentes en documentos Web.

Mantenimiento y refinamiento de ontologias:
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Integracion y navegacion de ontologias: Trata la reconstruccion y navegacion en
grandes bases de conocimiento construidas a mano o con técnicas de machine
learning. Por ejemplo, la tarea puede consistir en el cambio de los formatos de
bases de conocimiento.

Actualizacion de ontologias: Esta tarea actualiza algunas partes de la ontologia
que son disenadas para ser actualizadas (por ejemplo, los tags de formateo que
hacen cambios en los layouts de pagina).

Enriquecimiento de ontologias: Incluye modificaciones automaticas de
relaciones menores dentro de una ontologia existente. No cambia conceptos

mayores ni las estructuras, pero hace la ontologia mas precisa.
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1.3.2.1 Aproximaciones Simbdlicas

Extraccion de ontologias

La idea de utilizar patrones Iéxico-sintacticos en la forma de expresiones regulares para la
extraccion de relaciones semanticas y, en particular, relaciones taxondmicas fueron introducidas
por Hearst (Hearst, 1992). Estas aproximaciones se basan en métodos heuristicos que utilizan
expresiones regulares que originalmente han sido aplicadas en el area de la extraccion de
informacién (Hoobs, 1993). En estas aproximaciones de ontology learning, se procesa el texto
buscando ocurrencias de estos patrones léxico-sintacticos que indican un tipo de relacion (como
pueden ser las relaciones taxonémicas). Por eso, la idea principal es bastante sencilla: definir
una expresion regular que capture expresiones que vuelvan a ocurrir y mapear los resultados de

la expresion asociada a una estructura semantica, como relaciones taxondmicas entre conceptos.

Por ejemplo, en (Hearst, 1992) se considera el siguiente patron lexico-sintactico:

...NP {, NP}*{,} u otros(as) NP...

Cuando aplicamos este patron a una frase puede inferir que los NPs de la izquierda de la

expresion “u otros(as)” son subconceptos del NP de la izquierda. Por ejemplo en la frase:

“Las contusiones, las heridas, la rotura de huesos u otras lesiones son comunes en los

maltratos”.

Se extraerian las relaciones taxonémicas siguientes:

CONTUSION IS A LESION
HERIDA IS A LESION
ROTURA DE HUESOS IS A LESION
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En (Hearst, 1992), los patrones se definen manualmente, lo cual es una tarea que necesita
mucho tiempo y esta sujeta a errores. En (Morin, 1999) se extiende el trabajo propuesto por
(Hearst, 1992) usando una herramienta simbdlica de machine learning para refinar los patrones
léxico sintacticos. En este contexto, el sistema PROMETHEE soporta adquisicion de relaciones

semanticas semi-automatica y el refinamiento de estos patrones léxico-sintacticos.

El trabajo de Assadi (Assadi, 1999) muestra un experimento practico de la construccion
de una ontologia en el campo de la planificacion de redes eléctricas. Describe una primera
aproximacion de clustering que combina criterios lingliisticos y conceptuales. Como un
ejemplo, el autor da el patron <NP, line> que da como resultado dos categorizaciones por
modificadores. La primera categorizacion estd motivada por los modificadores “funcion de
estructura”, resultando un clustering de “connection line”, “dispatching line” y “transport line”

(ver tabla 1-2).

A proposal categorization The other candidate terms
Connection line Mountain line
Dispatching line Telecommunication line
Transport line Input line

Tabla 1.2. Ejemplo de Categorizacion

Faure y Nedellec (Faure and Nedellec, 1998) presentaron un sistema cooperativo de
machine learning llamado ASIUM que es capaz de adquirir relaciones taxondmicas mediante un
analisis sintactico. Este sistema esta basado en un algoritmo de clustering conceptual, donde los
grupos basicos estdn formados por “head words” que aparecen con el mismo verbo después de
la misma preposicion. ASIUM traduce los grupos a nuevos conceptos y la jerarquia de

conceptos formando la ontologia.

Un sistema de ontology learning donde se aplican diferentes técnicas a definiciones de

diccionario en el contexto de los dominios de la seguridad y las telecomunicaciones se describen
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en (Kietz, et al, 2000; Maedche & Staab, 2000). Un aspecto importante en este sistema es que
los conceptos existentes se incluyen en el proceso completo. Por eso, al contrario que (Hearst,
1992; Morin, 1999) las operaciones de extraccion son realizadas en el nivel de los conceptos.
Por tanto, por eso los patrones son directamente mapeados en conceptos, lo cual hace que el
sistema sea capaz de, ademas de extraer relaciones taxondmicas, refinar las relaciones existentes

y relacionarlas con los conceptos existentes.

Mantenimiento y refinamiento de ontologias.

Hahn y Schnattinger (Hahn & Schnattinger, 1998) introdujeron una metodologia para el
mantenimiento y refinamiento de taxonomias especificas del dominio. Una ontologia se
actualiza incrementalmente con nuevos conceptos adquiridos desde textos. El proceso de
adquisicion se centra en la “calidad” lingiiistica y conceptual de varias formas de evidencia
subyacentes en la generacion y refinamiento de hipdtesis de conceptos. En particular,
consideran conflictos semanticos y estructuras semanticas andlogas de una base de
conocimiento en la ontologia con la finalidad de determinar la calidad de una propuesta
particular. Para ello, refinan y extienden una ontologia existente con conceptos y relaciones

taxondmicas entre conceptos.

El sistema Camille (Contextual Acquisition Mechanism for Incremental Lexeme
Learning) fue desarrollado como un sistema de comprension del lenguaje natural. Cuando el
analizador se encuentra con palabras que no conoce, Camille intenta inferir lo que pueda sobre
el significado de la palabra desconocida (Hastings, 1994). Si la palabra desconocida es un
nombre, hay unas restricciones semanticas utiles que limitan el significado del nombre. El
aprendizaje de verbos desconocidos es mas dificil, por lo cual la adquisicion de verbos ha sido
el objetivo principal de las investigaciones de Camille, el cual ha sido probado en muchos

dominios del mundo real.
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1.3.2.2 Aproximaciones estadisticas

En este apartado se consideran algunas aproximaciones a la construccion de taxonomias
que infieren nuevos conceptos y sus relaciones, basandose en datos estadisticos sobre la
concurrencia de palabras que expresan estos conceptos. La idea principal que tienen en comun
todas estas aproximaciones es que la identidad semantica de una palabra se refleja en su
distribucion sobre diferentes contextos, por lo que el significado de una palabra se representa en
términos de la concurrencia de palabras con su frecuencia de ocurrencia. Esta manera de
representar la semantica obvia la necesidad de preparar recursos especiales para procesarla,
como patrones léxico-sintacticos, y pretende hacer el proceso de la extraccion de taxonomias
completamente automatico. Sin embargo, el problema principal de estas aproximaciones es la
escasez de datos notorios, por ejemplo el hecho de que los corpus disponibles sobre palabras de

interés puedan no ser muy indicativos del significado del concepto en este dominio.

Extraccion de ontologias

Los datos distributivos sobre palabras pueden usarse para construir conceptos y la
jerarquia formada por estos desde cero. El clustering puede definirse como el proceso de
organizar objetos dentro de grupos en los que los miembros de cada grupo son similares de
alguna forma (Kaufman & Rousseeuw, 1990). En general, hay dos tipos de clustering:
clustering no jerarquico, en el que cada objeto se asigna exactamente a un grupo, y clustering
jerarquico, en el que cada grupo de tamafio mayor que uno esta compuesto de grupos mas
pequeios. Los algoritmos de clustering jerarquico son preferibles para un analisis de datos
detallado. Producen jerarquias de grupos y, ademas, contienen mdas informacién que los
algoritmos no jerarquicos. Sin embargo, son menos eficientes con respecto al tiempo y al
espacio que el clustering no jerarquico. (Manning & Schuetze, 1999) identifica dos usos

principales para el clustering en el procesamiento del lenguaje natural:

e El uso de clustering para el analisis de datos exploratorio

e Eluso de clustering para la generalizacion.
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Uno de los de los primeros trabajos en esta area, denominado también clustering
distributivo de palabras inglesas, se describe en (Pereira ef al, 1993). Su trabajo se centra en la

construccion de clases basadas en modelos de ocurrencia de palabras.

La herramienta Mo’K (Bisson et a/, 2000) soporta el desarrollo de métodos de clustering
conceptual para la construccion de ontologias. Este trabajo se centra en la elaboracion de
métodos de clustering para realizar la creacion de jerarquias de conceptos (Taxonomias)
asistidas por los ingenieros de conocimiento. La entrada de los métodos de clustering viene dada
por las clases (nombres) y sus atributos (relaciones gramaticales) obtenidas a partir de un

analisis sintactico del corpus, junto con la frecuencia en la que aparecen en el corpus.

El algoritmo utiliza un método de clustering para agrupar los objetos ‘similares’ creando
determinadas clases y la jerarquia entre éstas. El usuario puede ajustar varios parametros del
proceso para mejorar el rendimiento, seleccionando ejemplos de entrada con sus atributos, el
nivel de poda, y las funciones de evaluacion de distancia. El articulo presenta un estudio
experimental que ilustra como la calidad del aprendizaje depende de las diferentes

combinaciones de los parametros.

Mantenimiento y refinamiento de ontologias

Los datos estadisticos sobre conceptos obtenidos desde el texto también se utilizan para
ampliar una ontologia existente con nuevos conceptos. En este caso, se aplica un método de
clasificacion automatica para determinar un lugar apropiado para los nuevos conceptos en la

taxonomia.

Anteriores aproximaciones para la aplicacion de una ontologia automaticamente
utilizaban diversas técnicas de clasificaciones que pueden resumirse en los siguientes métodos:
el método de los k vecinos (kNN), el método basado en categorias y el método basado en
centroides. Todos ellos operan sobre la representacion semantica basada en vectores que
describen el significado de una palabra de interés en términos de cuentas de su ocurrencia con

otras palabras en el contexto, por ejemplo, de palabras que aparecen dentro de algun contexto
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que rodea a la palabra objetivo. Las diferencias clave entre los métodos provienen de diferentes
ideas subyacentes sobre como se representa una clase (semantica) de palabras. El método kNN
se basa en la suposicion de que los miembros de una clase se definen porque la nueva instancia
es similar a uno o mas individuos de la clase. De ese modo, se define la similaridad por una
puntuacion como, por ejemplo, el coseno entre dos vectores de ocurrencia. Para clasificar una
nueva instancia, primero se determina el conjunto de las k instancias de entrenamiento mas
similares a la nueva instancia. La nueva instancia se asigna a la clase que tenga el mayor
numero de miembros en el conjunto de los vecinos mas cercanos. Ademas, la decision de
clasificacion se puede basar en la similaridad de la medida entre la nueva instancia y sus
vecinos: cada vecino puede votar por su clase con un peso a la nueva instancia. Cuando este
método se aplica a la ampliacion de un thesauro, la clase de instancias de entrenamiento se
toman normalmente para ser constituidas por palabras a lo largo del mismo conjunto de

sindnimos, por ejemplo, lexicalizando el mismo concepto (Marti et al/, 1993).

La mayor desventaja de aplicar este método a menudo es que requiere un gasto
computacional muy significativo para calcular la similaridad entre las nuevas instancias y cada
instancia del conjunto de entrenamiento. Otro método alternativo con un menor costo
computacional es el método basado en categorias (Resnik & Smith, 1993). Aqui, la suposicion
es que la clase de los miembros se define por la similaridad del nuevo item con una
representacion generalizada de la clase. La representacion generalizada se construye afladiendo
todos los vectores que constituyen una clase y normalizando el vector resultante, es decir, se
calcula un vector probabilistico que representa la clase. Para determinar la clase de una nueva
palabra, este vector unitario se compara con cada vector que representa una clase. Es por esto
por lo que el nimero de operaciones de calculo se reduce al numero de clases. De ese modo, una
representacion de clase puede derivar desde un conjunto de vectores correspondientes a un
conjunto de sinébnimos a un conjunto de vectores correspondientes a un conjunto de sinénimos y
alguno o todos los conjuntos de sindnimos subordinados. En el caso de kNN, una clase se
representa por su conjunto de sinénimos. El otro extremo es representar la clase en la misma
manera que se utiliza, por ejemplo en (Resnik & Smith, 1993), donde se representan los
conceptos de un tesauro. Aqui un vector de clase se construye desde los datos de todos los
sinénimos del concepto correspondiente; las nuevas palabras que resulten similares a este vector

se asignan a la clase que lexicalice el concepto correspondiente. Otra forma de preparar la
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representacion de una clase de palabras es lo que se puede llamar una aproximacion basada en
centroides (Pereira et al, 1993). Es como el método basado en categorias, con la inica diferencia
que el vector que representa una clase se calcula de una manera distinta. Todos los n vectores
correspondientes a los miembros de la clase se suman y el vector resultante se divide por n para

calcular el centroide entre los n vectores.

Otro sistema estadistico para enriquecer una ontologia es el presentado en (Agirre et al,
2000), que trata de enriquecer los conceptos de la ontologia WordNet (Millar, 1990; Fellbaum,
1998), proponiendo un método para construir listas de palabras relacionadas con cada concepto
existente en WordNet, donde cada significado de cada palabra tiene una lista asociada de
palabras relacionadas. Por ejemplo, la palabra “mano” tiene, al menos, dos posibles
significados: La mano que forma una parte del cuerpo (palabras relacionadas: mano-cuerpo,
brazo, hombre) o una mano de pintura (palabras relacionadas; mano-pintura, pintor, brocha). El
sistema entonces busca por documentos Web, utilizando el motor de busqueda AltaVista,
relacionados con cada concepto de WordNet y construye una lista de palabras asociadas con el
topico. Estas busquedas se realizan consultando en los documentos que contengan las palabras
asociadas al significado, pero que no contengan las palabras asociadas a otros significados. Por
ejemplo, una consulta podria ser algo como “mano Y (cuerpo O brazo) Y NO (pintura O
brocha)” para obtener los documentos Web relacionados con el significado del concepto mano

como parte del cuerpo.

1.3.2.3 Aproximaciones de machine learning

Las primeras aproximaciones de ontology learning utilizando técnicas de ML se basaron
en el descubrimiento de relaciones jerarquicas entre clases utilizando Ripple-Down Rules
(Suryanto & Compton, 2000). En este trabajo se empezaba con el descubrimiento de relaciones
de clase en reglas de clasificacion. Se consideraban tres relaciones basicas: interseccion de
clases, exclusividad mutua y similaridad. Para cada posible relacion definen una medida para
evaluar el grado de interseccion, de exclusividad mutua y similaridad entre las clases. Una vez
que se han hallado las medidas, utilizan técnicas simples para crear las relaciones jerarquicas

(Taxondmicas).
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En (Omelayenko, 2001) se realiza una clasificacion de los algoritmos de machine
learning mas potenciales para su aplicacion para el aprendizaje de ontologias. Esta clasificacion

se divide en cuatro grandes grupos:

Aprendizaje de reglas proposicionales. Estos algoritmos aprenden reglas de asociacion
y reglas atributo-valor. Los algoritmos de aprendizaje se basan en arboles de decision,
representados normalmente con C4.5 (Quinlan 1993), y sus modificaciones se utilizan para
proporcionar estas reglas de asociacion a partir de un conjunto de instancias para el

entrenamiento del algoritmo.

Aprendizaje Bayesiano: Se suele representar por los clasificadores nativos de Bayes. Se
basan en el teorema de Bayes y genera reglas probabilisticas atributo-valor basada en la

suposicion de independencia condicional entre atributos de las instancias de entrenamiento.

Aprendizaje de reglas de logica de primer orden: Los algoritmos suelen pertenecer a la

familia de algoritmos FOIL.

Los algoritmos de Clustering agrupan las instancias basadas en la similaridad o la
distancia de medidas entre un par de instancias definidas en términos de los valores de los

atributos. La aplicacion iterativa del algoritmo produce estructuras jerarquicas de los conceptos

Asi, el autor realiza un pequefio estudio sobre varios trabajos y los clasifica segun el tipo

de ontologia, la tarea de aprendizaje y el algoritmo de machine learning utilizado.

En (Maedche & Staab, 2001), se presenta una arquitectura de ontology learning para la
Web Semantica. Esta arquitectura incluye un sistema para la construccion de ontologias a partir
de texto denominada Text-to-Onto (Maedche & Staab, 2000). Este sistema utiliza un algoritmo
de aprendizaje de reglas de asociacion (association-rule-learning) para descubrir relaciones entre
conceptos dejando la decision final de la creacion de los nuevos conceptos y la insercion de las
relaciones al ingeniero de conocimiento. El sistema utiliza un algoritmo para descubrir reglas de

asociacion generalizadas. Los datos de entrada estan formados por frases y el conjunto de conceptos
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que aparecen juntos en la frase. El algoritmo extrae las reglas de asociacion representadas por
conjuntos de items que aparecen juntos a menudo y le presenta las reglas al ingeniero de

conocimiento.

En (Navigli et al, 2003; Navigli & Velardi, 2004) se presenta una arquitectura para el
aprendizaje automatico de ontologias del dominio a partir de texto, llamada OntoLearn. El
primer paso consiste en extraer la terminologia a partir de un corpus de textos del dominio,
después se filtra la terminologia utilizando un procesamiento del lenguaje natural y técnicas
estadisticas que permiten contrastar corpus de diferentes dominios. Después hace uso de la base
de conocimientos léxica WordNet para interpretar los términos e identificar relaciones
taxonomicas y otras relaciones semanticas (similaridad, partonémica). También utilizan un

aprendizaje basado en reglas inductivas para extraer otras relaciones entre conceptos.

Muchas arquitecturas de extraccion de conocimiento a partir de texto hacen uso de bases
de conocimiento 1éxico-semanticas como WordNet (Millar, 1990) para inglés y EuroWordNet
para otros idiomas europeos como italiano y espafiol. Estas arquitecturas utilizan estas bases de
conocimiento para identificar y verificar relaciones semanticas entre los términos adquiridos

durante el proceso (Alani et al, 2003; Navigli et al, 2003)

Por ultimo, cabe destacar que la integracion de técnicas de machine learning puede
reducir el tiempo y mejorar el desarrollo de ontologias del dominio por parte de los expertos

(Webb et al, 1999)
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1.4 PROBLEMA A RESOLVER EN ESTE TRABAJO

Dentro de las tecnologias del conocimiento, las ontologias se estin erigiendo en la
tecnologia més importante para representar el conocimiento. Una muestra de la importancia
actual de las ontologias es la cantidad de metodologias que han surgido para su creacion, como
se ha podido ver en las secciones anteriores, asi como los estudios en creacion de ontologias a
partir de texto de una manera automatica (Ontology Learning). La construccion de ontologias a
partir de texto se esta convirtiendo en una actividad importante con diversas finalidades. El
creciente interés en esta actividad se debe principalmente a dos motivos: (1) la necesidad de

sistemas para la gestion de conocimiento; y (2) el desarrollo de la Web Semantica.

Por lo que respecta a los sistemas de gestion de conocimiento, y en el marco de una
organizacion, éste reside tanto en documentos como en mentes humanas y sistemas
informaticos. En cuanto a la Web Semantica, el conocimiento se encuentra distribuido
principalmente en paginas web, las cuales pueden adoptar multiples formatos. Uno de los
formatos mas comunes en los que se redactan los documentos es lenguaje natural. Ademas, la
construccion manual de ontologias es un cuello de botella que hay que intentar solventar
mediante sistemas que ayuden a la construccion de ontologias directamente por los expertos sin

necesitar la ayuda de un ingeniero de conocimiento.

Sin embargo, si analizamos las metodologias disponibles de construccion de ontologias a
partir de texto, nos encontramos con diversos problemas que impiden la implantacion de éstas
como soluciones plausibles. EIl principal problema es que la mayoria de metodologias de
construccion de ontologias utiliza relaciones taxonémicas exclusivamente, dejando de lado el
resto de relaciones semanticas interconceptuales. Asimismo, en el caso de metodologias que
permiten el uso de diferentes relaciones, su semantica no se expresa de manera formal. En esta
investigacion, se ha considerado que para que un modelo de representacion posea aplicabilidad

real, debe abarcar una pluralidad de relaciones interconceptuales, y no solamente taxonomicas.

En base a las carencias detectadas en las metodologias y sistemas de ontology learning, el

82



Capitulo 1. Ontologias — Estado del arte

trabajo presentado en esta tesis se planteo con el fin de dar cuenta de los siguientes objetivos:

e Definicion y formalizacion de una metodologia para la extraccion de ontologias a
partir de texto que sea independiente del idioma, en la que se incluya la
extraccion de las relaciones semanticas descritas en este capitulo subsanando las
carencias detectadas en los sistemas actuales de ontology learning. Mas
concretamente, se pretende la simplificacion de los procesos de adquisicion de
conocimiento a partir de expertos, asi como ofrecer una herramienta para
solventar el problema caudado por el cuello de botella que supone actualmente la

construccion de ontologias.

e Diseno e implementacion de una aplicacion software para la extraccion de
ontologias a partir de textos. Este sistema se disefiara para cumplir con los

requisitos que implica el entorno de ontology learning descrito anteriormente.

e Validacion del entorno y sistema anteriores. La metodologia de validacion se
puede resumir a continuacion: (1) validacion de la metodologia de construccion
de ontologias en el dominio de la Web Semantica; (2) validacion del sistema en el

reconocimiento de 6rdenes en lenguaje natural.
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1.5 RESUMEN

En este capitulo se ha descrito el estado del arte en ingenieria ontologica. La primera parte
se centra en el origen de la nocion de ontologia. Se han presentado varias definiciones desde el
punto de vista de la Inteligencia Artificial (IA), donde se distinguen dos corrientes principales.
Por un lado, se considera que las ontologias definen los términos basicos y relaciones de un
dominio particular. Por otro lado, la comunidad filosofica de la 1A defiende la nocion filosofica
original de ontologia y usan las ontologias de manera mas formal. Actualmente, las ontologias
son la tecnologia mas extendida para representar conocimiento en IA, porque proporcionan una
representacion estructurada y formal del conocimiento, y las representaciones ontologicas son

compartibles y reutilizables.

Asimismo, se han propuesto varias clasificaciones de ontologia siguiendo diferentes
criterios. Una de tales clasificaciones distingue entre ontologia formal y descriptiva. Mientras
que las ontologias descriptivas estan relacionadas con la recogida de informacion, las ontologias
formales filtran, codifican y organizan los resultados de las ontologias descriptivas. En 1A, las
ontologias son pesadas cuando incluyen axiomas, y son ligeras en otro caso. Los axiomas son
uno de los elementos usados para especificar ontologias. Otros elementos ontologicos
importantes son: clases, relaciones, funciones e instancias. Se han propuesto diferentes modelos
ontoldgicos. Dichos modelos se diferencian fundamentalmente en dos aspectos: (1) el tipo de
ontologia a modelar; y (2) la riqueza del modelo ontologico. Las relaciones son un elemento
importante del modelo ontoldgico puesto que son instrumentos para relacionar entidades
ontoldgicas. Entre las posibles relaciones, hemos distinguido la taxonomia (teoria de
clasificacion) y mereologia (teoria de partes), y las relaciones de equivalencia, dependencia,

topologia, causalidad, funcional, cronoldgica, condicional y propdsito.

Debido a la creciente importancia de las ontologias, se han propuesto diferentes
mecanismos y metodologias para disefiar y construir ontologias. Algunos de ellos se han
desarrollado para obtener ontologias particulares, mientras que otras metodologias tenian un

proposito mas general. Asimismo, se han tratado metodologias para la construccion automatica

84



Capitulo 1. Ontologias — Estado del arte

de ontologias a partir de textos que ayuden a la consecucion de la Web Semantica e intenten

salvar el gran problema del cuello de botella que supone la construccion manual de ontologias.

Con todo, uno de los objetivos de esta tesis es proporcionar una metodologia para la
construccion de ontologias de manera semi-automatica (ontology learning) de modo que se

alivie el problema del cuello de botella que supone la construccion manual de ontologias.
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2.1 INTRODUCCION

La ingenieria lingiiistica es la aplicacion del conocimiento de la lengua al desarrollo de
sistemas informaticos capaces de reconocer, comprender, interpretar y generar lenguaje humano
en todas sus formas. La ingenieria lingliistica comprende una amplia gama de métodos, técnicas
y herramientas; hace uso de una gran cantidad de recursos, lingiiisticos y de otros tipos, y se

utiliza de forma creciente en un gran numero de aplicaciones.

A un nivel muy general, podemos considerar que una aplicacion de ingenieria lingiiistica
incluye alguna forma de comprension del lenguaje humano, algln tipo de procesamiento de la
informacion adquirida, y, eventualmente, una comunicacion del resultado del proceso, a veces
también utilizando alguna forma de lenguaje humano. Un ejemplo claro es el de un sistema de
traduccion automdtica, donde un texto en una lengua fuente es procesado hasta lograr un nivel
de comprension suficiente. La informacion extraida, expresada en algin lenguaje de
representacion adecuado es transferida al sistema de representacion equivalente en la lengua
objetivo, y, desde aqui, un proceso de generacion lograra la traduccion final en dicha lengua

objetivo.

Por supuesto, no todas las aplicaciones de la ingenieria lingiiistica incluyen estos
elementos. Asi, un sistema de generacion de cartas personalizado no precisa ningun tratamiento
de comprension, o un sistema de identificacion de la lengua (o un detector de errores
ortograficos) no necesitan generar lenguaje humano. La mayoria de las aplicaciones incluyen,
sin embargo, alguna forma mas o menos precisa de comprension. Asi, un sistema de consulta en
lenguaje humano a una base de datos precisa un nivel muy alto de comprension de las
expresiones del interlocutor humano para que la respuesta del sistema sea de utilidad. En
cambio, en un sistema de traduccion o de resumen automaticos se pueden lograr niveles de
correccion muy notables con niveles de comprension bajos. Es decir, no es preciso comprender

totalmente una oracion para ser capaz de traducirla correctamente.
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La inmensa mayoria de los sistemas que incluyen alguna forma de tratamiento de la
lengua requiere la actuacion de una serie de procesadores lingiiisticos. La descripcion lingiiistica
del material a tratar, sea textual u oral, suele organizarse en forma estratificada: nivel
fonologico, nivel fonémico, nivel textual, nivel morfoldgico, nivel 1éxico, nivel sintactico, nivel
légico, nivel semantico, nivel pragmatico, etc., y a cada uno de ellos se le suele asociar una
coleccion de tales procesadores que deben resolver, en forma aislada o colaborativa, los
problemas de tratamiento de la informacion propia del nivel. Asi, en un sistema de comprension
de un documento escrito, el nivel textual del documento esta constituido por los caracteres que
aparecen en el mismo, y las tareas a llevar a cabo incluyen la separacion del texto de la
metainformacion eventualmente presente, la segmentacion del texto en unidades a tratar (esto
es, parrafos, oraciones, etc.), la localizacion de las palabras ortograficas, etc. En el nivel
sintactico, los elementos a tratar son palabras dotadas ya de informacion morfosintactica
(categoria, propiedades morfosintacticas) y lo que se pretende es explicitar las relaciones

sintacticas subyacentes.

Aunque, como se ha indicado antes, la complejidad del tratamiento, y, por lo tanto, la de
los procesadores implicados, depende de la aplicacion concreta, es evidente que los procesos
iniciales, a saber, tratamiento textual, consulta en diccionarios, analisis y desambiguacion
morfosintactica (POS-Tagging), etc., aparecen en practicamente todos los sistemas. De estos
procesos iniciales del tratamiento de los textos, previos al analisis sintactico o a la interpretacion
semantica, nos ocupamos en este trabajo, que, ademas, queda limitado al ambito del tratamiento

de textos escritos.

Tradicionalmente, las aproximaciones utilizadas para el tratamiento de la lengua se
basaban en el conocimiento lingiiistico. Recientemente, sin embargo, han resurgido con ¢€xito
los sistemas empiricos basados, no en el conocimiento lingiiistico. sino en la modelizacion del
comportamiento lingiiistico a partir de su constatacién empirica. Este resurgir es debido a
factores tales como la disponibilidad de recursos, por ejemplo los corpus lingiiisticos, la
capacidad de proceso de los sistemas informaticos y la necesidad de aplicaciones de tratamiento
de textos no restringidos. La influencia del desarrollo de Internet ha sido decisiva a este
respecto. Dentro de los métodos empiricos, cabe mencionar los de base estadistica. Y.

ultimamente los basados en técnicas de aprendizaje automatico (Machine Learning).
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2.2 DEFINICION DE POS-TAGGING

Uno de los elementos mas importantes en todo sistema de procesamiento de lenguaje
natural es el Part of Speech (POS) tagging (Morales-Carrasco and Gelbukh, 2003). Una de las
posibles traducciones al espafiol de Part of Speech Tagging es el de desambiguacion
morfosintactica o andlisis morfologico. El resultado del analisis morfologico es el de asignar a
cada una de las unidades 1éxicas presentes (palabras dentro de una oracion) el conjunto de sus
categorias gramaticales posibles. Luego el objetivo de un POS tagging consiste en la asignacion
automatica de descriptores, etiquetas, o tags, a cada palabra dentro de una oracion, donde estas

etiquetas corresponden a la categoria gramatical asociada a cada palabra.

Las categorias gramaticales han estado presentes en Lingiiistica durante mucho tiempo.
Thrax (c.100 A.C) distingui6é entre ocho tipos de palabras, usando las siguiente categorias:
Nombre, verbo, participio, articulo (incluyendo los pronombres relativos), pronombre,

preposicion, adverbio y conjuncion.

El problema del etiquetado se puede definir de la siguiente manera (Merialdo, 1994):

Suponemos que el usuario ha definido un conjunto de tags (asociadas a palabras).
Consideramos una frase P= pp;...p,, y una secuencia de tags T= tt,...t, de la misma
longitud. Llamamos al par (P, T) un alineamiento. Decimos que a la palabra p; se le ha

asignado el tag t; en este alineamiento.

Suponemos que los tags tienen algun significado lingiiistico para el usuario, de
modo que de todos los posibles alineamientos para una frase, solo hay uno correcto

desde un punto de vista gramatical.
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Un procedimiento de tagging es un procedimiento ¢ que selecciona una secuencia

de tags (define un alineamiento) por cada sentencia

¢: P—>T =¢(P)

Existen (al menos) dos medidas para la calidad de un procesamiento de tagging:

A nivel de sentencia

perfy(¢) = porcentaje de frases etiquetadas correctamente (percentage of

sentences correctly tagged)

A nivel de palabra

perwy (@) = porcentaje de palabras etiquetadas correctamente (percentage of

words correctly tagged)

En la practica, el rendimiento a nivel de frase es generalmente menor que el rendimiento a
nivel de palabra, dado que todas las palabras tienen que ser etiquetadas correctamente para la
sentencia que se ha de etiquetar correctamente. La medida estandar usada en la literatura es el

rendimiento a nivel de palabra.

Para la obtencion de todas las palabras del texto objeto de tratamiento se hace uso de la
tokenizacion, proceso que se podria definir como la segmentacion de un texto en palabras-
tokens individuales. Normalmente, en la practica, dicho proceso suele realizarse suponiendo que
una palabra ortografica (separada por espacios, o signos de puntuacion de las palabras
adyacentes) es la unidad apropiada para el etiquetado de palabras. Sin embargo, hay
excepciones a estos casos. Por ejemplo, en diversos idiomas, una palabra ortografica puede estar

formada por mas de una palabra gramatical. En el caso del idioma inglés, las contracciones de
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verbos (como en she’s, they ll, we re) y las contracciones negativas (don t, isn’t, wont) tienen
asignadas dos palabras gramaticales en la misma palabra ortografica. Ademas es bastante
frecuente el caso contrario, donde dos o mds palabras ortograficas tienen una sola palabra
gramatical. Por ejemplo, en el idioma inglés, los adverbios formados por varias palabras of

course ¢ in short, y las preposiciones formadas por varias palabras como instead of y up to.

En la lengua castellana también ocurre que una palabra ortografica pueda tener asociada
mas de una palabra gramatical, por ejemplo, palabras formadas por verbos y pronombres como
cogelo, que tendria asociado dos palabras gramaticales, y dimelo, que tendria asociada tres.
También ocurre lo contrario, que varias palabras ortograficas solo tengan una palabra gramatical

asociada, por ejemplo, la conjuncion sin embargo.

El uso de lexicones computacionales soluciona estos problemas. Con este término nos
referimos a aquellos repositorios de informacion léxica elaborados con el objeto de servir de
soporte representacional a diversas aplicaciones en el ambito de las tecnologias del lenguaje
humano, asi como al trabajo lexicografico tradicional, es decir, a la elaboracion de diccionarios

destinados a la consulta por un usuario humano.

La idea basica que subyace a dicho concepto es la de que cualquier tarea relativa al
lenguaje natural que se pretenda llevar a cabo con el animo de conseguir resultados aceptables
habra de basarse y hacer uso extenso, indefectiblemente, de un lexicon correctamente disefiado,
estructurado e implementado, rico en contenido de informacion 1éxica y que permita un facil y
rapido acceso a dicha informacion, tanto de forma directa por el usuario en el caso de las
aplicaciones lexicograficas, como de forma interna, por una aplicacion de traduccion

automatica.
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2.3 POS-TAGGING AUTOMATICO - ESTADO DEL ARTE.

Los tagger automaticos empezaron a crearse a finales de los 50, y la investigacion en este
area ha sido intensa durante las dos ultimas décadas. Los problemas relacionados con la
tokenizacion y el analisis 1éxico han sido importantes, pero la resolucion de la ambigiiedad es,

para muchos autores, el subproblema mas dificil en el analisis.

El problema de la desambiguacion morfosintactica consiste en que las palabras tomadas
en forma aislada son ambiguas respecto a su categoria. Podemos considerar el siguiente ejemplo

en inglés:

e The light is on. Aqui podemos observar que /ight es un nombre (luz).

o This is a light case. Sin embargo, en esta otra vemos que en este caso esta palabra

lo que representa es un adjetivo (ligero).

o Light the fire. Por ultimo, en este caso esta palabra representa un verbo

(encender).

Como podemos observar en el siguiente ejemplo, lo mismo es aplicable a cualquier otro

idioma, como espafiol:

e Hoy como pollo. Aqui ‘como’ actua como verbo.

e La vida es como una caja de bombones. Y en cambio aqui ‘como’ se comporta

con un adverbio.

Un ejemplo mas extenso de ambiguedad podemos verlo en el siguiente ejemplo Tabla 2-

1, extraido de (Marquez et al, 2000):
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The DT first JJ time NN he PRP was VBD shot VBN in IN the DT hand NN
as IN he PRP chased VBD the DT robbers NNS outside RB . .

First time shot in hand as chased  Outside
JJ NN NN IN NN IN 1 IN
RB VB VBD RB VB RB VBD I
VBN RP VBN NN
RB

Tabla 2-1. Una frase y la ambigiiedad. Los tags utilizados provienen del corpus
Penn Treebank (Marcus et al, 1993).

Afortunadamente la categoria de la mayoria de las palabras no es ambigua dentro de un
contexto, como puede verse en el ejemplo anterior. Asi, con la ayuda de las palabras que no son

ambiguas, se podra inferir la categoria mas probable de las ambiguas.

El objetivo de un desambiguador (también llamado etiguetador morfosintdctico) es el de
asignar a cada palabra la categoria mas apropiada, dentro de un contexto. Es decir, dada una
secuencia de palabras, dotada cada una de un conjunto de etiquetas posibles, el desambiguador
debe devolver una secuencia de etiquetas que sea la mas verosimil dado el contexto. Por
supuesto, la calidad del desambiguador depende del grado de precision (la granularidad) del
etiquetado, del contexto considerado y de la informacién de que disponga el desambiguador

para considerar apropiada una etiqueta o verosimil una secuencia de etiquetas.

A veces, los desambiguadores no resuelven totalmente el problema de la ambigiiedad

gramatical y se limitan a eliminar las opciones imposibles o menos probables.

Existen tres grandes familias de etiquetadores: lingiiisticos, estadisticos y los basados en

Machine Learning.
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Taggers Lingiiisticos

Los primeros taggers automaticos que se desarrollaron contienen reglas creadas
manualmente para el etiquetado, a veces con ayuda de un corpus ya etiquetado. Estos taggers
utilizan conocimiento lingliistico, generalmente expresado en forma de reglas o restricciones
para establecer las combinaciones de etiquetas aceptables o prohibidas. Las reglas suelen
construirse manualmente, responden a criterios lingiiisticos y se representan de forma explicita.
Estas reglas de desambiguacion se programan utilizando automatas finitos o reglas ordenadas de
patrones, en los que se realizaba un analisis de las posibles categorias gramaticales candidatas

de la palabra actual, descartando todas sus alternativas hasta quedarse con la adecuada.

Dentro de estos sistemas podemos distinguir el sistema TAGGIT (Greene & Rubin,
1971), que se basa en reglas de patrones de contexto. TAGGIT usa un conjunto de etiquetas

gramaticales con 71 elementos y una gramatica de desambiguacion de 3,300 reglas.

Los actuales taggers lingiiisticos todavia representan el conocimiento como un conjunto
de reglas (restricciones) escritas por lingiiistas y obtenidas por introspeccion y herramientas
estadisticas disponibles para el estudio del corpus. Sin embargo, los modelos actuales son
mucho mas expresivos, faciles de comprender y son usados en algoritmos de desambiguacion
muy eficientes. Se trata de sistemas de muy alta precision que contienen miles de reglas y
normalmente requieren afios de construccion y, por lo tanto un coste de desarrollo muy alto. Por
ejemplo, el tagger EngCG (Karlsson et al, 1995), implementa las denominadas Constraint

Grammars para el inglés, y comprende un millar de reglas, superando el 99,5 % de acierto.
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Taggers estadisticos

A partir de los afios 70 se fue dejando de lado la construccion de POS-taggers que hacian
uso de reglas de desambiguacion, dando paso a los taggers estadisticos, que obtienen los
modelos del lenguaje y generalizaciones en que basan su actuacion automatica a partir de la
evidencia empirica obtenida de corpus lingiiisticos voluminosos. El coste de desarrollo de estos
taggers es, por ello, mucho menor, aunque también es menor su grado de precision, superior en
cualquier caso al 97 %, lo cual es suficiente en algunas aplicaciones. Los sistemas son
independientes de la lengua y facilmente transportables a lenguas y dominios diversos con un
coste limitado. El problema de estos sistemas reside en el aprendizaje (estimacion) de los

parametros del modelo estadistico utilizado.

La desambiguacion en el tagger CLAWS (Garside, Leech, & Sampson, 1987) se basa en
elegir la categoria correcta en una base de evidencias estadisticas del corpus. En este sistema, la
desambiguacion se lleva a cabo por un modulo llamado (CHAINPROBS), que elige la etiqueta
mas probable de una palabra ambigua utilizando probabilidades de la ocurrencia de esta palabra
con la categoria gramatical asociada en un contexto local dado. Este tagger fue la version
probabilistica de TAGGIT vy, posteriormente, fue mejorado por DeRose (1988) utilizando

programacion dinamica.

Dentro de los modelos probabilisticos se han utilizado los bigramas en los que la
probabilidad de una etiqueta se estima simplemente con el contexto de la etiqueta anterior, y los
trigramas en los que el contexto abarca a las dos etiquetas precedentes, como utiliza el tagger

realizado por Church (1988).

En la actualidad existen taggers estadisticos utilizados ampliamente en todo el mundo
como puede ser TnT Tagger (Brants, 2000), que hace uso de Hidden Markov Models (HMM) y
de probabilidades 1éxicas o el conocido MXPOST (Ratnaparkhi, 1996), basado en un modelo de

maxima entropia y diversas medidas contextuales.
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Taggers basados en Machine Learning

Debido a que la mayoria de taggers estadisticos necesitan un entrenamiento, ya sea
supervisado o no supervisado, se podrian clasificar como un tipo de “machine learning”. Se
clasifican dentro de esta categoria, aquellos taggers que incorporan métodos que adquieren

informacién mas sofisticada y que utilizan los paradigmas del “machine learning”.

Se han utilizado técnicas de aprendizaje supervisado partiendo de corpus desambiguados
manualmente y técnicas de aprendizaje no supervisado en las que no es precisa (o esta limitada)

esa intervencion manual.

Dentro de las técnicas de machine learning utilizadas, se pueden destacar la induccion de
reglas implementada en el tagger en (Brill 1992, Brill & Resnik. 1994, Brill 1995) que aprende
automaticamente una serie de reglas de trasformacion que puedan reparar mejor los errores

cometidos por un etiquetado basado en asignar las etiquetas mas frecuentes de esas palabras.

Otra técnica ampliamente empleada son los arboles de decision, utilizados, por
parte, en (Marquez et al, 2000) y TreeTagger (Schmid, 1994b), los cuales hacen uso de
arboles de decision C4.5 (Quinlan 1993). También se ha utilizado el aprendizaje basado
en casos (Daelemans et al, 1996; Zavrel & Walter, 1999), y redes neuronales (Schmid

1994a, Federici & Pirrelli, 1994).
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2.4 ETIKET@

Dentro del idioma espaiiol existen muy pocos taggers especificos, utilizindose en la
mayoria de los casos algoritmos que son independientes del idioma y a los cuales se les
introduce un corpus de entrenamiento. Entre estos algoritmos se encuentran todos los
anteriormente citados para el Inglés y, mas concretamente, en (Morales-Carrasco & Gelbukh
2003) se hace un experimento en el cual se prueba el TnT tagger en el idioma espafiol dando un

nivel suficiente de acierto para tareas de reconocimiento del lenguaje natural.

Los corpus de entrenamiento para el idioma espafiol de los taggers independientes del
idioma no estan disponibles para su uso, y crear estos corpus segun el formato introducido es

una tarea compleja y manual.

Es por eso por lo que se ide6 la realizacion de un POS Tagger independiente del idioma,
para su uso en tareas de procesamiento del lenguaje natural, y mas concretamente para su uso en

el sistema de construccion de ontologias que se ha perseguido durante el desarrollo de esta tesis.
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2.5 ALGORITMO QUE UTILIZA ETIKET@

El funcionamiento del tagger desarrollado utiliza arboles de decision C4.5 (Quinlan 1993)
para la desambiguacion morfologica y su funcionamiento es bastante similar a TreeTagger
(Schmid, 1994b) y a la aproximacion basada en arboles de decision presentada en (Marquez et

al, 2000).

El tagger en cuestion se basa en dos fases:

e Una primera fase (fase de busqueda), en la que se obtiene la categoria gramatical

mas probable de cada palabra utilizando un lexicon.

e Una segunda fase (desambiguacion morfologica) para asegurar que la categoria

gramatical de esa palabra es la correcta en ese contexto.

2.5.1 Fase de busqueda

Muchos tagger utilizan un lexicon para obtener a priori la categoria gramatical mas

probable para cada palabra de cada frase (Schmid, 1994b; Cutting et al, 1992)

eTiKeTa utiliza un lexicon para el mismo propdsito, basado en una tabla dentro de una
base de datos que se va actualizando y ampliando conforme va entrenandose el tagger. Esta
formado por una base de datos en la cual se indica la palabra, la categoria gramatical asociada, y

la frecuencia de aparicion de esa palabra con esa categoria gramatical.

El lexicon utilizado por TreeTagger (Schmid 1994b) estd formado por tres partes: un

lexicon de formas completas (fullform lexicon), un lexicon de sufijos (suffix lexicon) y una
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entrada por defecto (defaul Entry). TreeTagger consulta en primer lugar el primer lexicén y, si
no encuentra nada, consulta el segundo, por si se pudiese determinar la categoria de la palabra

por su sufijo. Por ultimo, devuelve el valor de la categoria mas probable.

Por el contrario, el lexicon descrito en esta memoria, so6lo esta formado por uno similar al
primer lexicon de TreeTagger. En caso de que no encuentre la palabra en el lexicon, se le asocia

la categoria gramatical Other.

Dentro del lexicon utilizado por eTiKeT@ existen palabras que solo pueden tomar una
categoria gramatical y que suelen aparecer con mucha frecuencia en todos los textos. Estas
palabras se denominan Stopwords y suelen ser determinantes, articulos, pronombres,
conjunciones, interjecciones, preposiciones y particulas. Por ejemplo The es una Stopword para
el idioma inglés que s6lo puede tomar la categoria gramatica de determinante, asi como su

homologa en espafiol el.

2.5.2 Fase de desambiguacion

Una vez que la fase de blisqueda ha finalizado, cada palabra tiene asociada la categoria
gramatical, con la que suele aparecer mas en los textos, pero no tiene por qué ser la correcta. Es

por eso por lo que esta fase es necesaria para la correcta categorizacion de las palabras.

Esta fase hace uso de un arbol de decision (ver punto siguiente) que devuelve la categoria

gramatical asociada a la palabra seglin el contexto donde aparece.
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En este momento pueden suceder cuatro cosas:

e La palabra es una Stopword: Debido a que estas palabras poseen una Unica

categoria, prima la categoria gramatical obtenida en la fase de busqueda.

e La categoria gramatical en la fase de busqueda es la categoria Other: Como esta
palabra no aparece en el lexicon, es etiquetada en base a la solucion obtenida por

el arbol de decision.

o La categoria gramatical es la misma que la de la fase de busqueda: En este caso,

la palabra queda clasificada con la categoria gramatical correspondiente.

e La categoria gramatical es distinta: En este caso, se consulta de nuevo al lexicon
para ver si la palabra en cuestion puede aparecer con la categoria inferida por el

arbol de decision.

o Si aparece en el lexicon con la nueva categoria, la categoria asignada es

la inferida por el arbol de decision.

o En caso contrario, se asigna la categoria de la fase de busqueda.
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2.5.3 Construccion del arbol de decision.

A diferencia de TreeTagger y otros algoritmos que utilizan ngramas, eTiKeT@ no s6lo
hace uso de las categorias gramaticales de las palabras precedentes a las que se quiere evaluar,
sino que también tiene en cuenta las categorias de las palabras que siguen a aquellas, como
también se hace en (Marquez et al, 2000). En particular, eTiKeT@ tiene en cuenta el contexto
(categorias gramaticales de las palabras anteriores y posteriores) en el que se encuentra la
palabra para decidir la categoria gramatical de ésta. Este contexto es configurable en la
aplicacion que implementa eTiKeT@ en base a dos parametros nprew (number of precedent

Words) y nposw (number of posterior words).

Asi el ngrama se define de la siguiente manera:

Tagi=t, 1€ {1...nprew};t€T

Tagj=t, j€ {1...nposw}; t€T

donde T representa el conjunto de Tags

El arbol de decision C4.5 se construye a partir de los ngramas introducidos en el sistema
durante la fase de entrenamiento. A cada ngrama va asociado un peso que indica su frecuencia

de aparicion y la categoria gramatical de la solucion.

La figura 2-1 muestra un ejemplo descriptivo de un arbol de decision. Este arbol consta de
dos niveles. En el primer nivel se pregunta por la categoria de la palabra anterior a la actual y en
el segundo por la categoria de la palabra posterior. Como se puede observar, este arbol concluye
con la categoria mas probable a partir de las categorias de las palabras precedentes y posteriores,
y no con probabilidades (como es el caso de TreeTagger, por ejemplo). Una conclusion de este
arbol es que si la categoria de la palabra anterior es un Determinante, entonces la categoria de la

palabra actual debe ser un nombre.
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Figura 2-1. Un ejemplo de un arbol de decision utilizado por eTiKeT@
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2.5.4 Modos de funcionamiento

Como se ha comentando anteriormente, eTiKeT(@ nacié con la idea de simplificar las
tareas de entrenamiento de los tagger disponibles, sin tener necesidad de utilizar corpus ya
etiquetados para su entrenamiento, pudiendo entrenarse el sistema mediante textos, donde el
usuario es el que va diciendo al sistema la categoria gramatical de cada frase. Es por eso por lo

que eTiKeT@ tiene dos modos de funcionamiento:

Modo Entrenamiento

En este modo la aplicacion va seleccionando automaticamente frase a frase en un texto
dado para que el usuario le indique las categorias gramaticales de las palabras de cada frase con
lo que se puede ir entrenando al tagger de forma interactiva. En este modo de ejecucion, la
aplicacion induce las categorias gramaticales de cada palabra, y, cuando no puede inferir alguna,
la categoriza como Other. El usuario puede ir modificando las categorias inducidas, o bien,

aceptar como buena esa palabra.

En la figura 2-2 se muestra un volcado de pantalla en la que aparecen las frases

etiquetadas con opcion de modificar las categorias gramaticales de cualquier palabra.
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E%‘:Sentence
1a child, used to be naughtier.
| |
Word Category

When Adverh Wiard IWEIS
| Fronoun

Yerb {lexical) Mew Category IVEfb (A 'l
a Determiner
child MHoun
' FPuntuactionicomma)
| Fronoun
used wearb (lexical
to Farticle
he wearb (lexical
naughtier Adjective

Functuation{Full Stop)
_‘l _’l Sentence Tagged | cancel |

Figura 2-2. Etiquetado morfoldégico de una frase con eTiKeT@.

Modo normal de uso

En este modo de utilizacion, se le pasa a la aplicacion como parametro un fichero de texto

con las frases a etiquetar y este devolvera el texto categorizado.

Por ejemplo, si el texto esta formado por la siguiente frase:

El cancer de piel es una enfermedad producida por el desarrollo de células

cancerosas en las capas exteriores de la piel.
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El sistema devuelve la siguiente categorizacion.

El [det] cancer [nombre] de [prep] piel [nombre] es [verbo (auxiliar)] una [det]
enfermedad [nombre] producida [verbo (1éxico)] por [prep] el [det] desarrollo [nombre]
de [prep] células [nombre] cancerosas [adj] en [prep] las [det] capas [nombre] exteriores

[adj] de [prep] la [det] piel [nombre]
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2.6 RESULTADOS

Como se ha indicado anteriormente, la medida de rendimiento mas utilizada en la
literatura sobre el tema es el rendimiento a nivel de palabra, esto es, el porcentaje de palabras

etiquetadas correctamente.

El corpus utilizado para el entrenamiento se ha extraido de diferentes articulos dentro del
dominio de la oncologia. Este corpus esta formado por 6400 tokens y ha sido etiquetado a través
de diferentes sesiones de entrenamiento, obteniendo al final sobre un 85,23 % de rendimiento

con los parametros nprew =2 'y nposw = 2.

En la figura 2-3 podemos observar como el rendimiento varia conforme aumenta el

numero de tokens con los que el sistema se entrena.
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Figura 2-3. Graifica del ratio de acierto respecto de las palabras analizadas.

Muchos taggers han obtenido resultados superiores al 90%, como se muestra en (Brill and

Wu, 1998), donde se comparan los resultados entre un tagger unigrama, un trigrama, el
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transformation-based tagger (Brill, 1995) y el MXPOST (Ratnaparkhi 1996) entrenandolos con
1,1 millon de palabras (ver Tabla 2-2).

Tagger Accuracy (%)
Unigram 93,26
Trigram 96,36
Transform. | 96,61
Max. Ent. 96,83

Tabla 2-2. Resultados de eficiencia de diferentes taggers

(tabla extraida de Brill & Wu,1998)

Debido a la cantidad (1,1 millon) de palabras con las que se han entrenado los taggers
para la obtencion de los resultados mostrados en la tabla 2-2, los resultados no pueden

compararse con el tagger descrito en este capitulo.

Las principales ventajas de eTiKeT(@ frente a los tagger convencionales son las

siguientes:

¢ Que obtiene un ratio de acierto bastante alto con corpus pequefios. Esto es muy
interesante porque permite entrenar el tagger en dominios especificos con pocas

palabras y que obtenga un ratio de acierto aceptable.

e Debido a su modo de entrenamiento amigable, se puede considerar como un
generador de tagger aplicable a dominios especificos de una manera facil y
amigable para cualquier usuario. Ademads, gracias a la metodologia seguida por
este sistema, se pueden crear lexicones de dominios especificos (con la fase de
entrenamiento del sistema) que después pueden ser importados en otras

aplicaciones de procesamiento de lenguaje natural.
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2.7 RESUMEN

En este capitulo se ha descrito la importancia de la ingenieria lingiiistica, y mas
concretamente de los POS-Taggers, en las tareas de reconocimiento de lenguaje natural,
describiendo el estado del arte en POS-Tagging. Una posible clasificacion de estos taggers es la

siguiente:

e Taggers Lingiiisticos: Fueron los primeros taggers que se crearon y se basan en el uso
de un conocimiento lingiiistico generalmente expresado en forma de reglas creadas

manualmente.

o Taggers Estadisticos: Obtienen los modelos del lenguaje y las generalizaciones en que
basan su actuacion automatica a partir de la evidencia empirica obtenido de corpus
lingiiisticos voluminosos. Actualmente, estos tagger son utilizados ampliamente en todo

el mundo.

e Taggers basados en Machine Learning: Incorporan métodos de adquisicion de
informacién mas sofisticada que utilizan los paradigmas de “machine learning”, tanto

supervisado como no supervisado.

A continuacidon, se describe un tagger basado en Machine Learning que utiliza el
paradigma de los arboles de decision C4.5. Este tagger fue desarrollado debido basicamente a
dos razones. En primer lugar, la constatacion de la existencia de un nimero muy reducido de
taggers especificos para espaiiol. En segundo lugar, se ha comprobado tras el analisis del estado
del arte, que los algoritmos independientes del idioma necesitan corpus de entrenamiento que no

estan disponibles para su uso.

Por ultimo, se muestra una pequefia validacion del tagger desarrollado.
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3.1 INTRODUCCION

En este capitulo se presenta una metodologia para generar conocimiento a partir de texto.
Mas concretamente, se presenta un sistema de ontology learning basado en técnicas de machine

learning para la extraccion de ontologias del dominio.

Este sistema trata de descubrir términos que representen conceptos mediante la busqueda
en una base de conocimiento que relacione estos conceptos con las expresiones lingiiisticas que
puedan representar esos conceptos. Ademas, el sistema permite identificar relaciones entre los
conceptos, asi como inferir nuevas entidades de conocimiento. La idea principal en la que se
basa este trabajo es el hecho que las relaciones entre las entidades de conocimiento (sobre todo
entre conceptos) estan asociadas normalmente a expresiones verbales. Es por eso por lo que el
sistema que se presenta permite almacenar las expresiones verbales que representan relaciones
entre conceptos, con la finalidad de ser capaz de identificar automaticamente este conocimiento

cuando réaparczca.

El sistema utiliza dos tecnologias de conocimiento, asi como las categorias gramaticales
de las palabras de la frase actual para inferir las entidades de conocimiento (conceptos, atributos
y valores) que aparezcan en esta frase y construir una ontologia del dominio a partir de un
fragmento de texto. Las tecnologias de conocimiento utilizadas son Razonamiento Basado en
Casos (CBR en inglés), que consiste en la utilizacion de situaciones anteriores para resolver los
problemas actuales y ontologias. En particular, en lo que respecta a CBR, se hace uso de
RDR(Compton et al, 1989). La mayoria de las metodologias CBR presentan problemas de
mantenimiento. Sin embargo, RDR soluciona este problema y permite a los expertos construir y
mantener bases de conocimiento de manera sencilla. MCRDR (Kang, 1996) es una extension de

RDR que permite trabajar con conclusiones multiples.

El subsistema MCRDR permite la obtencion de una especie de patrones 1éxico-sintacticos
para traducir el conocimiento a partir de una frase de manera automatica. Como se ha

mencionado en el primer capitulo, en (Hearst, 1992) se utilizan patrones léxico-sintacticos
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manuales para la extraccion de relaciones taxonomicas. A través de nuestra aproximacion, se
pretenden obtener de manera automatica estos patrones para la deteccion de diferentes

relaciones semanticas, no solo las taxonémicas.

3.2 SUPUESTOS DE PARTIDA

En este capitulo se presenta una metodologia para la construccion de ontologias a partir

de texto en lenguaje natural. Esta metodologia se basa en los siguientes supuestos:

e Las ontologias pueden utilizarse para representar conocimiento. Como el texto
completo puede ser muy largo serd conveniente dividirlo en fragmentos mas
pequefios para facilitar su procesamiento. Ademas, este trabajo se basa, como se
ha dicho antes, en la idea que las relaciones suelen estar asociadas a expresiones

verbales en lenguaje natural, por lo que es conveniente dividir el texto en frases.

e Los expertos en un dominio pueden extraer conocimiento a partir de un texto de

ese dominio.

e Los textos contienen conocimiento. Pueden aparecer entidades de conocimiento a
lo largo del texto de una manera explicita, aunque a veces el conocimiento puede
estar expresado de manera implicita. (La metodologia propuesta aqui tratara de

encontrar sélo el conocimiento explicito en el texto).
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3.3 LA METODOLOGIA MCRDR

3.3.1 Introduccion

Ripple-Down Rules (RDR) (Compton et al, 1989; Compton et al, 1998) es una
metodologia utilizada para construir sistemas basados en conocimiento y sistemas expertos tiene
su origen en los problemas (de mantenimiento) encontrados en el GARVAN-ESI1, uno de los
primeros sistemas expertos médicos usados en el mundo (Buchanan, 1986). GARVAN-ESI1 se
usaba para dar una interpretacion clinica segn los informes sobre mediciones de tiroxina en la
sangre (Horn et al, 1985). El dominio manejado por GARVAN-ESI lo abarca actualmente
PEIRS (Pathology Expert Interpretive Reporting Systems), que es un sistema de patologia
clinica mas genérico. En este sentido, PEIRS afiade comentarios a los informes. El sistema da
como conclusion distintas patologias interrogando a los pacientes, de modo que la mayoria de
los informes no requieren ningun comentario. Esto representa una mejora importante, ya que el
sistema incrementa la calidad de la informacion de salida del laboratorio y también reduce la
carga de expertos, porque comprobar una interpretacion resulta mucho mas sencillo que

componerla y realizarla manualmente.

Hay dos versiones de PEIRS: una interactiva, que es utilizada por el experto que afiade
reglas, y otra (no interactiva) que funciona como un proceso por lotes. Ambos sistemas usan la

misma base de conocimiento.

Entre las limitaciones de estos sistemas, esta que el refinamiento es local y no se hace
ningun esfuerzo por contrastar el orden en el que los casos son afiadidos al sistema, pudiendo
haber muchas repeticiones locales de conocimiento. PEIRS no ha sido todavia evaluado, pero
con el desarrollo de GARVAN-ES1/RDR se comprobd que la repeticion no era un problema

significativo, ya que el conocimiento repetido suponia un porcentaje muy bajo dentro del total.
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3.3.2 Desarrollo de RDR

La metodologia RDR se desarrollé a partir de la experiencia con los problemas de
mantenimiento de GARVAN-ESI1. La principal observacion que se obtuvo del mantenimiento
de GARVAN-ESI es que el experto no decia como llegaba a esa conclusion, ni explicaba su
proceso de razonamiento, sino que mas bien indicaba por qué una conclusion era correcta. La
justificacion que se daba dependia de un contexto en particular. Sin embargo, esta metodologia
es especialmente buena distinguiendo un caso de otro y justificando por qué la clasificacion no
es la misma. Si un experto dice que el sistema RDR ha producido una clasificacion erronea para
un caso, el sistema encuentra el caso motivante del error, esto es, el que provocd la regla,
digamos R1, fuera afiadida, siendo dicha regla la causante de la conclusion erronea para el caso

actual. Este caso se llama caso angular de la regla R1, y lo codificaremos como CA1.

RDR muestra la diferencia al experto entre dos casos, el caso CA1 y el caso actual, escrito
CA, y le pide a éste que seleccione algunas condiciones de la lista de diferencias que formaran
parte del antecedente de la nueva regla y que justifican la nueva conclusion. El sistema afade
una nueva regla R2 (en la base de conocimiento), que se evalua solo si se satisface CA1. RDR
anade R2 como un refinamiento de la regla previa R1. Este refinamiento en particular se usa
solo bajo las circunstancias en las cuales la nueva conclusion se afnadio. Asi pues, la base de
conocimiento tiene una estructura binaria, ya que el conocimiento se afiade como una excepcion

a la regla anterior sin alterar el conocimiento de la regla previa.

RDR no distingue la fase de adquisicion de conocimiento inicial de la fase de
mantenimiento, pues esta metodologia parte de una base de conocimiento vacia a la que el
experto va afiadiendo reglas cada vez que éste encuentra un caso que no es clasificado
correctamente. Dicho de otro modo, RDR simplemente elimina el periodo de adquisicién inicial

y usa la fase de evaluacion para construir la base de conocimiento.
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3.3.2.1 Estructura de la base de conocimiento generada por RDR

La estructura de la base de conocimiento puede representarse como un arbol binario
donde cada regla es del tipo if-then y cada nodo se almacena junto al caso angular que fue el
causante de que la regla se anadiera. Las condiciones en la regla se unen mediante la conjuncion

de éstas (Figura 3-1).

Figura 3-1. Estructura de RDR

3.3.2.2 Inferencia en RDR

El proceso de inferencia comienza por el nodo raiz, de forma que cada regla transversal
se evaluara por medio del caso de entrada que se le dé al sistema (caso actual).Como la
estructura es de un arbol binario, habra sélo dos ramas. Si el caso actual satisface la regla,
entonces se sigue el proceso de inferencia por la rama que indique verdadero. De otro modo, se
iria por la rama que indica falso. Cuando el proceso de inferencia se completa (no hay mas
nodos transversales), la conclusion de la ultima regla satisfecha es la que se le da al sistema

como conclusién del caso.
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3.3.2.3 Creacion de la base de conocimiento basada en casos en RDR

Una de las principales ventajas de RDR es que corregir un error en la base de
conocimiento se hace solamente afiadiendo una regla como una excepcion mas bien que como
una regla de cambio de conclusién en la base del conocimiento. Cuando el sistema afiade una
nueva regla para corregir la base del conocimiento, el sistema necesita averiguar dos cosas: las
condiciones del antecedente y su conclusion, por una parte, y, por otra, una localizacion en la

base de conocimiento para la nueva regla.

Cuando el sistema proporciona la clasificacion para el caso actual, hay un trazo de reglas
que muestra por qué proporciona la clasificacion dada para el caso en cuestion, y el sistema
también tiene el caso angular, que se usa para afadir la regla a la base de conocimiento. El
trazo de reglas abarca no solo las reglas que fueron satisfechas por el caso, sino el conjunto de
secuencias de reglas que se evaluaron y si la evaluacion fue verdadera o falsa. Asi pues, el trazo
de reglas proporciona la localizacion para la nueva regla y las diferencias entre el caso actual y
el caso angular de la tltima regla evaluada como verdadera en el trazo de reglas, ayudando asi

al experto a seleccionar las condiciones para la nueva regla.

En un sistema convencional, el experto en el dominio decide la localizacion de la regla, y
no es aconsejado de las condiciones necesarias que tiene que incluir en la regla para prevenir
conflictos. Anadir la nueva regla al final del trazo de reglas actual posibilita al sistema para que
se use la regla en el mismo contexto en el que fue suministrada. Con todo, el experto
proporciona la regla, la cual sélo se evaluara para otros casos que aparezcan bajo el mismo
contexto, si se alcanza la misma secuencia de reglas evaluadas de nuevo. Para componer dicha
regla, el sistema pide al experto que seleccione las condiciones de la lista de diferencias entre el
caso actual y el caso angular. El caso actual tiene el mismo trazo de reglas que el caso angular,
asi que hay que identificar, de alguna manera, lo que distingue a ambos casos. Las condiciones
comunes también pueden incluirse en la nueva regla como elemento clarificador. La lista de

diferencias se construye de la siguiente manera:
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{x| (x € caso de entrada) & (x & caso angular)} U {NOT (x)| (x & caso de entrada) & (x

€ caso angular)}

Finalmente, el sistema afiade una regla al final del trazo de reglas con las condiciones
seleccionadas por el experto de la lista de diferencias junto con algunas condiciones comunes de

la interseccion.

Los siguientes pasos detallan como el sistema RDR es usado para la adquisicion de

conocimiento cuando el experto no esta de acuerdo con la clasificacion dada por el sistema.

1. El experto ejecuta el caso para el cual se desea cambiar la clasificacion del

sistema.

2. El sistema recupera informacién sobre dos casos después de la inferencia: uno es

el caso actual y otro es el caso angular. También se conoce el trazo de reglas.

3. El experto introduce la clasificacion correcta.

4. El sistema muestra las diferencias entre los casos. El experto escogera las
condiciones para justificar la nueva clasificacion. El experto puede elegir también

condiciones para la nueva regla de entre las condiciones comunes a los dos casos.

5. Elsistema compone la nueva regla a partir de las condiciones y la clasificacion.

6. El sistema situa la nueva regla al final del trazo de reglas.

7. El sistema anade el caso actual como caso angular. Este nuevo caso es un caso

angular de la nueva regla.
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Por ejemplo, en la figura 3-2, antes de afiadir la regla 120, la clasificacion del caso actual
proviene de la regla 20, ya que es la ultima regla activada en el trazo de reglas. La nueva regla
es afadida al final de trazo de reglas con condiciones que el experto selecciona de la lista de
diferencias. Si el experto selecciona, al menos, una de las condiciones que estan en el caso
actual, pero no en el caso angular, la nueva regla serd satisfecha por el caso actual pero no por el
caso angular. De otra manera, una de las condiciones sera una condicion negada que no existe

en el caso actual pero que existe en el caso angular 20.

En la tabla 3-1 se muestra la lista de diferencias entre el caso angular de la ultima regla

activada y el caso actual.

T F
REGLA 70
IF sexofvargn)
¥
MNOT({enfermo)
THEN F
T
CLASE 10 REGLA 150 |
REGLA 20 |F T3_BORDjalto)
IF FTl(alto) EHEH F
T THEN
REGLA 1 CLASE 20
CLASET

IF TSH(alto)
Y ON_T4
THEN

CLASE 3

Figura 3-2. Proceso para aiadir la regla 120
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Caso Actual Caso Angular 20 |Lista de Diferencias
ON T4 ON T4

ENFERMO ENFERMO

ANTITIROIDES ANTITIROIDES
Sexo: varon Sexo: varon

TSH: alto TSH: alto

TSH BORD: bajo | TSH_BORD: bajo

T3: normal T3:normal
T3 BORD: bajo T3 BORD: bajo

T3: no aparece NOT (T3: no aparece)

T3 BORD: no aparece | NOT(T3_BORD:no aparece)
FTTI: alto FTTI: alto

FTI BORD: alto |FTI BORD: alto

Tabla 3-1: Lista de diferencias entre el caso angular de la altima regla activada y el
caso actual

3.3.3 MCRDR

La filosofia MCRDR se ha desarrollado para manejar problemas de clasificacion
multiple. El objetivo de MCRDR es conservar las ventajas y la estrategia esencial de RDR pero
manejando multiples clasificaciones independientes. Asi, MCRDR, al igual que RDR, se basa
en la suposicion de que el conocimiento que el experto proporciona es la justificacion de una
conclusion en un contexto particular. La componente principal del contexto es el caso para el
cual se da una clasificacion erronea y como difiere éste de los otros casos para los cuales la

clasificacion es correcta.
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3.3.3.1 Estructura e inferencia en MCRDR

La operacion de inferencia mediante RDR estd basada en la busqueda de bases de
conocimiento representadas como una lista de decision en la que cada decision posible se refina
de nuevo por medio de otra lista de decision. En contraste, MCRDR evalua todas las reglas en el
primer nivel de la base de conocimiento. Después, se evaluan las reglas en el siguiente nivel de
refinamiento para cada regla que se satisfizo en el nivel superior, y asi en adelante. El proceso
se detiene cuando no hay mas hijos para evaluar o cuando ninguna de estas reglas puede ser
satisfecha por el caso actual. De este modo, se obtienen multiples trazos de reglas (en los que
cada trazo representa una secuencia de refinamiento particular) y, por lo tanto, multiples

conclusiones.

La estructura de una base de conocimiento MCRDR puede representarse como un arbol

n-ario, en el cual, cada nodo representa una regla (Figura 3-3).

REGLA 4
IFe
THEN
CLASE 4
Angs. {34}
REGLA 1
IFab R?ﬁ';‘“ 8
THEN THE
CLASE 1 clidEs
Angs. {1,234} Angs.{3}
— REGLAT
REGLA 2 IF i
IFa,c THEN
THERN CLASET
CLASE 2 Angs.{1,2,3}
REGLAD Angs {3.4,5,12}]
IF true REGLA 10
] he
\ REIF ku 3 CLASES
THEM Angs. (3,4}
CLASE 2
Angs {34} [ REGLA® |
IF1
THEN
CLASE 8
REGLAS / Angs{1.2,3.4,5)
TH
CLASE 5 REGLA 9
Angs.{3} IFi
THEN
CLASE 9
Angs.{9}

Figura 3-3. Base de conocimiento MCRDR. Las reglas marcadas son satisfechas
por el caso {a,c,d,e,f,h,k}.
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3.3.3.2 Adquisicion de conocimiento usando MCRDR

Cuando un caso se ha clasificado incorrectamente o su clasificacion es indeterminada (se
asume que ninguna clasificacion se hace por defecto), entonces la clasificacion debe corregirse.

La clasificacion de conocimiento puede dividirse en tres partes:

1. El sistema consigue la clasificacion correcta del experto.

2. El sistema decide sobre la localizacion de la nueva regla.

3. El sistema adquiere reglas nuevas del experto y las afade a la base de

conocimiento en la posicion correcta.

No obstante, es posible que el experto encuentre el sistema mas natural si el orden de los

pasos 2 y 3 se invierte. El orden no es crucial en términos del algoritmo.

3.3.3.3 Adquisicion de una nueva clasificacion

Adquirir una nueva clasificacion es trivial. Por ejemplo, si el sistema produce las
clasificaciones clase 2, clase 5, clase 6 para un caso actual determinado, el experto puede
decidir que la clasificacion clase 6 no necesita cambiarse, pero que las clasificaciones clase 2 y
clase 5 deberian borrarse y afiadir las clasificaciones clase 7 y clase 9 en su lugar. A pesar de
que esto es conceptualmente facil, en un dominio donde una clasificacion se representa
normalmente en una cadena de texto independiente y es posible un gran numero de tales
clasificaciones, resulta técnicamente problematico dar a un experto un soporte para encontrar y

rehusar clasificaciones.

123



Un entorno para extraccion incremental de conocimiento desde texto en lenguaje natural

Es de gran utilidad para nuestro sistema que las clasificaciones sean reutilizables, de
manera que el sistema pueda identificar cuando dos o mas clasificaciones idénticas se producen

y s6lo se informa de una de ellas.

3.3.3.4 Localizacion de reglas

El sistema deberia encontrar la localizacion para las nuevas reglas de manera que este
pueda proporcionar como resultado las nuevas clasificaciones. No podemos asumir que la
localizacion correcta para una nueva regla sea un refinamiento de una de las reglas que dan la
clasificacion erronea, ya que puede ser una clasificacion independiente y la clasificacion de la
regla sea simplemente incorrecta. Las posibilidades en cuanto a reclasificacion aparecen en la

tabla 3-2.

Clasificaciones erroneas Para corregir la base de conocimiento

La clasificacion erronea debe pararse | Afadir la regla (regla de parada) al
nodo hoja en concreto para prevenir la

clasificacion

La clasificacion erronea sustituida por | Se afiade la regla al final del nodo en
una nueva clasificacion cuestion (como nodo hijo) para dar la

nueva clasificacion

Una nueva clasificacion independiente | Afiadir una regla en el nivel superior

para dar la nueva clasificacion

Tabla 3-2: Acciones posibles para reclasificar

Cabe destacar la idea de las reglas de parada, reglas de las cuales no se obtiene ninguna
conclusién, o mas bien dan una clasificacion nula. Las reglas de parada juegan un papel

importante en MCRDR en la prevencion de clasificaciones erroneas para un caso actual dado.
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Si hay una estrategia que tiende a afiadir reglas al nivel superior, la base de conocimiento
cubrira el dominio mas rapidamente, pero con una mayor posibilidad de error. Si la estrategia,
en cambio, tiende a afiadir reglas de manera horizontal, el dominio se cubrira mas lentamente,

pero con menos posibilidad de error.

Los expertos deben poder tener la libertad de tomar cualquier tipo de decision a este
respecto, pero la interfaz debe disenarse de manera que el experto tenga mayor posibilidad de

anadir reglas de manera horizontal o vertical.

3.3.3.5 Adquisicion de condiciones y validacion de reglas

La técnica convencional para la evaluacion de la representacion de un sistema basado en
conocimiento es usar una base de casos estandar. En esta situacion, se depende de los casos que
sean representativos y que se puedan manejar por el sistema. Cualquier regla que se afiade debe
solo disparar los casos relevantes en la base de casos, y cualquier regla que cambie debe
también posibilitar que la regla se contintie disparando en los casos apropiados. En general,

cierto numero de casos debe ser considerado.

Con MCRDR, al igual que con RDR, debe evitarse que una nueva regla se dispare en
casos correctamente manejados por sus reglas padre. Sin embargo, a diferencia de RDR,
MCRDR tiene multiples casos angulares para una regla, lo cual puede ser un obstaculo para

satisfacer la nueva regla.

Conforme el arbol se desarrolla, las reglas en niveles inferiores tendran menos casos
angulares asociados con ellas. El proposito de esto es hacer una nueva regla lo suficientemente
precisa, de manera que satisfaga sélo el caso que se afade y no otros casos anteriormente
almacenados, excepto que satisfaga casos que incluyen la misma clasificacion. El algoritmo
para seleccionar las condiciones del antecedente de manera que la regla sea lo suficientemente
precisa es muy sencillo. Por su parte, el algoritmo que se usa para afiadir una regla es el

siguiente:
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El sistema forma una lista de casos angulares que pueden alcanzar la nueva regla,
de modo que se obtienen las diferencias con el caso presente. Se le pide al experto
que seleccione algin elemento de la lista de diferencias entre el caso presente y
uno de los casos angulares de la lista de casos que se consideran. El sistema
entonces prueba todos los casos angulares de la lista por medio de las condiciones
seleccionadas y borra de la lista aquellos casos angulares que no satisfacen las
condiciones seleccionadas. Se le pide después al experto que elija algunas
condiciones de entre las del caso actual y otro de los casos angulares que
permanecen en la lista. Las condiciones seleccionadas se afiaden al antecedente
de la regla por medio de la conjuncion de éstas. El sistema repite este proceso

hasta que no haya casos angulares en la lista que satisfagan la regla.

Después, el sistema afiade una regla con las condiciones seleccionadas y prueba el
resto de los casos angulares asociados con la regla padre. De entre éstos, los casos
que puedan satisfacer la nueva regla, acaban siendo casos angulares de la nueva

regla.

Finalmente, el caso actual se afiade a la lista de casos angulares asociados a las

otras reglas que dieron una clasificacion correcta para dicho caso.

El sistema esta ahora preparado para clasificar otros casos.

3.3.4 Ontology Learning con RDR

Una de las primeras aproximaciones de ontology learning a partir de bases de

conocimiento, se basa en el descubrimiento de relaciones jerarquicas entre clases en bases de

conocimiento creadas con el paradigma RDR (Suryanto & Compton, 2000). En este trabajo se

presenta una técnica para la obtencion de ontologias, a partir de bases de conocimiento ya

creadas y a una identificacion previa de los atributos y valores mas relevantes en la ontologia.
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Actualmente, no existe ninguna aproximacion basada en RDR para ontology learning a

partir de texto en lenguaje natural.
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3.4 EL PROCESO DE ADQUISICION DE CONOCIMIENTO.

El proceso de extraccion de conocimiento a partir del texto se divide principalmente en
tres fases secuenciales (Figura 3-4): POS-Tagging, fase de busqueda de conceptos, fase de

inferencia (basada en MCRDR).

Como se puede ver en la Figura 3-4, el sistema presentado es un sistema supervisado por
un experto o un ingeniero de conocimiento para la construccion semiautomatica de ontologias.
El sistema va mostrando al usuario el conocimiento inferido de la frase actual y el usuario
acepta o modifica ese conocimiento generando de manera semi-supervisada una ontologia del

dominio.

Frase siguiente v
POS-Tagging

¥

Fase de bisqueda de
conceptos

.

| Fase de inferencia |

Y

Correccidn del
conocimiento adquiride

Ontologia

Ontologia Inferida

Figura 3-4. El sistema de adquisicion de conocimiento
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3.5 POS-TAGGING

El objetivo principal de esta fase, como se ha explicado en el capitulo anterior es obtener
la categoria gramatical de cada palabra en la frase actual. Es por eso por lo que el sistema debe
utilizar un POS-tagger para obtener la frase etiquetada con las categorias gramaticales

correspondientes.

Nuestro sistema es independiente del idioma, y por eso hemos utilizado como tagger el

descrito en el capitulo anterior.

3.6 FASE DE BUSQUEDA DE CONCEPTOS

3.6.1 Introduccion a la adquisicion de términos.

En la actualidad existen muchas técnicas para la adquisicién de términos en corpus
lingiiisticos (Jacquemin, 2001). La entrada usual a estos sistemas son corpus etiquetados y la

salida es una lista con los términos candidatos que aparecen en el corpus.

ACABIT (Daille, 1996) utiliza un analizador hibrido compuesto de un analizador
sintdctico y un filtro estadistico a partir de textos anteriormente etiquetados. El analizador es
una maquina finita de estados que utiliza las categorias gramaticales del texto etiquetado y otras

caracteristicas morfologicas.

ANA (Enguehard & Pantera, 1995) se basa en una simplificacion de textos y la
observacion de patrones recurrentes. Es un sistema incremental debido a que se enriquece con

los nuevos términos descubiertos. Este sistema tiene tres conjuntos iniciales de datos: un
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conjunto de stop words, un conjunto de términos semilla que son introducidos manualmente y
contienen los conceptos mas importantes en el dominio del corpus y un conjunto de esquemas
de palabras utilizados para construir términos mas complejos a partir de términos de una sola

palabra.

LEXTER (Bourigault, 1996) utiliza una maquina finita de estados para obtener los
sintagmas nominales maximos. Una vez extraidos estos sintagmas, los divide en sub-sintagmas

para obtener los que aparecen en el corpus en situaciones no ambiguas.

TERMINO (David & Plante, 1990) esta formado por tres fases secuenciales: filtrado de
texto, analisis de sintagmas nominales basados en gramatica, y construccion del conjunto de
términos. El analizador morfolégico utilizado se basa en reglas gramaticales en vez de
diccionarios y se centra en el analisis de los sintagmas nominales. A diferencia de ACABIT y
LEXTER, TERMINO posee su propio analizador morfologico (POS-Tagger) y permite

ambigiiedades gramaticales en el andlisis morfologico.

TERMS (Justeson & Katz, 1995) se basa en la idea que los términos suelen repetirse en
documentos técnicos con mas frecuencia que sintagmas nominales no terminologicos y que los
sintagmas nominales que representan términos tienen una estructura diferente que los sintagmas
nominales que no los representan. Normalmente los sintagmas que representan términos no
suelen incluir modificadores ni determinantes, al contrario que los sintagmas nominales
comunes. Asi, TERMS utiliza un filtro estadistico que rechaza las cadenas que aparecen sélo una

vez en el documento.

3.6.2 Descripcion de la fase de busqueda de conceptos.

El objetivo principal de esta fase es encontrar expresiones lingliisticas que representen
conceptos. La asociacion entre expresiones lingiiisticas y los conceptos que representan son

almacenadas en una base de conocimiento que llamamos base de conocimiento de conceptos.
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El proceso de busqueda es bastante simple y la salida de este proceso es una lista que
contiene las expresiones del fragmento de texto actual que aparecen en la base de conocimiento.
Este proceso se basa en la idea que incluye el sistema TERMS, en el que un término o concepto

aparece dentro de un mismo dominio utilizando expresiones lingiiisticas similares.

Este proceso asume que existen palabras que no contienen significado léxico. Estas
palabras suelen tener las siguientes categorias gramaticales: Preposicion, Conjuncion,
Interjeccion, Particula, Pronombre y Determinante. Es por eso por lo que el sistema solo buscara
sintagmas nominales que comiencen con Nombres, Adjetivos y Adverbios. Los verbos son
palabras con significado 1éxico, pero la finalidad de esta fase es buscar sintagmas nominales que

representen conceptos dentro de una ontologia.

El sistema funciona de la siguiente manera. Primero, obtiene cada palabra que esté
etiquetada con la categoria gramatical de nombre, adjetivo y adverbio, en la frase actual, y busca
si existen expresiones lingiiisticas similares en la base de conocimiento de conceptos. Entonces,
para cada expresion similar a la palabra actual, se considera si es una expresion aceptable vy, si
es asi, se afiade esta expresion a la lista de posibles conceptos candidatos en la frase actual, con
el conocimiento que representa. En el caso que el experto no encuentre ninguna opcion valida

inferida por el sistema, se le permite la posibilidad de definir los conceptos de la frase actual.

Dos expresiones lingiiisticas distintas pueden representar el mismo concepto. Teniendo
esto en cuenta, se incluye dentro de la base de conocimiento esta asociacion, de modo que,
después, se pueda identificar el concepto asociado a esta expresion. Por ejemplo, las expresiones

9% ¢ 9 ¢

“perro”, “chucho”, “can” representan al mismo concepto “can”.

La funcion similar se encarga de identificar qué expresiones dentro de la base de
conocimiento son “similares” a la palabra actual en un fragmento. En el caso mas simple, se
podria aplicar una funcion de “igualdad”. Sin embargo, esta funcidon no puede tratar expresiones
compuestas por mas de una palabra. Ademas, es mas recomendable utilizar una funcién del tipo
“esPrefijo”. La funcion “esPrefijo” chequea si la palabra actual es un substring de otra expresion

lingiiistica o no.
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Seria conveniente que esta funcion pudiera tratar con familias de palabras (busquedas de
lema/lexema) y otras peculiaridades del lenguaje. Por ejemplo, si la expresion “causa” existe ya
en la base de conocimiento y el fragmento actual contiene la palabra “causado”, seria deseable
que el sistema se diese cuenta que ambas palabras representan el mismo verbo (lema). Este
tratamiento esta parcialmente implementado usando part-of-speech taggers y analizadores
morfologicos. En este trabajo, una expresion lingiiistica es “similar” a la expresion actual, si

empieza con ésta.

La funcion aceptable es una extension de la similar. Como la funcion similar puede ser
muy permisiva, la funcidn aceptable se utiliza para determinar si la expresion lingiiistica actual

y la expresion similar no son similares por casualidad.

La funcion “esPrefijo” tiene una desventaja importante: si la palabra actual es, por
b
ejemplo, el sustantivo “cancer”, cualquier expresion que empiece con “cancer”, como ‘“‘cancer

LR T3

de pecho”, “cancer de mama” o “cancerigeno” son considerados como similares.

Ademas, esta funcion aceptable limita el numero de palabras similares. Esta funciéon se ha
disefiado con requerimientos fuertes: una expresion lingiiistica es aceptable si aparece en el

fragmento actual.

Las palabras actuales en un fragmento de texto son siempre simples. Sin embargo, las
expresiones contenidas en la base de conocimiento pueden contener mas de una palabra
(expresiones compuestas). Si una palabra es aceptable, entonces el fragmento actual ha de

contener todas las palabras que aparecen en la expresion de la base de conocimiento.

Si hay varias asociaciones de conocimiento posibles en la base de datos, el sistema las
ordena y las muestra. La posible existencia de mas de una asociacion se debe a las siguientes

razonces:

e Dependencia del dominio: los diferentes significados dados a un término pueden

variar con respecto al dominio en el que se utiliza. Por ejemplo la palabra “banco”
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tiene varios significados segin el dominio en que se encuentre y no representan,

por tanto, el mismo concepto.

e Dependencia de la persona: los expertos pueden asignar diferentes significados a

la misma expresion.

e Localizacion espacial: si una expresion ha sido usada recientemente, en términos
de la distancia en palabras hasta la expresion actual, con un significado especifico
y aparece la misma expresion, es muy probable que las dos expresiones

lingiiisticas tengan el mismo significado.

Cuando existen diferentes posibilidades para una expresion dada, el sistema las ordena de
acuerdo con los tres factores anteriores. Entre esos factores, la localizacion espacial interactlia
de dos maneras diferentes. El sistema considera si una expresion se ha utilizado ya en el mismo

texto y/o en el fragmento actual de texto (en este caso, se le da la mayor prioridad).

Los diferentes criterios de ordenacion se caracterizan por tres parametros: (1) quién es el
que reconoce el conocimiento, (2) el tipo del dominio donde se encuentra y (3) si la expresion
ha aparecido ya en el texto o no. En particular, hay cinco criterios diferentes de ordenacion, que

se muestran en la tabla 3-3.

Una vez la ordenacion ha concluido, la fase de busqueda de conceptos termina. En este
punto, el sistema es capaz de obtener los conceptos que, anteriormente, se han introducido en la
base de conocimiento de conceptos. Ademas, el conocimiento inferido se ordena con los

criterios nombrados anteriormente para evitar la ambigiiedad.
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Criterio de ordenacion | Experto | Domino | Texto | Fragmento
1 Mismo Mismo | Mismo Mismo
2 Mismo | Mismo | Mismo Distinto
3 Mismo | Mismo | Distinto Distinto
4 Distinto | Mismo | Distinto Distinto
5 Mismo | Distinto | Distinto Distinto

Tabla 3-3. Criterios de ordenacion posibles

3.7 FASE DE INFERENCIA (BASADA EN MCRDR)

Como se ha mencionado antes, en lenguaje natural, las relaciones entre entidades de
conocimiento, y mas concretamente entre conceptos, suelen estar asociadas a verbos. Es por eso
por lo que esta fase se centra principalmente en la obtencion de relaciones entre conceptos. Sin
embargo, el sistema puede inferir también otras categorias de conocimiento como conceptos que

no se hayan inferido en la fase anterior, atributos y valores.

Esta fase utiliza una base de conocimiento que contiene todas las expresiones lingiiisticas
que representan relaciones y un subsistema MCRDR encargado de inferir los participantes de

las relaciones.

El sistema obtiene la palabra o palabras etiquetadas como verbo en la frase actual y busca
expresiones lingiiisticas dentro de la base de conocimiento de relaciones para obtener el tipo de
relacion asociada a esta expresion (una expresion verbal en la frase actual). Esta biisqueda en la

base de conocimiento de relaciones utiliza los criterios similar y aceptable que se han definido
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en la fase anterior. Obviamente, puede haber casos en los que no se encuentre ninguna buena
opcion para determinar una expresion lingiiistica que represente una relacion. En este caso, el

usuario debe poder definir nuevo conocimiento asociado a la expresion.

Una vez el sistema ha encontrado la relacion asociada a la expresion verbal principal en la
frase actual, el sistema utiliza el subsistema MCRDR para adquirir conocimiento por medio de
las categorias de las palabras y su posicion en la frase actual con respecto a la expresion verbal,

y la relacidn asociada a un verbo, si existe.

El sistema crea, entonces, un caso formado por la relacion, que representa la expresion
verbal, y la categoria de las otras palabras de la frase. Por ejemplo, en la frase siguiente “El
brazo es una parte del cuerpo”, si el sistema identifica que la expresion verbal “es una parte del”
representa a una relacion PART OF (Mereologica), buscando en la base de conocimiento de
relaciones, se crea, entonces, un caso, como se muestra en la tabla 3-4, en el que aparece la
relacion y las categorias de las palabras en la frase. Categoria; representa a la categoria de la
palabra que esta en la posicion i con respecto a la expresion verbal. Asi, “El” esta en la posicion

-2, “brazo” en la -1 y “cuerpo” en la posicion “+1”.

Frase: El brazo es una parte del cuerpo
Expresion verbal: | es una parte del

Caso generado: relacion: PART OF

categoria.;: Nombre

categoria_,: Determinante
categoria;;: Nombre

Tabla 3-4. Un ejemplo de un caso generado por el subsistema MCRDR

Este caso se introducira en el sistema y dara lugar a una conclusion. Si esta conclusion es
correcta, el sistema de reglas en que se basa MCRDR no se vera modificado. Si no, se
obtendran las diferencias del caso actual con el anterior y el sistema elige las diferencias para

crear una nueva regla dentro del sistema.
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Por ejemplo, si suponemos que el sistema MCRDR esta vacio, con el caso mostrado en la
tabla 3-4 no obtendra ninguna conclusion, al no existir posibles reglas que se activen.
Supongamos que el experto identifica qué brazo y cuerpo son conceptos y que existe una

relacion PART OF entre ellos: brazo PART OF cuerpo.

El sistema, entonces, creara una nueva conclusion a incluir en la regla que se va a crear y
que indica que, si nos encontramos con una estructura sintactica similar, infiere el conocimiento.
En la tabla 3-5, la funcion palabra; devuelve la palabra en la posicion i, relativa a la expresion
verbal. Se muestra la conclusion en la que, si se encuentra un caso similar al dado, se infieren
dos nuevos conceptos dados por las palabras situadas en las posiciones -1 y +1 y una relacion

PART OF entre estos conceptos.

Ademés, el sistema obtendra la lista de diferencias, que estara formada por todos los
atributos del caso, como mostramos en la tabla 3-5. De este conjunto de diferencias, formadas
por las categorias de palabras que forman la frase y la relacion, solo se toman las categorias de
las palabras que contienen el conocimiento adquirido. En el ejemplo actual, la palabra “El” no
forma parte del conocimiento adquirido, asi que no deberia incluirse para la generacion de

reglas.

Una vez seleccionadas las diferencias entre casos, se actualizard el arbol de reglas del

subsistema MCRDR, dando lugar a una nueva regla insertada en el sistema:

if (relacion=PART OF & categoria.,=Nombre & categoria,;= Nombre) then

concepto;=new Concepto(palabra_())

concepto,=new Concepto(palabra.())

relacion;=new Relacion(PART OF, concepto;, concepto,);
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Frase: El brazo es una parte del cuerpo

Diferencias: | relacion: PART OF

categoria_;: Nombre

categoria.,: Determinante

categoria,;: Nombre

Conclusion | concepto;: new Concepto(palabra_;())
concepto,: new Concepto(palabra.())

New Relacion(PART OF, concepto;, concepto,)

Tabla 3-5. Diferencias y conclusion que obtiene el sistema.

Ahora el sistema seria capaz de inferir expresiones del tipo siguiente:

Nombre expresion verbal asociada a una relacion PART OF Nombre

En el capitulo siguiente se muestran ejemplos mas extensos del modo de funcionamiento

del sistema de adquisicion de conocimiento.

137



Un entorno para extraccion incremental de conocimiento desde texto en lenguaje natural

3.8 RESUMEN

En este capitulo se ha descrito un entorno de ontology learning basado en MCRDR, que

es una metodologia utilizada para construir sistemas basados en conocimiento y sistemas

expertos.

El proceso de adquisiciéon de conocimiento mediante dicho entorno se compone de tres

fases secuenciales:

138

POS-Tagging: En esta fase se obtiene la categoria gramatical de cada palabra en
la frase actual. Para ello, utiliza el tagger descrito en el capitulo 2 de este trabajo,

donde se presenta un POS-Tagger basado en arboles C4.5.

Fase de busqueda de conceptos: Con la realizacion de esta fase se identifican las
expresiones lingiiisticas que representan conceptos del dominio. La asociacion
entre las expresiones lingiiisticas y los conceptos asociados se almacenan en la

base de conocimiento de conceptos.

Fase de inferencia: El conjunto de actividades comprendidas en esta fase se basa
en la hipdtesis de que en lenguaje natural, las relaciones entre conceptos (nivel
semantico) suelen estar expresadas mediante verbos (nivel simbolico). Aunque
esta fase sirve principalmente para obtener relaciones entre conceptos, puede
utilizarse también para adquirir otras entidades de conocimiento como conceptos,
atributos y valores. En esta fase se utiliza una base de conocimiento que contiene
las expresiones lingiiisticas que representan las relaciones genéricas entre
conceptos (descritas en este trabajo), y por un subsistema de inferencia basado en

reglas que obtiene los participantes en esas relaciones.



CAPITULO 4

EJEMPLOS DE LA
METODOLOGIA DE ONTOLOGY
LEARNING

139



Un entorno para extraccion incremental de conocimiento desde texto en lenguaje natural

140



Capitulo 4. Ejemplos de la metodologia de ontology learning

4.1 INTRODUCCION

En este capitulo, se muestra como funciona el sistema a través de una serie de ejemplos,
en los que unas veces se parte de bases de conocimiento y bases de reglas MCRDR vacias; y
otras, s6lo estan vacias la base de conocimiento de relaciones y el subsistema de reglas, que

utiliza el modulo de inferencia basado en MCRDR.

4.2 EJEMPLO 1

A continuacion, se describe un ejemplo simple del dominio de componentes de ordenador
y que muestra el funcionamiento del sistema propuesto en este trabajo. Inicialmente, se supone
que las bases de conocimiento estan vacias. Para empezar asumiremos que el sistema obtiene la

siguiente frase: “Una impresora es un periférico”.

POS-Tagging

El sistema primero analiza la frase con el POS-Tagger para obtener las categorias

gramaticales de cada palabra dentro de la frase. El resultado del analizador es el siguiente:

Una (Determinante) impresora (Nombre) es (Verbo) un (Determinante) periférico

(Nombre).

Fase de busqueda de conceptos

Como la base de conocimiento de conceptos esta vacia, el sistema no infiere ningun

concepto.
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Fase de inferencia (basada en MCRDR)

Como la base de conocimiento de relaciones y el subsistema MCRDR estan inicialmente

vacios, el sistema no infiere ningiin conocimiento.

Como no se ha obtenido ningin conocimiento de la frase, el sistema permite al experto
que identifique el conocimiento existente en la frase. Supongamos que el experto identifica que
la expresion “es un” esta asociada a una relacion “IS-A” (Taxonémica) entre los conceptos

“impresora” y “periférico”.

A continuacion, el sistema almacenara que la expresion “impresora” esta asociada al
concepto “impresora” y que la expresion periférico estd asociada al concepto “periférico” en la
base de conocimiento de conceptos, para que la proxima vez que el sistema se encuentre con
estas expresiones, o unas parecidas, pueda identificar que representan estos conceptos. En la

tabla 4-1 se muestra como queda la base de conocimiento de conceptos.

Expresiones lingiiisticas Concepto asociado
Impresora Impresora
Periférico Periférico

Tabla 4-1. Base de conocimiento de conceptos

Ademas, almacenara en la base de conocimiento de relaciones que la expresion “es un”
representa una relacion taxondmica (tabla 4-2), y almacenara un nuevo caso en el sub-sistema

MCRDR, que creara la siguiente regla:
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If relation="1S-A” and category (pos(verb)-1)=Noun and category(pos(verb)+1)=Noun then {

Concept(word(pos(verb)-1))

Concept(word(pos(verb)+1))

Relation(IS-A, word(pos(verb)-1),word(pos(verb)+1)

Aqui “pos(verb)” es una funcion que devuelve la posicion de la expresion lingiiistica que
representa la relacion en la frase actual. Esta funcion se utiliza para obtener las posiciones
relativas de las palabras con respecto a la posicion de la expresion lingiiistica. La funcion
“category(i)” devuelve la categoria de la palabra que se encuentra en la posicion i y la funcién

“word(i)” devuelve la palabra de dicha posicion.

Expresiones lingiiisticas Relacion asociada
es un ISA

Tabla 4-2. Base de conocimiento de relaciones

Supongamos que ahora el sistema obtiene la frase siguiente: “La Cannon-1000 es un tipo

de impresora”.

POS-Tagging

La(Determinante) Cannon-1000 (Nombre) es(Verbo) un(Determinante) tipo(Nombre)

de(Preposicion) impresora(Nombre)”.
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Fase de busqueda de conceptos

Como la base de conocimiento de conceptos ya no esta vacia, el sistema buscara si dentro
de la frase hay conceptos que pertenezcan a esta base de conocimiento (Tabla 4-1). El sistema

entonces inferirad que la expresion “impresora” representa al concepto impresora.

Fase de inferencia (basada en MCRDR)

Dada esta situacion, en esta fase el sistema buscara por expresiones que representen
alguna relacion. Asi, el sistema busca las expresiones lingiiisticas similares al verbo principal

13

de la frase, “es”, dentro de la base de conocimiento de relaciones (Tabla 4-2). Entonces el
sistema obtiene que la expresion “es un”, que representa una relacion IS A, es similar a la
expresion “es”. Ahora el sistema obtiene alguna expresion aceptable entre todas las similares
(si la hay). En este caso podemos ver que la expresion “es un” es una expresion aceptable para

la frase actual.

Luego el sistema infiere que la expresion “es un” representa una relacion IS-A, y en el
sistema de reglas se activa la regla introducida anteriormente, infiriendo “Cannon-1000 IS-4

Tipo”.

Como podemos ver, el conocimiento inferido no es correcto. Supongamos entonces que el
experto realiza la correccion: “Canon-1000 IS-4 impresora”, identificando que la expresion “es

un tipo de” representa la relacion “IS A”.

Entonces el sistema almacenara las expresiones que representan los conceptos en esta
nueva frase en la base de conocimiento de conceptos. La base de conocimiento de conceptos

quedaria segun muestra la tabla 4-3.
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Expresiones lingiiisticas Concepto asociado
Canon-1000 Canon-1000
Impresora Impresora
Periférico Periférico

Tabla 4-3. Base de conocimiento de conceptos

Ademaés almacenara en la base de conocimiento de relaciones que la expresion “es un tipo

de” representa una relacion taxonémica (tabla 4-4).

Expresiones lingiiisticas Relacion asociada
es un ISA
es un tipo de ISA

Tabla 4-4. Base de conocimiento de relaciones

Ahora el sistema obtiene el caso generado para el sistema de inferencia y obtiene las
diferencias entre los dos casos. Como se puede ver, los dos casos son conceptualmente el mismo
caso. Entonces, el sistema no actualizara las reglas en el sub-sistema MCRDR, por lo que el

subsistema MCRDR seguira teniendo la misma regla.

En la figura 4-1 se muestra la ontologia obtenida en el procesamiento de estas frases

simples.
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Periférico

ISA

Impresora

IS A

Canon-1000

Figura 4-1. Ontologia parcial obtenida por el procesamiento del ejemplo 1

El sistema podra inferir correctamente el conocimiento contenido en expresiones como

“Nombre” es un “Nombre” y “Nombre” es un tipo de “Nombre”.

Obsérvese que si el subsistema MCRDR contiene bastantes casos y la base de
conocimiento de relaciones contiene bastantes entradas, el sistema serd capaz de inferir muchas

relaciones y otras entidades de conocimiento con s6lo conocer su categoria gramatical.
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4.3 EJEMPLO 2

El ejemplo que se muestra a continuacion presenta frases obtenidas de un corpus

relacionado con enfermedades de corazon. Este ejemplo se presenta en inglés para que se pueda

observar que el funcionamiento del sistema es independiente del idioma, como se ha sefialado

anteriormente.

En este ejemplo, suponemos que la base de conocimiento de conceptos no esta vacia

inicialmente y esta formada por cuatro expresiones lingiiisticas que se muestran en la tabla 4-5.

Ademas, se parte de que la base de conocimiento de relaciones y el sistema MCRDR estan

vacios.

Expresiones lingiiisticas

Concepto asociado

Cardiac disease

Cardiac disease

Cardiac glycosides

Cardiac glycoside

Treatment

Treatment

Treatment of cardiac disease

Treatment of cardiac disease

Tabla 4-5. Base de conocimiento de conceptos

Supongamos que el sistema obtiene la siguiente frase: “Cardiac glycosides have been

used in the treatment of cardiac disease for more than 200 years”
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POS-Tagging

“Cardiac [Adjective] glycosides [Noun] have [Verb auxiliary] been [Verb auxiliary] used [Verb
lexical] in [Preposition] the [Determiner] treatment [Noun] of [Preposition] cardiac [Adjective]
disease [Noun] for [Preposition] more [Adverb] than [Conjunction] 200 [Numeral] years

[Noun]”

Fase de busqueda de conceptos

Debido a la existencia de palabras sin conocimiento 1€xico, que suelen tener las categorias
gramaticales de Preposicion, conjuncion, interjeccion, particula, pronombre y determinante, el
sistema solo buscara los conceptos asociados a nombres, adjetivos y adverbios. Con esto, el
sistema de busqueda de conceptos serd mas eficiente, centrandose s6lo en aquellas palabras que

pueden ser candidatas a ser conceptos.

Es por eso por lo que el sistema obtiene cada palabra de la frase actual con categoria
gramatical de nombre, adjetivo o adverbio y busca por palabras similares en la base de
conocimiento de conceptos. Entonces, para cada una de estas expresiones similares, se mira si

se considera una expresion aceptable, como se ha indicado en el capitulo anterior.

Asi, en el ejemplo anterior, la primera palabra en la frase es “Cardiac”, que tiene
asociada la categoria gramatical de adjetivo, por lo que el sistema buscard las expresiones
lingiiisticas similares en la base de conocimiento de conceptos. El resultado de las palabras

similares es el siguiente:

{cardiac disease, cardiac glycoside}.

Entonces, el sistema ejecutara la funcion aceptable, para encontrar si alguna de las

expresiones similares obtenidas arriba cumple con el criterio de aceptabilidad. De esas dos
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expresiones, se puede ver que “Cardiac glycoside” es una expresion aceptable en esta frase, asi

que se marca como un concepto.

La siguiente palabra a procesar es “treatment”, porque todas las palabras anteriores no

tienen una categoria gramatical de nombre, adjetivo ni adverbio.

El sistema busca en la base de conocimiento de conceptos, obteniendo los siguientes

resultados:

Similares: {treatment, treatment of the cardiac disease}

Aceptable: {treatment of the cardiac disease}

La siguiente palabra es “years”, que no tiene ninguna palabra similar dentro de la base de

conocimiento de conceptos.

El sistema encuentra entonces los dos conceptos siguientes:

“cardiac glycosides” y “treatment of the cardiac disease”.

Fase de inferencia (MCRDR)

Como la base de conocimiento de relaciones y el subsistema MCRDR estan inicialmente

vacios, el sistema no infiere ningiin conocimiento (en esta fase).
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Supongamos que el experto identifica que la expresion “has been used in the” esta
asociada a una relacion “IS-USED-BY” entre los conceptos “Cardiac glycosides” y “treatment

of cardiac disease”.

Como las expresiones lingiiisticas que representan los conceptos extraidos ya se

encuentran en la base de conocimiento del sistema, éste no debera almacenarlas.

Lo que si se almacenara en la base de conocimiento de relaciones es que la expresion “has

been used in the” representa una relacion “IS-USED-BY™ (tabla 4-6).

Expresiones lingiiisticas Relacion asociada
Has been used in the IS USED BY

Tabla 4-6. Base de conocimiento de relaciones

Ademas, se almacenara un nuevo caso en el sub-sistema MCRDR, que creara la

siguiente regla:

If relation="IS-USED-BY” and category (pos(verb)-1)=Noun and -category(pos(verb-
2)=Adjective  and  category(pos(verb)+1) and  category(pos(verb)+2)=prep  and
(category(pos(verb)+3)=adjective) and (category(pos(verb)+4)=Noun) then {

concept]=Concept(word(pos(verb)-2) + word(pos(verb)-1))

concept2=Concept(word(pos(verb)+1) + word(pos(verb)+2) +
word(pos(verb)+3) + word(pos(verb)+4))

Relation(IS-USED-BY, conceptl, concept2)
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Aqui, el operador + concatena dos expresiones lingiiisticas.

Supongamos que ahora el sistema se encuentra con la frase siguiente: “Ultrasonography

is a method that sends high frequency sound waves into the breast”.

POS-Tagging

Ultrasonography[Noun] is[Verb auxiliary] a[Preposition] method[Noun] that[Pronoun]
sends[Verb  lexical] high[Adjective] frequency[Noun] sound[Noun] waves[Noun]

into[ Preposition] the[Determiner] breast[Noun].

Fase de busqueda de conceptos

Como la base de conocimiento de conceptos ya no esta vacia, el sistema buscara si dentro
de la frase hay conceptos que pertenezcan a esta base de conocimiento (Tabla 4-5). El sistema

entonces no inferird ningin concepto por no hallar ninguna expresion similar en la frase actual.

Fase de inferencia (MCRDR)

Debido a que no existe ninguna expresion que represente una relacion incluida en la base
de conocimiento de relaciones, el sistema no lanzard ninguna regla y no inferira ningin

conocimiento.

Supongamos que el experto identifica las siguientes entidades de conocimiento en la frase

actual.

Conceptos: Ultrasonography, method, breast

Relaciones: Ultrasonography IS 4 method
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El sistema almacenard en la base de conocimiento de conceptos las tres nuevas

expresiones, quedando ésta como se indica en la tabla 4-7.

Expresiones lingiiisticas Concepto asociado

Breast Breast

Cardiac disease Cardiac disease
Cardiac glycosides Cardiac glycoside
Method Method
Treatment Treatment

Treatment of cardiac disease | Treatment of cardiac disease

Ultrasonography Ultrasonography

Tabla 4-7. Base de conocimiento de conceptos

Ademaés, se introducira en la base de conocimiento de relaciones una nueva entrada, como

se puede ver en la tabla 4-8.

Expresiones lingiiisticas Relacién asociada
Has been used in the IS USED BY
Is a IS A

Tabla 4-8. Base de conocimiento de relaciones

Y el subsistema MCRDR afiadira un nuevo caso, creando la regla siguiente
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If relation="1S-A” and category (pos(verb)-1)=Noun and category(pos(verb)+1)=Noun then {

Concept(word(pos(verb)-1)),

Concept(word(pos(verb)+1)),

Relation(IS-A, word(pos(verb)-1),word(pos(verb)+1)

El sistema continuara analizando el texto. Supongamos que el sistema obtiene ahora la
siguiente frase “Breast cancer is a disease in which cancer cells are found in the tissues of the

breast”

POS-Tagging

Breast[Noun] cancer[Noun] is[Verb auxiliary] a[Preposition] disease[Noun] in[Preposition]
which[Pronoun] cancer[Noun] cells[Noun] are[Verb auxiliary] found[Verb lexical]

in[Preposition] the[ Determiner] tissues|Noun] of[ Preposition] the[ Determiner] breast[ Noun]

Fase de busqueda de conceptos

Como la base de conocimiento de conceptos ya no esta vacia, el sistema buscara si dentro
de la frase hay conceptos que pertenezcan a esta base de conocimiento (Tabla 4-8). El sistema

entonces encontrara el concepto “Breast”.
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Fase de inferencia (MCRDR)

Dada esta situacion, el sistema buscara en la base de conocimiento de relaciones una
expresion similar al verbo “is”. Hasta ese instante, s6lo hay una expresion similar a la expresion
“is”, que es “is a” (tabla 4-7). Ahora, el sistema ha de obtener las expresiones aceptables de las
similares. Podemos ver que “is a” es una expresion aceptable en la frase actual, por lo que el
sistema infiere que la expresion ‘is a’ representa una relacion “IS-A”, y se activa una regla

infiriendo la siguiente relacion:

‘cancer IS-A disease’

Supongamos que ahora el experto se da cuenta que el conocimiento extraido es incorrecto

y lo corrige a la siguiente relacion

‘Breast cancer IS-A disease’

Ante esta situacion, el sistema actualizara su base de conocimiento de conceptos (tabla 4-
9), mientras la base de conocimientos de relaciones no se vera alterada. Sin embargo, el
subsistema MCRDR obtendra el caso generado y las diferencias entre estos dos casos. Como se
puede observar, solo hay una diferencia consistente en que el primer concepto esta formado por
un Adjetivo y un Nombre, no s6lo por un nombre, por lo que el sistema actualizara las reglas en

el subsistema MCRDR, insertando la siguiente regla:
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If relation="1S-A” and category (pos(verb)-1)=Noun and category(pos(verb)-2)=Noun and
category(pos(verb)+1)=Noun then {

conceptl=Concept(word(pos(verb)-2) + word(pos(verb)-1))

concept2=Concept(word(pos(verb)+1))

Relation(IS-A, conceptl, concept2)

Expresiones lingiiisticas Concepto asociado

Breast Breast

Cardiac disease Cardiac disease
Cardiac glycosides Cardiac glycoside
Method Method
Treatment Treatment

Treatment of cardiac disease | Treatment of cardiac disease

Ultrasonography Ultrasonography

Tabla 4-9. Base de conocimiento de conceptos

Después de procesar las tres frases anteriores podemos ver los componentes ontoldgicos

obtenidos en la figura 4-2.
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| Method | | Disease | | Treatment of cardiac disease
IS A IS A IS USED BY
ltrasoragraphy Breastcancer Cardiac ghicosides

Figura 4-2. Componentes ontoldgicos obtenidos por el procesamiento del ejemplo 2
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4.4 EJEMPLO 3.

Supongamos que las bases de conocimiento de relaciones y el sistema de inferencia estan
inicialmente vacios. Supongamos también que la base de conocimiento de conceptos esta
formada por los conceptos mostrados en la tabla 4-10 y que el sistema obtiene la siguiente frase
“El cancer de piel es una enfermedad producida por el desarrollo de células cancerosas en las

capas exteriores de la piel.”

Expresiones Lingiiisticas Concepto asociado
Cancer Cancer

Cancer de mama Cancer de mama
Cancer de piel Cancer de piel
Enfermedad Enfermedad

Tabla 4-10. Base de conocimiento de conceptos

POS-Tagging

El [det] cancer [noun] de [prep] piel [noun] es [verb (auxiliary)] una [det] enfermedad [noun]
producida [Verb (lexical)] por [prep] el [det] desarrollo [noun] de [prep] células [noun]

cancerosas [adj] en [prep] las [det] capas [noun] exteriores [adj] de [prep] la [det] piel [noun]

Fase de busqueda de conceptos

Como el sistema so6lo busca conceptos asociados a nombres, adjetivos, y adverbios, la
primera palabra a procesar en la sentencia sera “cancer”, que tiene asociada la categoria
gramatical de nombre. El sistema busca por expresiones similares en la base de conocimiento de

conceptos. El resultado de las palabras similares es:
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Similar: {cancer, cancer de mama, cancer de piel}

Luego la funcion aceptable obtendra que la Unica expresion lingiiisitca que cumple los
criterios es “Cancer de piel”, asi que el sistema obtiene que la expresion “Cancer de piel”

representa al concepto “Cancer de piel”.

La siguiente palabra para procesar es “enfermedad”, porque todas las palabras anteriores

no estan etiquetadas como nombre, adjetivo, ni adverbio.

Similar: {enfermedad}

Aceptable: {enfermedad}

El sistema procedera analogamente con el resto de palabras en la frase, obteniendo los

siguientes conceptos:

Conceptos: {cancer de piel, enfermedad}

Fase de inferencia

Como la base de conocimiento de relaciones y el subsistema MCRDR estan todavia

vacios, no se infiere conocimiento alguno en esta fase.
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Supongamos que el experto identifica las siguientes entidades de conocimiento en la frase

actual.

Conceptos: {cancer de piel, enfermedad} (ya inferidos por el sistema)

Relaciones: Cancer de piel IS A4 enfermedad

Como los conceptos identificados ya se encuentran en la base de conocimiento de

conceptos, ésta no sufrird ninguna actualizacion.

Como la base de conocimiento de relaciones esta vacia, se aflade una nueva entrada,

quedando como se muestra en la tabla 4-11.

Expresiones lingiiisticas Relacion asociada
les una IS A

Tabla 4-11. Base de conocimiento de relaciones

Y el subsistema MCRDR afiadira un nuevo caso creando la regla siguiente

R1: If relation="IS-A” and category (pos(verb)-1)=Noun and category (pos(verb)-2)=prep and
category(pos(verb)-3)=Noun and category(pos(verb)+2)=Noun then {

concept;=Concept(word(pos(verb)-3)+ word(pos(verb)-2)+ word(pos(verb)-1)),

concept,=Concept(word(pos(verb) +1)),

Relation(IS-A, concept;, concept;)
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Supongamos que el sistema se encuentra ahora con la siguiente frase: ”El cancer de

prostata se trata de un tumor maligno que se desarrolla en la glandula prostatica”

POS-Tagging

“El [det] cancer[noun] de[prep] prostata[noun] se[Pro] trata]Verb(lexical)] de[prep] un[det]
tumor[noun] maligno[adj] que[pro] se[Pro] desarrolla]Verb(lexical)] en[prep] la[adj]

glandula[noun] prostaticaladj]”

Fase de busqueda de conceptos

El sistema busca si dentro de la frase hay conceptos que pertenezcan a esta base de

conocimiento (Tabla 4-10). El sistema entonces encuentra los conceptos siguientes:

Conceptos: {cancer}

Fase de inferencia

El sistema busca en la base de conocimiento de relaciones expresiones similares al verbo
“trata”, pero no encuentra ninguna expresion similar y, por lo tanto, no infiere ningln

conocimiento.

Supongamos que el experto identifica que la expresion “se trata de un” estd asociada a
una relacion taxondmica IS-A. Después de esto, se activa la regla R1 del sub-sistema MCRDR

obteniendo las siguientes entidades de conocimiento en la frase actual.

Conceptos: {cancer de prostata, tumor}

Relaciones: Cancer de prostata IS A tumor
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El experto aceptara el conocimiento inferido y el sistema introducira los conceptos
inferidos en la base de conocimiento de conceptos para que se puedan identificar en un futuro.

Esta base de conocimiento quedaria como se muestra en la tabla 4-12.

Expresiones Lingiiisticas Concepto asociado
Céancer Céncer

Céancer de mama Cancer de mama
Céncer de piel Céncer de piel
Cancer de prostata Cancer de prostata
Enfermedad Enfermedad

Tumor Tumor

Tabla 4-12. Base de conocimiento de conceptos

Ademas, se afiade una nueva entrada en la base de conocimiento de relaciones, quedando

como muestra la tabla 4-13.

Expresiones lingiiisticas Relacién asociada
es una IS A
se trata de un IS A

Tabla 4-13. Base de conocimiento de relaciones

La siguiente frase a analizar es “Una exposicion excesiva al sol puede producir cancer de

piel sin el uso de cremas protectoras solares”

POS-Tagging

“Una [det] exposicion[noun] excesivaadj] al[det] sol[noun] puede[Verb(auxiliary)]
producir[Verb(lexical)] cancer[noun] de[prep] piel[noun] sin[adv] el[det] uso[noun] de[prep]

cremas[noun] protectoras[adj] solares[ad]]”
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Fase de busqueda de conceptos

El sistema busca si dentro de la frase hay conceptos que pertenezcan a esta base de

conocimiento (Tabla 4-12). El sistema entonces encuentra los conceptos siguientes:

Conceptos: {cancer de piel}

Fase de inferencia

El sistema busca en la base de conocimiento de relaciones expresiones similares al verbo
“puede”, pero no encuentra ninguna expresion similar y, por lo tanto, no infiere ningin

conocimiento.

El experto asocia a la expresion “puede producir” una relacion CAUSE e identifica el

siguiente conocimiento en la frase actual:

Conceptos: {sol, cancer de piel}

Relaciones: Sol CAUSE Cancer de piel

Se actualizan entonces las bases de conocimiento de conceptos y de relaciones quedando

como muestran las tablas 4-14 y 4-15.

Expresiones Lingiiisticas Concepto asociado
Céncer Céncer

Cancer de mama Cancer de mama
Cancer de piel Cancer de piel
Céncer de prostata Céancer de prostata
Enfermedad Enfermedad

Sol Sol

Tumor Tumor

Tabla 4-14. Base de conocimiento de conceptos
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Expresiones lingiiisticas Relacion asociada
Es una IS A

Puede producir CAUSE

se trata de un IS A

Tabla 4-15. Base de conocimiento de relaciones

Ademas, se crea la siguiente regla en el sub-sistema MCRDR:

R2: If relation="CAUSE” and category (pos(verb)-1)=Noun and category(pos(verb)+1)=noun
and category(pos(verb)+2)=prep and category(pos(verb)+3)=noun then {

concept;=Concept(word(pos(verb)-1))

concept,=Concept(word(pos(verb)+1)+word(pos(verb)+2)+ word(pos(verb)+3))

Relation(CAUSE, concept;, concept,)

La siguiente frase a procesar es: “Actualmente, el cancer de pancreas es una clase de

tumor muy dificil de controlar incluso con los tratamientos disponibles”.

POS-Tagging

Actualmente[adv], el[det] cancer[noun] de[prep] pancreas[noun] es[verb(auxiliary)] una[det]
clase[noun] de[prep] tumor[noun] muy[adv] dificil[adj] de[prep] controlar[verb(lexical)]

incluso[adv] con[prep] los[det] tratamientos[noun] disponibles[ad;].
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Fase de busqueda de conceptos

Conceptos encontrados: {cancer de pancreas, tumor}

Fase de inferencia

El sistema busca expresiones similares al verbo “es” en la base de conocimiento de
relaciones. Asi, el sistema obtiene que la expresion “es una” es una expresion similar y

aceptable y el sistema activa la regla R1, obteniendo el siguiente conocimiento:

Conceptos: {cancer de pancreas, clase}

Relaciones: Cancer de pancreas IS A clase

Como podemos ver, este conocimiento es erroneo, asi que el experto, al darse cuenta del
error identifica que la expresion “es una clase de” representa la relacion IS-A. Ahora, el sistema

volvera a activar la regla R1, infiriendo el siguiente conocimiento ya correcto.

Conceptos: {cancer de pancreas, tumor}

Relaciones: Cancer de pancreas IS A tumor

El sistema ahora s6lo actualiza la base de conocimiento de relaciones (tabla 4-16), ya que
los conceptos identificados en esta frase ya se encuentran en su respectiva base de conocimiento
y el sub-sistema MCRDR no cambia, al haberse aplicado bien la regla e inferir correctamente

las entidades de conocimiento.
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Expresiones lingiiisticas Relacion asociada
Es una IS A

Es una clase de IS A

Puede producir CAUSE

se trata de un IS A

Tabla 4-16. Base de conocimiento de relaciones

Siguiente frase: “El habito del tabaco es la causa principal de cancer de pulmén en el 90%

de los casos de los varones y en el 70% de las mujeres.

POS-Tagging

El[det] habito[noun] del[prep] tabaco[noun] es[verb(auxiliary)] la[det] causa[noun]
principal[adj] de[prep] cancer[noun]| de[prep] pulmén[noun] en[prep] el[det] 90%[num]
de[prep] los[det] casos[noun] de[prep] los[det] varones[noun] y[conj] en[prep] el[det]
70%[num] de[prep] las[det] mujeres[noun]

Fase de busqueda de conceptos

Conceptos encontrados: {cancer}

Fase de inferencia

En esta fase se encuentra s6lo una expresion similar al verbo “es” (“‘es una”), pero no es

una expresion aceptable, por lo que el sistema no infiere nada.

El experto identifica que la expresion “es la causa principal” estd asociada a una

relacion CAUSE. Luego se activa la regla R2, obteniendo el siguiente conocimiento:

Conceptos: {tabaco, cancer de pulmén}
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Relaciones: tabaco CAUSE céancer de pulmon

A continuacion, el sistema se actualizard introduciendo las expresiones verbales que

representan conceptos, asi como la que representa la relacion CAUSE en sus respectivas bases

de conocimiento. Las tablas 4-17 y 4-18 muestran como quedarian las bases de conocimiento

después de procesar estas frases.
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Expresiones Lingiiisticas

Cancer

Cancer de mama
Céncer de piel
Cancer de prostata
Cancer de pulmoén
Enfermedad

Sol

Tabaco

Tumor

Concepto asociado

Cancer

Cancer de mama
Céancer de piel
Cancer de prostata
Cancer de pulmon
Enfermedad

Sol

Tabaco

Tumor

Tabla 4-17. Base de conocimiento de conceptos

Expresiones lingiiisticas

Relacion asociada

Es la causa principal CAUSE
Es una IS A
Es una clase de IS A
Puede producir CAUSE
se trata de un IS A

Tabla 4-18. Base de conocimiento de relaciones
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En la figura 4-3 podemos ver los componentes ontoldgicos obtenidos después de procesar

el ejemplo en el sistema.

Enfermedad

Cancer de pulmdn Cancerde piel Cancer de péncreas‘ | Cancer de prostata

Cauge Cause

Tabaco Sol

Figura 4-3. Componentes ontoldgicos obtenidos por el procesamiento del ejemplo 3
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4.4 RESUMEN

En este capitulo se han mostrado tres ejemplos practicos detallados que describen el
modus operandi del entorno de ontology learning. A través de estos ejemplos se muestra el
proceso de adquisicion del conocimiento en las tres fases en que se basa (POS-Tagging, Fase de

busqueda de conceptos, y Fase de Inferencia) a través de diferentes textos de distintos dominos.

Mas concretamente, el primer ejemplo es un ejemplo sencillo en el dominio de los
componentes de los ordenadores. El segundo trata sobre el dominio de las enfermedades de
corazon, y el idioma del texto utilizado en este ejemplo es el inglés. El tltimo ejemplo trata el

dominio de los tipos de cancer, siendo en esta ocasion castellano el idioma del texto.

A través de este capitulo, se ha ilustrado el entorno de extraccion de conocimiento a partir
de texto del capitulo 3 y como es valido tanto para castellano como para inglés, introduciendo
dos ejemplos en castellano y uno en inglés. Sin embargo, la validacion de dicho entorno no ha
sido abordada. En el proximo capitulo se describe una validacion de aquel en diferentes

dominios.
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Capitulo 5. Aplicacion de la metodologia de ontology learning

5.1 INTRODUCCION

En este capitulo se pretende mostrar como se ha aplicado la metodologia de ontology
learning explicada en los capitulos anteriores en dos grandes areas de aplicacion: la Web

Semantica y el reconocimiento de érdenes en lenguaje natural aplicado a la robotica médica.

5.2 APLICACION EN LA WEB SEMANTICA.

5.2.1 Introduccion

La World Wide Web se ha convertido en una fuente muy atractiva de informacion, debido
al tamatfio y a la diversidad de material textual. Mas concretamente, se ha utilizado, por ejemplo,
para la adquisicion de informacion 1éxica y corpora de manera automatica (Santamaria et al,

2003):

Extraccion de corpora paralelos. Los corpora paralelos son textos que aparecen en dos
idiomas distintos, de modo que uno es la traduccion del otro. Segiin Resnik & Smith (2003), la
Web esta repleta de paginas que estan disponible en dos o mas idiomas y gracias a esto, es
posible la construccion de corpora paralelos de dos idiomas determinados, y lo demuestran

presentando en ese trabajo un sistema para la construccion de corpora paralelos en la Web.

Extraccion de informacion léxica. En Aguirre et a/ (2000), se utilizan los motores de
blisqueda y la Web para obtener conceptos dentro de los documentos Web candidatos para
enriquecer la ontologia WordNet, mientras que en Fuji & Ishikawa (1999) utilizan la Web como

un recurso para obtener frases descriptivas o definiciones de términos técnicos.
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5.2.2 Ontology learning en la Web Semantica

Dentro del aprendizaje de ontologias, una actividad muy importante es la construccion de
ontologias a partir de documentos Web (Alani et al, 2003; Davulcu et al, 2003) para la
consecucion de una Web que mejore las prestaciones de la Web actual, a saber, la Web

Semantica.

La Web Semantica es una extension de la Web actual donde la informacidén viene
dotada de significado bien definido, y permite a las computadoras y a la gente trabajar en

cooperacion (Berners-Lee et. al, 2001).

El proyecto de la Web Semantica trata de crear un medio universal para el intercambio de
informacién, dotando a los contenidos de los documentos Web de conocimiento de forma que

éste sea comprensible por las maquinas.

Las ontologias se consideran necesarias para el desarrollo de la Web Semantica, puesto
que pueden mejorar el funcionamiento de la web de varias formas. Las ontologias pueden ser
usadas para mejorar la efectividad de busquedas web, porque el programa de busqueda puede
buscar s6lo paginas referidas a conceptos especificos. Las paginas se enlazan a paginas de
ontologias que definen informacién sobre el dominio. Toda la informacién la procesa un
ordenador y podria ser usada para responder a preguntas que implicaran que el usuario rastreara
el contenido de varias paginas devueltas por el motor de busqueda. El uso de ontologias para la
Web Semantica también es promovido en Fensel & Musen (2001), donde se considera que las

ontologias son una tecnologia clave para la Web Semantica.

En Maedche & Staab (2001), los autores establecen que la definicion de teorias del
dominio compartidas y comunes puede ayudar a personas y maquinas a comunicar de forma
concisa, facilitando el intercambio semantico. Asi, la construccion rapida y barata de ontologias

especificas del dominio es crucial para el éxito y la popularidad de la Web Semantica.
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La necesidad de enriquecer la Web con grandes cantidades de ontologias que capturen el
conocimiento del dominio ha dado lugar a diversos estudios para la construccion automatica de
ontologias, ya que la construccion manual requiere un enorme esfuerzo humano. Se piensa que
la adquisicion de ontologias es un cuello de botella para la consecucion de la Web Semantica

(Omelayenko, 2001).

5.2.3 Validacion en varios dominios.

5.2.3.1 Hipétesis de validacion

Se ha realizado una pequefia validacion de la metodologia descrita en dos dominios
médicos (cancer de mama y leucemia), y uno informatico (Cifrado de datos). Aunque en este
trabajo no se ha realizado un experimento estadisticamente significante se han realizado tres

casos de estudio para comprobar si el planteamiento de la metodologia iba por buen camino.

El objetivo principal de estos experimentos es el de analizar como el sistema es capaz de

aprender y sugerir el conocimiento correcto a través de diferentes sesiones.

El estudio de los resultados se ha basado en una medida que hemos denominado exactitud
del conocimiento propuesto por el sistema. La medida de exactitud es el resultado de la division
entre la cantidad de entidades de conocimiento sugeridas por el sistema y que fueron aceptadas

por el usuario experto y el la cantidad total de entidades de conocimiento existentes en el texto.

Exactitud: (Conocimiento Aceptado por el Experto/Conocimiento Total)*100

En base a esta medida, se han formulado las hipotesis siguientes:

Hipotesis 1 (Similaridad): “El sistema obtendra una exactitud similar para cada

experto”. Los expertos tienen una experiencia similar en el topico y han trabajado en los
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mismos textos, luego se espera que obtengan resultados similares a través de los experimentos.

En términos cuantitativos nos referimos a que obtendran una exactitud del sistema similar.

Hipétesis 2 (Utilidad): "El sistema es util para la construccion de la ontologia". El
sistema es capaz de sugerir entidades de conocimiento Ttiles para la construccion de ontologias,

esto es, entidades de conocimiento relevantes dentro del dominio en cuestion.

Hipoétesis 3 (Aprendizaje incremental): “El sistema aprende a lo largo del
experimento”. El sistema aprende a lo largo de las sesiones de los experimentos, y por lo tanto,

sugerird mas entidades de conocimiento a través del entrenamiento en el dominio.

5.2.3.2 Cancer de mama.

El cancer de mama es el tipo de cancer mas frecuente en las mujeres. El diagnostico
precoz y la importancia de conocer los métodos de deteccion y prevencion es la clave para la
disminucion de la incidencia de este tipo de cancer. La ontologia obtenida a partir de este

experimento contiene informacidn sobre como una mujer puede prevenir y explorar su pecho.

El experimento ha sido llevado a cabo por cuatro estudiantes de doctorado de informatica
que han utilizado el sistema con un corpus de 4648 palabras distribuido en un total de 310
frases. Este corpus estd compuesto por un Unico texto que trata sobre la deteccion y la

prevencion de canceres mamarios.

Para la consecucion del experimento, el corpus fue dividido en 6 fragmentos, (cada uno

teniendo aproximadamente el mismo nimero de frases), para un total de 310 frases.

Los cuatro individuos utilizaron sistemas independientes entre si, esto es, no compartieron
las bases de conocimiento en las que se basa el sistema. Los cuatro sistemas utilizados partieron
con estas bases de conocimiento vacias, para poder ver como el sistema va aprendiendo a lo

largo de las sesiones en un mismo dominio.

174



Capitulo 5. Aplicacion de la metodologia de ontology learning

Resultados

En la tabla 5-1 y la figura 5-1, podemos ver los resultados parciales por cada fragmento,
que representan la exactitud en cada uno de los 6 fragmentos de texto. La tabla 5-2 y figura 5-2
incluyen los resultados acumulados del proceso de aprendizaje, que representan la exactitud
acumulada del sistema a lo largo del texto procesado, es decir, el primer valor sera el
correspondiente al fragmento primero, el segundo el correspondiente al fragmento primero y el

segundo, y el ultimo sera el correspondiente a todo el texto completo.

Fragmento | Individuo 1 | Individuo 2 | Individuo 3 | Individuo 4
1 44'69 51'07 44'44 49'15
2 672 72'79 68'34 67'34
3 74'63 90'32 63'06 76'69
4 83'44 83'49 64'05 79'66
5 83'41 87'03 77'89 88'95
6 82'30 88'0 82'47 92'55

Tabla 5-1. Evolucion de la exactitud del sistema en el experimento
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Figura 5-1. Evolucion de la exactitud del sistema en el experimento
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Fragmento | Individuo 1 | Individuo 2 | Individuo 3 | Individuo 4
1 44'69 51'07 44'44 49'15
2 55'61 61'81 56'98 57'40
3 61'03 69'02 5877 62'06
4 66'35 72'18 60'30 65'87
5 70'60 75'37 64'95 71'18
6 72'15 77'18 67'03 73'49

Tabla 5-2. Exactitud acumulada del sistema en el experimento
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Figura 5-2. Exactitud acumulada del sistema en el experimento
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La primera hipotesis (similaridad) se confirma, ya que los resultados obtenidos, asi como

las curvas de exactitud, son similares para cada estudiante (figuras 5-1 y 5-2). Ademas, se puede

ver que el sistema permite a la gente con conocimiento similar obtener resultados similares. Esta

es una propiedad deseable porque implica que los individuos que participaron en el experimento

identificaron las mismas entidades de conocimiento aunque obtengan el conocimiento explicito
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de diferentes maneras. Como se puede ver en la ultima entrada de la tabla 5-1 los individuos
obtienen una exactitud similar para el Gltimo fragmento (82.30, 88.0, 82.47, 92.55) con una
media del 86.33%. La ultima entrada de la tabla 5-2 indica la exactitud acumulada que ha
conseguido el sistema en todo el texto. Como se puede ver también, los resultados son similares

(72.5,77.18, 67.03, 73.49) con una media del 72,55%.

La segunda hipotesis (utilidad) queda confirmada a partir de los resultados presentados en
la Tabla 5-2, ya que el sistema ha inferido un buen porcentaje de entidades de conocimiento
utiles para la creacion de la ontologia. En particular, el sistema ha obtenido el mejor resultado
para el individuo 2, con un 77.18%. Ademas, el resultado medio es 72.55%. De acuerdo con las
condiciones iniciales del experimento, este resultado puede considerarse como muy bueno,

teniendo en cuenta que la base de conocimiento inicial estaba vacia.

La hipotesis tercera (aprendizaje incremental) se confirma debido al aumento de la
exactitud del sistema a través de los fragmentos de texto. Como las bases de conocimiento
iniciales estaban vacias, el sistema no fue capaz de sugerir conocimiento en los primeros
fragmentos de texto. Las tablas y figuras confirman esta hipdtesis, ya que se puede observar
como el sistema sugiere mas conocimiento acertado a través de los fragmentos de texto. Mas
concretamente, en la exactitud acumulada (tabla 5-2), el sistema obtiene un resultado menor del
50% en el primer bloque (44.69, 51.07, 44.44, 49.15), aumentando éste en los bloques
siguientes. Debido a que en los fragmentos siguientes el sistema posee mas conocimiento, es
capaz de hacer mejores sugerencias, como se puede ver para el bloque 6, donde la exactitud

acumulada del sistema es mayor del 75%.

Las ontologias creadas con este experimento han servido de base para la creacion de un
sistema basado en conocimiento para la asignacion de tratamientos de cancer de pecho en las
unidades de oncologia realizado por el grupo de investigacion de Tecnologias del Conocimiento
y Modelado Cognitivo (TECNOMOD) de la Universidad de Murcia. En la figura 5-3 se muestra
una parte de la ontologia extraida con este texto y ampliada con el conocimiento de expertos en

oncologias para el desarrollo del sistema.
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Unidad de-0Oncologia

'\\'_\

Phase /Process (Part Cf)

Diagnastico Patulégic0| |Diagnﬁsticu Clinico

| Cirugia | | Radioterapia || Quimioterapia || Hormaonaterapia ||Elraquiterapia

Figura 5-3. Parte de la ontologia para la asignacion de tratamientos de cancer de
mama
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5.2.3.3 Leucemia

Se ha realizado otro experimento en el dominio de la leucemia utilizando cuatro alumnos
de doctorado a los cuales se le proporciond el sistema vacio para que pudiesen crear ontologias

a partir de cinco textos (Tabla 5-3) que trataban sobre el dominio de la Leucemia.

Texto Tema que trata Frases | Palabras
1 La Leucemia y su Tratamiento 47 954
2 Leucemia, diagnostico y tratamiento 74 1270
3 Tipos de Leucemia 18 158
4 Evaluacion de casos de leucemia 28 675
5 Leucemia, sintomas, diagndstico y tratamiento 171 2626
Total 338 5683

Tabla 5-3. Textos utilizados en el experimento de leucemia

Como se puede observar el nimero de palabras totales del corpus es 5683, que estan

distribuidas en un total de 5 textos distintos.

Los cuatro individuos participantes en el experimento utilizaron sistemas independientes
entre si, como en el caso del experimento anterior. La diferencia principal con el experimento
anterior es que el corpus de este experimento estd formado por 5 textos distintos, y no por

distintos fragmentos dentro de un mismo texto.

Con este experimento queremos constatar que el sistema aprende a través de los textos de
un mismo dominio, teniendo un mejor ratio de acierto en las sesiones futuras. El ejemplo
anterior ha demostrado esta hipotesis dentro de un mismo texto y este experimento intenta

demostrarlo entre textos distintos de un mismo dominio.
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Resultados

En la tabla 5-4 y la figura 5-4, podemos ver los resultados parciales por cada texto. La

tabla 5-5 y figura 5-5 incluyen los resultados acumulados del proceso de aprendizaje.

Texto | Individuo 1 | Individuo 2 | Individuo 3 | Individuo 4
! 22,05 25,48 62,86 34,54
2 30,60 32,62 58,23 48,29
3 22,50 19,05 59,26 37,14
4 15,67 16,00 59,04 36,64
> 31,28 26,80 66,04 55,00

Tabla 5-4. Evolucion de la exactitud del sistema en el experimento de leucemia

Texto | Individuo 1 | Individuo 2 | Individuo 3 | Individuo 4
! 22,05 25,48 62,86 34,54
2 27,03 29,59 58,23 42,45
3 26,76 28,39 59,26 42,07
4 2491 26,49 59,94 40,93
> 28,08 26,64 66,04 45,50

Tabla 5-5. Exactitud acumulada del sistema en el experimento de leucemia
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Figura 5-4. Evolucion de la exactitud del sistema en el experimento de leucemia
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Figura 5-5. Evolucion de la exactitud acumulada del sistema en el experimento de
leucemia

La primera hipotesis (similaridad) no se confirma en los resultados obtenidos debido a
que las curvas de exactitud son diferentes para cada estudiante, aunque hay dos estudiantes

donde la curva de exactitud es similar y muy proxima (figuras 5-1 y 5-2).

Podemos observar las diferencias que surgen en este experimento entre los participantes
en el experimento. Mientras que hay resultados bastante buenos que confirman la utilidad del
sistema (hipotesis 2), hay otros menos buenos que aunque demuestran la utilidad de la
herramienta debido a que tienen una tasa de acierto, esta no seria demasiado alta. Esto puede ser
debido a la forma de extraccion de conocimiento por parte de estos alumnos y a que todavia el
sistema no contiene mucha informaciéon debido a que sélo ha sido entrenado con un corpus

relativamente pequeiio.

La hipotesis tercera (aprendizaje incremental) se confirma debido al aumento de la

exactitud parcial del sistema a través de los distintos textos. Observando la figura 5-4, podemos
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ver como tres de los cuatro participantes obtienen un descenso de la exactitud del sistema en los
textos 3 y 4 que puede ser debido a que la sintaxis en esos textos es mas complicada, ademas de
que los términos que aparecen en ellos no tienen mucha relacion con los textos ya analizados.
Aun asi, se puede ver que el sistema va aprendiendo a través de las sesiones debido a que los

expertos obtienen un rendimiento en el tltimo texto superior a los otros cuatro.

También esta hipdtesis se demuestra observando la figura 5-5, en la cual se puede
observar que la exactitud acumulada del sistema va creciendo a través de los textos con el
pequeiio descenso en los textos 3 v 4 que puede ser debido a las razones expuestas en el parrafo

anterior.

En la figura 5-6 podemos observar una parte de la ontologia adquirida por uno de los

participantes en el experimento realizado.

Cancer

154
' Phase / Proce
94

Leucemia linfocitica aguda |

| Leuceria miekdgena cranica |

| Leucermia mieldgena aguda |

Part of (General)

Part of (BeneralPart of (&
Part of (Geheral)

Radioterapia

| Quirnioterapia | | Medicamentas | |Ané|isisdeSangre| | Seguimients Médico

Antibidticos

Figura 5-6. Parte de 1a ontologia obtenida en el estudio del dominio de la leucemia
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5.2.3.3 Cifrado de datos

Por ultimo, se realizdé un experimento con alumnos de quinto curso de la Facultad de
Informatica para que utilizasen el sistema para crear ontologias en el dominio del cifrado de

datos a través de cinco textos distintos del dominio del cifrado de datos (tabla 5-6).

Texto Tema que trata Frases | Palabras
1 Introduccién a la criptografia 99 1612
2 Programa PGP 43 720
3 Sistemas de clave publica 35 827
4 Firmas digitales 75 1450
5 Sistemas y tipos de cifrado 45 893
Total 297 5502

Tabla 5-6. Textos utilizados en el experimento de cifrado de datos

Como se puede observar, el nimero de palabras totales del corpus es 5502 que estan
distribuidas en un total de 5 textos distintos. Este experimento fue realizado por ocho alumnos
de quinto curso de la Facultad de informatica, a los cuales se les proporcionaron sistemas vacios

e independientes entre si.

Utilizando como medida la exactitud definida anteriormente queremos afianzar la
demostracion de las hipotesis definidas, donde se quiere constatar que el sistema aprende a
través de los textos de un mismo dominio, teniendo un mejor ratio de acierto en las sesiones

futuras.

En la tabla 5-7 y la figura 5-7, podemos ver los resultados parciales por cada texto. La

tabla 5-8 y figura 5-8 incluyen los resultados acumulados del proceso de aprendizaje.
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Texto | Individuo1 | Individuo 2 | Individuo3 | Individuo4 | Individuo5 | Individuo 6 | Individuo 7 | Individuo 8
! 20,21 20,20 55,03 49,52 52,38 35,02 37,50 30,71
2 22,73 13,74 69,39 45,33 50,67 45,79 50,44 33,98
3 30,15 34,15 83,72 66,67 50,00 63,11 60,00 36,28
4 32,98 38,95 87,05 80,67 65,41 61,16 60,86 45,16
> 18,72 33,33 84,75 83,33 66,67 68,05 58,96 39,02

Tabla 5-7. Evolucion de la exactitud del sistema en el experimento de cifrado

Texto | Individuo 1 | Individuo 2 | Individuo 3 | Individuo 4 | Individuo 5 | Individuo 6 | Individuo 7 | Individuo 8
! 2021 2020 5503|4952 5238|3502 3750 3071
2 2093| 1858| 57,98| 4842 51,93| 3819 41.64| 31,65
3 2278|2230 6192|5133  5147| 43,68 4585| 32,77
4 2647|  2805| 7024| 6033| 5607| 50.88| 5235| 3738
> 2530  2879| 72,03 6284 5732| 5574| 5417|3761
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Figura 5-7. Evolucion de la exactitud del sistema en el experimento de cifrado
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Figura 5-8. Evolucion de la exactitud acumulada del sistema en el experimento de
cifrado

La segunda hipotesis (utilidad) queda confirmada a partir de los resultados presentados en
la Tabla 5-2, ya que el sistema ha inferido un buen porcentaje de entidades de conocimiento
utiles para la creacion de la ontologia. En particular, el sistema ha obtenido el mejor resultado
para el estudiante 3, con un 72.03%. El resultado medio es 49.23% debido a que tres
participantes han obtenido resultados menores del 40%. Cinco de los ocho expertos han
obtenido resultados superiores al 54%, con lo que el sistema adquiere entidades de

conocimiento utiles para la construccion de las ontologias.

La hipotesis tercera (aprendizaje incremental) se confirma debido al aumento de la
exactitud parcial del sistema a través de los distintos textos. Observando la figura 5-7 podemos
ver como la mayoria de los estudiantes obtienen un aumento de la exactitud del sistema a través
de los textos, debido a que tratan del mismo dominio y los términos y relaciones utilizadas
deben ser similares en estos textos. También esta hipotesis se demuestra observando la figura 5-

8, en la cual se puede observar que la exactitud acumulada del sistema va creciendo a través de
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los textos en practicamente todos los expertos, obteniéndose una curva de aprendizaje similar

(Figura 5-8).

5.2.3.4 Conclusiones

Como hemos podido ver a través de los experimentos, alguna de las hipdtesis queda
confirmadas, si bien de manera no estadisticamente significativa, a través de los experimentos.
Mas concretamente, la hipotesis 1 se confirma en el primer y Gltimo experimento debido a que

la mayoria de expertos obtienen resultados similares.

La hipétesis de utilidad (hipotesis 2) queda demostrada en los tres experimentos, en los
que se obtienen distintos ratios de exactitud, obteniendo el primer experimento el mejor ratio y

el segundo el peor.

Los malos resultados obtenidos por parte de expertos en el segundo y tercer experimento,
se pueden deber a que los sistemas no contienen mucha informacion debido a que el
entrenamiento se ha realizado con un corpus pequefio (aproximadamente 5000 palabras) y a que
los textos, aunque pertenezcan al mismo dominio, son diferentes entre si y, por lo tanto,

contendran mucho conocimiento nuevo con respecto a los anteriores.

La hipotesis de aprendizaje incremental (hipotesis 3) queda también demostrada en todos
los experimentos, donde se observa que el sistema aprende a través de las sesiones, dentro de un

mismo texto (primer experimento) y entre textos distintos de un mismo dominio.

En definitiva, este sistema ha dado muy buenos resultados con un entrenamiento pequeiio
del corpus, mientras que otros experimentos necesitan el entrenamiento de corpus de hasta

300.000 palabras (Ogata & Nigel Collier, 2004) para obtener buenos resultados.
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5.3 RECONOCIMIENTO DE ORDENES EN LENGUAJE NATURAL
APLICADO A LA ROBOTICA MEDICA.

5.3.1 Introduccion

Se ha realizado una pequeiia ampliacion en el modelo para su aplicacion dentro del
reconocimiento de Ordenes en lenguaje natural a través del habla. Para ello, se escogio el
dominio quirtrgico, realizando un trabajo que persigue el desarrollo de un sistema para la
realizacion de operaciones quirdrgicas que interactia con el cirujano a través de comandos de

voz (expresados en lenguaje natural).

5.3.2 Descripcion del problema y objetivos.

La aplicacion de sistemas automaticos en medicina tiene una larga tradicion. Los primeros
fueron empleados para propositos diagnosticos. Por ejemplo, TC (Tomografia Computarizada)
y RMN (Resonancias magnéticas nucleares) son los ejemplos mas conocidos de test clinicos
automaticos, que utilizan una computadora, que emplean la computadora para elaborar y
transformar sefiales clinicas en imagenes. Hace aproximadamente diez afnos aparecieron los
primeros robots aplicados a la medicina. E1 AESOP1000 (Automated Endoscopic System for
Optimal Positioning) puede considerarse como el primer robot médico, construido por
Computer Motion Inc. Dos afios después, una nueva version salié al Mercado con el nombre de
AESOP2000, que podia manejarse con ordenes simples a través de la voz (Koneckny, 1996;

Kukleta, 1998).

La cirugia endoscopica es una aplicacion importante de la roboética en la medicina. Entre
los robots para la endoscopia podemos destacar los sistemas roboéticos quirurgicos DAVINCI y
ZEUS, que es una evolucion del robot AESOP (D'Attellis et al, 2002; Reuthebuch et al, 2002;
Austad et al, 2001). Estos sistemas pueden tanto operar a través de la transmision de datos

clinicos para el diagnostico y la terapia, como implementar la “tele-cirugia”. Sin embargo, la
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“tele-cirugia” robotica esta todavia en sus comienzos, por estar afectada severamente por el

retraso entre la transmision y la recepcion.

La ortopedia es otro campo donde se han utilizado varios sistemas roboticos, para realizar
tareas como la insercion de tornillos y clavos para reducir las fracturas. Dos robots de este tipo
son el ACROBOT y el PROBOT: ACROBOT es un robot semi activo para la cirugia de rodilla,
mientras que PROBOT es un robot activo para operaciones en la prostata (Harris et al, 1997).
En los ultimos afios se han desarrollado sistemas para permitir un buen rendimiento para tareas
radio-quirurgicas, como la irradiacién de zonas de tumores en el cerebro en otras partes del

cuerpo del paciente (Dinsmore et al, 1996; Beatty et al, 1996).

La cirugia mini-invasiva se ha convertido en un campo muy popular en la practica
meédica. Esta clase de cirugia actua a través de cortes pequefios, obteniendo los mismos
resultados que la cirugia tradicional, pero evitando bastantes cortes externos o internos. Las
técnicas de cirugia mini-invasiva superan las técnicas de las operaciones tradicionales, por lo
que la cirugia mini-invasiva ha supuesto una revolucion del dominio quirrgico. La principal
ventaja es la minimizacion de los traumas en los tejidos sanos, por lo que el tiempo de
hospitalizacion y los riesgos de operaciones post-operatorias disminuyen (Tendick&Cavusoglu,

1997).

En la cirugia laparoscopica y torascopica, las operaciones se llevan a cabo insertando
instrumentos quirdargicos en el cuerpo del paciente a través de uno o mas agujeros y observando
la operacion a través de camaras de micro-television que se inserta a través de otro agujero. Los
robots utilizados en laparoscopica son los necesarios para mover la camara. Varios programas
de investigacion estan investigando actualmente en este campo. En la Universidad de California
en Berkeley, se esta desarrollando un proyecto para construir una estacion para cirugia
laparoscopica. Ademas, los investigadores del Centre of Nuclear Researches of Karlsruhe y de
la Universidad de Tiibingen (Alemania) estan estudiando varias clases de manipuladores

quirurgicos y brazos para mover las camaras y los instrumentos quirtrgicos.
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Otro campo importante es la cirugia estereotactica, que emplea sistemas para la
reconstruccion tridimensional de imagenes, por lo que puede mostrar al cirujano con
informacion espacial el punto donde €l estd operando. Estos sistemas estan normalmente
integrados con dispositivos robéticos para lograr la posicion exacta de los instrumentos médicos
y la ejecucion de la operacion. La investigacion en el campo de la cirugia estereotactica se
centra en la implementacién de un sistema de tele-cirugia que permita al cirujano llevar a cabo
operaciones y diagnosticos de pacientes situados en un lugar distinto. Por supuesto, tal sistema
necesitaria una red de transmision de datos para transferir informacion multimedia en tiempo
real. La cirugia mini-invasiva supone con todo, uno de los campos mas propicios para la

investigacion en el dominio de la tele-cirugia.

Gracias a todas las tecnologias de realidad virtual, sistemas de imagen, computadoras y
manipuladores, los cirujanos pueden usar imagenes tridimensionales. Ademas, la transmision de
sensaciones tactiles resulta ya factible (Fearing et al, 1997; Gray & Fearing, 1996). Algunas de
estas aplicaciones se han llevado a cabo. En 1991, Jaron Lanier cre6 un modelo computerizado
tridimensional para el nervio Optico. En 1994 la primera operacion de neurocirugia en 3D se
llevé a cabo en el hospital Brigham de Boston, y el cirujano Belga Jacques Himpens ejecuto la
primera operacion de tele-cirugia. En septiembre de 1995, el cirujano Enrico Pisani del
laboratorio de Tele-Robdtica de la Politécnica de Milan, operd un paciente, situado a 10
kiléometros de distancia, a través de un robot conectado por fibras opticas. La operacion consistia
en una biopsia, tele-robotizada, llevada a cabo con una anestesia total. La operacion del paciente
se ejecuto por el robot asistente después de mas de 1200 simulaciones en modelos con el mismo
procedimiento, y después de tres afios de pruebas en muilecos, para conseguir que el sistema

fuera seguro, excluyendo todas las posibles deficiencias técnicas de las maquinas y del software.

La cirugia laparoscopica y mini-invasiva son campos donde los desarrollos de la cirugia
moderna son mas evidentes. Sin embrago, detras de estas grandes ventajas, la cirugia mini-
invasiva ha creado también nuevos problemas: la pérdida de vision tridimensional, de la
sensibilidad tactil y de la coordinacion mano-ojo. La realidad virtual se centra en la resolucion
de esta clase de problemas. Muchos sistemas han sido disefiados para este propdsito por
diferentes investigadores. Algunos de estos sistemas operan con sistemas computerizados, que

procesan sefales digitales para eliminar el posible temblor de la mano del cirujano.
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Otro campo del desarrollo de la cirugia roboética es la cirugia guiada por ordenador, que
esta basada en un principio similar de los pilotos automaticos en aviones. Después de estudiar,
estandarizar y almacenar las posibles situaciones de cierta operacion quirargica, un algoritmo de
ayuda a la decision se emplea para simular la operacion y elegir la accion dptima. El objetivo
final de esta técnica es programar y ejecutar la operacion quirurgica completa automaticamente.
Por eso el cirujano so6lo actia como un controlador externo, que esta preparado para tomar el

control si ocurre algo inesperado (Autret, 1996).

El problema a resolver con esta aproximacion esta relacionado con la técnica explicada
arriba, por lo que el objetivo de este trabajo es automatizar operaciones quirurgicas simples,

donde el cirujano puede interactuar con el robot a través del habla.

La finalidad principal del trabajo presentado aqui es simular operaciones quirurgicas en
un entorno de realidad virtual, en la que el usuario debe emitir comandos al manipulador
robotico a través de la voz. Ademas, el usuario puede observar la simulacion de las acciones

ordenadas al sistema, para una mejor monitorizacion de la operacion.
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5.3.3 Descripcion del framework para la simulacion de operaciones

quirurgicas.

La figura 5-9 representa la arquitectura del sistema (framework) desarrollado. El primer
modulo procesa los comandos del cirujano expresados en lenguaje natural a través de la voz.
Estos comandos son entonces procesados por el sistema de construccion de ontologias mostrado
anteriormente para obtener una ontologia que pueda traducirse en una accion posible del robot.
Una vez obtenida esta accion, el sistema realizara una planificacion (utilizando STRIPS) del
movimiento que el brazo Robot debe realizar. Estos movimientos se simulan en un entorno

software realizado en Java.

NLP Processing
Surgeon Order Speech Processing Sentence POS5-Tagging

> » Module

L 4
Concept Search Module
. J
Inference Module

Mapping with robot’s ¥

orders + Ontology

First order predicate
formulae

¥
Planning

v

Figura 5-9. Modulos del sistema
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5.3.3.1 Médulo de procesamiento de la voz

Existen varios reconocedores de voz comerciales (IBM ViaVioce, Dragon Naturally
Speak, etc.), que pueden trabajar en dos modos distintos. El primer modo es el denominado
modo de reconocimiento de comandos, que emplea gramaticas predefinidas, que representan un
lenguaje simple para reconocer frases simples del usuario. El segundo modo se denomina de

dictado y obtiene una lista con las palabras mas probables que pueda haber dictado el usuario.

Este experimento se realizé empleando el IBM ViaVoice como reconocedor de voz,
utilizando el modo de dictado para obtener todas las palabras pronunciadas por el cirujano. La
integracion del IBM ViaVoice en el sistema completo se realizé utilizando la API de Java
Speech, que especifica una interfaz para soportar comandos y controlar los reconocedores,

sistemas de dictado y sintetizadores de voz.

IBM ViaVoice ha sido utilizado para el reconocimiento de vez en otros sistemas dentro
del campo de la Inteligencia Artificial como el trabajo presentado en (Dorai G.&Yacoob, 2002),
donde se utilizan lo que se denomina Embedded Grammar Tags para representar todas las
posibles 6rdenes o comandos que pueden ser pronunciadas por los usuarios para obtener varios

contenidos dentro de un portal de Web Semantica.
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5.3.3.2 Modulo de procesamiento de lenguaje natural

El moédulo de procesamiento del lenguaje natural utilizado para reconocer las érdenes en

lenguaje natural esta basado en la metodologia explicada en el capitulo 3 de este trabajo.

Esta metodologia se utiliza en este ejemplo de manera automatica y no-supervisada, es
decir, se pretende construir la ontologia automaticamente sin ayuda del experto. Por eso no se
pide confirmacion del conocimiento adquirido a través del sistema. Anteriormente, el sistema ha
sido entrenado en contextos relacionados con la cirugia, para que cuando se utilice de una

manera automatica, pueda obtener el conocimiento suficiente como para reconocer la orden.

El idioma elegido para la realizacion de este prototipo es el inglés, debido a la

colaboracion con una universidad italiana, Universita degli studi di Udine.

Como podemos observar en la figura 5-9, el sistema constaba de tres fases secuenciales:

POS-Tagging

El objetivo principal de este modulo es obtener la categoria gramatical de cada palabra en
la frase actual. Para ello, se ha utilizado el tagger descrito en el capitulo 2 de este trabajo, donde

se presenta un POS-Tagger basado en arboles C4.5.

Por ejemplo, si se introduce la siguiente frase “Now, it is necessary to cut slowly the skin

using the scalpel”, el sistema obtendra las siguiente categorias gramaticales:

Now [Adv], [Punt] it [Pro] is[Verb (aux)] necessary [Adj] to [Part] cut [Verb (lexical)]
slowly [Adv] the [Det] skin [Noun] using [Verb(Lexical)] the [Det] scalpel[Noun]
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Fase de busqueda de conceptos (Concept search module)

A través de este modulo se identifican las expresiones lingiiisticas que representen
conceptos del dominio de la cirugia. La asociacidon entre las expresiones lingiiisticas y los
conceptos asociados se almacenan en la base de conocimiento de conceptos en el entrenamiento

del sistema previo.

Por ejemplo, si la base de conocimiento de conceptos contiene las expresiones
mostradas en la tabla 5-9, esta fase obtendra de la frase “Now, it is necessary to cut slowly the

skin using the scalpel”, los conceptos Cut, Scalpel y Skin.

Linguistic expressions Concept Associated
Cut Cut

Scalpel Scalpel

Skin Skin

Skull Skull

Tabla 5-9. Base de conocimiento de conceptos.

Fase de inferencia (Inference Module)

La idea principal sobre el modus operandi de esta fase es que en lenguaje natural, las
relaciones entre conceptos suelen estar asociadas a los verbos (Ruiz-Sanchez et al, 2003;
Valencia-Garcia et al, 2004a). Aunque este subproceso se encarga principalmente de obtener las
relaciones entre conceptos, puede utilizarse también para adquirir otras entidades de
conocimiento como conceptos, atributos y valores. En esta fase se utiliza una base de
conocimiento que contiene las expresiones lingiiisticas que representan las relaciones entre
conceptos genéricas (descritas en este trabajo), y por un subsistema de inferencia basado en
reglas que obtenga los participantes en esas relaciones. Este modulo se ha descrito con mas

detalle en el capitulo 3 de este trabajo.
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5.3.3.3 Mapeo de las ontologias adquiridas por el modulo NLP a ordenes del sistema

Se ha creado una ontologia del dominio quirurgico utilizando el sistema descrito en los
capitulos anteriores mediante la insercion de un corpus relacionado con el dominio de la cirugia.
La finalidad de esta ontologia es representar el sistema y las acciones posibles a realizar en el
sistema. En la Figura 5-10 podemos ver como se representan tres de las posibles acciones a
realizar por el robot y su relacion con los respectivos instrumentos necesarios para ejecutar

dichas acciones.

Instrument
' WW

Concept:Instrument
Attributes:
Type
Position:
FPosition®y
A | PositionZ

IS A

A Scalpel

oo

Retractar

Figura 5-10. Parte de la ontologia que representa el sistema.
La ontologia anterior contiene también un conjunto de axiomas para chequear la

integridad y completitud de la ontologia adquirida. En la Tabla 5-10 se puede observar parte del

conjunto de axiomas desarrollado.
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Axiom

Description

if IS A children_of("Action”).size()!=1 then
NO_ACTION

Si en la ontologia parcial adquirida no hay ningun
concepto de la jerarquia de Action, o existe mas de un
concepto de dicha jerarquia, la accidon no podra llevarse

a cabo.

if IS A children of(“Instrument”).size()>1
then NO_ACTION

Si la ontologia parcial contiene mas de un concepto de

la jerarquia Instrument, la accion no podra llevarse a

cabo.
if Concept(“Cut”) && | Si el concepto Cut (Cortar) esta presente en la ontologia
(Instance(“Instrument”)!="Scalpel”) then | y hay alguna instancia del concepto Instrument
NO_ACTION diferente a Scalpel, la accion no podra llevarse a cabo.
if Concept(“Cut”) && | Si la ontologia parcial contiene el concepto Cut y no

IS A _children_of(*“Instrument”).size()==0
then { new Concept(“Scalpel”);
new Relation(“USES”, “Cut”, “Scalpel”); }

existe ningiin concepto de la jerarquia de Instrument,
el sistema introduce el concepto Scalpel en la ontologia

parcial y la relacion USES entre Cut y Scalpel.

Tabla 5-10. Axiomas utilizados para chequear las integridad, consistencia y
completitud de la ontologia

Una vez la ontologia es consistente y completa, tiene que ser transformada en el estado

final del planificador lineal implementado. Otro conjunto de axiomas es el que va a permitir

realizar esta traduccion. En la tabla 5-11 podemos ver algunos ejemplos de estos axiomas. La

explicacion de la formula del predicado ldgico de primer orden se puede ver en la siguiente

seccion.
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Axiom

Description

if Concept(“Cut”) and Concept(“Scalpel”)
then FinalState= {

patient_status(skin,cut)
patient_status(skull,intact)

patient_status(tumour,present)

}

Si la ontologia representa la orden Cut (Cortar), el sistema
debe de traducir la ontologia parcial en el estado final que
represente que el tumor estd todavia presente, el craneco

estd intacto y se ha cortado la piel del paciente.

if Concept(““Anchor”) and
Concept(“Retractor’”) then FinalState= {
patient status(skin,open)
patient_status(skull,intact)

patient_status(tumour,present)

}

Si la ontologia representa la orden Anchor (Anclar), el
sistema debe traducir la ontologia parcial a un estado final
que represente que el tumor esta todavia presente, el

craneo (Skull) esta intacto y la piel esta cortada.

Tabla 5-11. Axiomas usados para la traduccion de la ontologia en un estado final

Una vez la ontologia parcial ha sido traducida a un estado final, el sistema debe obtener

un plan de los pasos necesarios para obtener el estado final usando un planificador basado en

STRIPS.

5.3.3.4 Médulo de planificacion STRIPS

STRIPS (Fikes & Nilsson, 1971) es un planificador lineal que intenta encontrar una

secuencia de operadores en un espacio de modelos del mundo (world models) para transformar

un modelo inicial dado a un modelo final donde se pueda probar que las formulas de que esta

formado son verdaderas. Un modelo del mundo se representa como un conjunto de formulas de

predicados de primer orden y trabajo con modelos que contienen un gran numero de formulas.

Para cada modelo del mundo, definimos un conjunto de operadores aplicables que

transforman un modelo dado en otro. Un demostrador de teoremas puede encontrar una

composicion de operadores para transformar un modelo del mundo inicial a otro que satisfaga

una condicion de fin.
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En STRIPS un modelo del mundo se representa por un conjunto de formulas bien
formadas de predicado de logica de primer orden. Cada operador en una solucion corresponde a

una accidn cuya ejecucion causa que el robot realice ciertos movimientos.

Cada operador en STRIPS se compone por:

e Un conjunto de precondiciones. Para ejecutar la accion relacionada con un
operador, es necesario que las precondiciones se cumplen antes de que el

operador pueda ser aplicado.

e Una lista de borrados, que es un conjunto de formulas que no seran verdad
después de que se aplique, luego el planificador tiene que borrarla del modelo del

mundo actual.

e Una lista de anadidos, que es un conjunto de formulas que seran verdad después
de que el operador haya sido aplicado, luego el planificador debe afadirlas al

modelo del mundo actual.

Por ejemplo, dos operadores para el problema del mundo de los bloques se muestran en la

Tabla 4:
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STACK(x, y) UNSTACK(x.y)
Preconditions: CLEAR(y) ON(x, y)
HOLDING(x) CLEAR(X)
ARMEMPTY
Add list: ARMEMPTY HOLDING(x)
ON(x,y) CLEAR(y)
Delete list: CLEAR(y) ON(x, y)
HOLDING(x) ARMEMPTY

Tabla 5-12. Dos operadores del problema del mundo de los bloques

En la Tabla 5-12, CLEAR(block), ON(blockl,block2), ARMEMPTY y HOLDING(block)

son formulas bien formadas.

STRIPS, como la mayoria de los planificadores modernos, ha sido aplicado al problema
del mundo de los bloques como un benchmark efectivo (Slaney & Thiébaux , 2001). El
problema del mundo de los bloques consiste en un numero finito de bloques apilados en torres
sobre una mesa suficientemente larga para contenerlos todos. La posicion de las torres en la
mesa es irrelevante. El problema de planificacion del mundo de los bloques es cambiar un
estado inicial a un estado final, moviendo un bloque cada vez desde la cima de una torre a otra
torre o a la mesa. La solucion 6ptima del problema de los bloques es realizarlo en el minimo

namero de movimientos.

La mayoria de los planificadores han adoptado la representacion de STRIPS, incluido el
planificador GRT (Refanidis & Valvas, 2001) y el sistema de planificador Fast-Foward
(Hoffmann, 2001).
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Planificando operaciones de neurocirujia

Debido al hecho que el dominio de las operaciones quirtrgicas elegido para este trabajo
es un dominio estructurado y conocido, hemos utilizado STRIPS para la planificacién de
operaciones quirurgicas (simples). El problema es muy similar al del mundo de los bloques,
donde los modelos del mundo se representan por un conjunto de formulas de 16gica de primer

orden, como se puede ver en la Tabla 5-13.

Féormula Descripcion

Allocated(instrument, library) El instrumento esta colocado en la libreria

Position(pos) El tumor esté situado en la posiciéon representada
por pos

grasped(instrument) El robot tiene cogido el instrumento

Patient status(part, status) La parte del cuerpo del tumor tiene un estado, por
ejemplo:
Patient_status(skin,closed);
Patient_status(tumour,present);

Tabla 5-13. El conjunto de féormulas.

El estado inicial esta formado por una formula que representa que todos los instrumentos
estan colocados en la libreria, la posicion del robot es X0, el robot no tiene cogido ningin
instrumento, y el tumor esta todavia presente. Las formulas del estado final se obtienen en la
fase anterior y son diferentes para cada comando del cirujano. El estado final de la operacion
quirargica tiene que representar que los instrumentos estan en su posicion correcta en la libreria,

el tumor ha sido extirpado y la piel del paciente ha sido cerrada (ver Tabla 5-14).
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Estado inicial

Estado final

Allocated(scalpel,library_scalpel)
Allocated(retractor,library_retractor)
Allocated(trepan,library_trepan)
Allocated(scissors,library _scissors)
Allocated(forceps,library_forceps)
Allocated(stapler,library_stapler)

Allocated(scalpel,library_scalpel)
Allocated(retractor,library _retractor)
Allocated(trepan,library_trepan)
Allocated(scissors,library_scissors)
Allocated(forceps,library forceps)
Allocated(stapler,library_stapler)

Position(x0) Grasped(nothing)
Grasped(nothing) Patient_status(skin,closed)
Patient_status(skin,closed) Patient_status(skull,intact)
Patient status(skull,intact) Patient_status(tumour,absent)

Patient_status(tumour,present)

Tabla 5-14. Estado inicial y final

Los operadores disefiados para el dominio de la cirugia se pueden ver en las Tablas 5-15,

5-16,5-17 y 5-18.

Operador

Precondiciones: Position_robot(x)

move_to(X,y) Lista de borrados: | Position_robot(x)

Lista de afiadidos: | Position_robot(y)

Precondiciones: Position(library _instrument)
Allocated(instrument, library _instrument)

take(instrument, library instrument) Grasped(nothing)

Lista de borrados: | Grasped(nothing)

Allocated(instrument, library instrument)

Lista de afiadidos: | Grasped(instrument)

Tabla 5-15. Operadores quirurgicos.
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Operador
go_up(x,y) Precondiciones: Position(x)
Lista de borrados: | Position(x)
Lista de | Position(y)
afiadidos:
go_down(x,y) Precondiciones: Position(x)
Lista de borrados: | Position(x)
Lista de | Position(y)
afladidos:
put_down(instrument, Precondiciones: Position(library _instrument)

library_instrument)

Allocated(nothing,library instrument)

Grasped(instrument)

Lista de borrados:

Allocated(nothing, library instrument)

Grasped(instrument)
Lista de | Allocated(instrument,
afiadidos: library _instrument)
Grasped(nothing)
Cut(x,y) Precondiciones: Position(x)
Grasped(scalpel)

Patient_status(skin,closed)

Lista de borrados:

Position(x)

Patient_status(skin, closed)

Lista de

afnadidos:

Position(y)
Patient_status(skin,cut)
Patient_status(skull,intact)

Patient_status(tumour,present)

Tabla 5-16. Operadores quirdrgicos. (cont.)
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Operador

anchor(x,y) Precondiciones: Position(x)
Grasped(retractor)

Patient_status(skin,cut)

Lista de borrados: | Position(x)

Patient_status(skin, cut)

Lista de afiadidos: | Position(y)
Patient_status(skin,open)
Patient_status(skull,intact)

Patient_status(tumour,present)

disanchor_from_to(x,y) | Precondiciones: Position(x)
Grasped(retractor)

Patient_status(skin,open)

Lista de borrados: | Position(x)

Patient status(skin, open)

Lista de afiadidos: | Position(y)

Patient_status(skin, cut)

close(x,y) Precondiciones: Position(x)
Grasped(stapler)

Patient_status(skin,cut)

Lista de borrados: | Position(x)

Patient_status(skin,cut)

Lista de afiadidos: | Position(y)

Patient_status(skin,closed)

Tabla 5-17. Operadores quirdrgicos (cont.)
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Operator

perforate(x,y)

Precondiciones:

Position(x)
Patient_status(skull,intact)
Grasped(trepan)
Patient_status(skin,open)

Patient_status(tumour,present)

Lista de borrados:

Position(x)

Patient_status(skull, intact)

Lista de afiadidos:

Position(y)
Patient_status(skull,hole)

separate(x)

Precondiciones:

Position(x)

Grasped(scissors)
Patient_status(tumour,present)
Patient_status(skull, hole)

Patient_status(skin, open)

Lista de borrados:

Patient_status(tumour, present)

Lista de afiadidos:

Patient_status(tumour, detached)

grasping_tum

our(tumour)

Precondiciones:

Patient status(tumour,detached)

Grasped(forceps)

Lista de borrados:

Patient_status(tumour, detached)

Lista de afiadidos:

Patient_status(tumour, absent)

Tabla 5-18.

Operadores quirurgicos (cont.)
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Se ha implementado un simulador robotico, usando el lenguaje de programacion Java,
para que el cirujano pueda chequear el movimiento del robot en un entorno virtual antes de la
ejecucion de la operacion en el mundo real. La figura 5-11 muestra la interfaz grafica del

simulador.

Antes de realizar la operacion quirargica simulada, el cirujano debe introducir algunos

datos preliminares (Figura 5-11) como:

e El punto de inicio del robot;

e Laposicion de los instrumentos quirdrgicos;

e La posicion del tumor, de acuerdo al diagnodstico basado en algunos test médicos
realizados con anterioridad (como Tomografia Computerizada o Resonancias

Magnéticas).
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scalpel position @ @ I@ cut from @ @ ’E
retractor position @ @ I@ cutto @ ’@ D

trepan position ’E @ I@ turnour first poirt @ @ ’E
SCISS0ors position @ @ @ turnour second point @ @ @
forceps position @ ’E I@ tumour third point @ @ @

staplerposition  [0.5 [[0 [02 | perforatefrom |07 |03 ][os ]

rohot initial position @ ’E @ T @ @ ’E
robot break position @ ’E ’E anehorto et @ @ ’E

| E: | close

ORATE

DETACH

EXTRACT

DISANCHOR

Close Simulation || Introduce Data

Figura 5-11. Insercion de parametros antes de la operacion

El manipulador robotico elegido para realizar la operacion es un Puma 560 comercial, en
que las caracteristicas son bien conocidas. Por supuesto, las operaciones reales tendrian que ser
ejecutadas en dispositivos estandar de robdtica médica, para que tenga un nivel adecuado de

seguridad.
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5.4 RESUMEN

En este capitulo se ha evaluado la utilidad y aplicabilidad de la metodologia para ontology
learning presentada en el capitulo 3 en dos areas principalmente. El primer area en el que se ha
validado ha sido la construccion de ontologias del dominio para la Web Semantica. Dentro de
esta area, se ha realizado un estudio en tres diferentes dominios, cancer de mama, leucemia y
cifrado de datos, con la finalidad de analizar como el sistema es capaz de aprender y sugerir
conocimiento a través de las diferentes sesiones. Para demostrar esto, aunque sin pretenderlo
hacer con rigor matematico (validez estadistica), se ha definido una medida que hemos
denominado exactitud, que es el resultado de la division entre la cantidad de entidades de
conocimiento sugeridas por el sistema y aceptadas por el usuario experto y la cantidad total de
entidades de conocimiento existentes en el texto. En base a esta medida, se han formulado tres

hipotesis que se pretenden demostrar a través de los experimentos:

e Hipotesis 1 (Similaridad): “El sistema obtiene una exactitud similar para cada

experto”.

e Hipdtesis 2 (Utilidad): "El sistema es ttil para la construccion de la ontologia”

e Hipotesis 3 (Aprendizaje incremental): “El sistema aprende a lo largo del

experimento”.

Para los experimentos, se proporciond el sistema vacio a distintos individuos y los

mismos textos a analizar, para comprobar cada una de las hipdtesis nombradas anteriormente.

El otro area de aplicacion esta relacionada con el reconocimiento de 6rdenes en lenguaje
natural, que ha sido aplicado a la robodtica médica. Con esta finalidad, se ha realizado una
pequefia ampliacion en el modelo para su aplicacion dentro del reconocimiento de o6rdenes en

lenguaje natural a través del habla. Asi, se ha realizado un trabajo que persigue el desarrollo de
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un sistema para la realizacion de operaciones quirirgicas que interactia con el cirujano a través

de comandos de voz (expresados en lenguaje natural).

Este sistema pretende traducir las 6rdenes del cirujano expresadas en lenguaje natural a
una secuencia de pasos que debe ejecutar el robot para llevar a cabo esas ordenes. Para la

planificacion del brazo del robot se ha utilizado STRIPS.
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6.1 INTRODUCCION

El objetivo general de la aplicacion software que se presenta en este capitulo es
desarrollar un sistema que pueda servir como entorno para la creacion de ontologias a partir de
texto utilizando la metodologia de ontology learning disefiada. Esta aplicacion toma un texto
como entrada, devolviendo al final un fichero XML con la ontologia obtenida tras el

procesamiento total de ese texto.

La herramienta software puede ser usada por aquellas personas de la comunidad de
Adquisicion de Conocimiento interesadas en representar el conocimiento contenido en textos
por medio de ontologias y por aquellos que deseen compartir su conocimiento ontoldgico con el

resto de usuarios.

6.1.1 Tipos de usuario

En el sistema pueden distinguirse dos tipos de usuarios que dan lugar a dos modos

posibles de utilizacion de la herramienta:

e Modo experto

Estos usuarios tienen permitida la utilizacién de todas las funcionalidades disponibles del
sistema relativas a la adquisicion del conocimiento: modificar expresiones y relaciones
ontologicas, afiadir conceptos, atributos o valores a los atributos, y crear relaciones entre

conceptos.

El modus operandi es como sigue. Los expertos introducen en el sistema el conocimiento
que adquieren a través de las sesiones, como se ha explicado anteriormente en los capitulos 3 y
4. Este conocimiento es entonces utilizado por el sistema para inferir, si es el caso, nuevas

entidades de conocimiento, principalmente conceptos y relaciones entre los conceptos. Los
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resultados de la inferencia del conocimiento son mostrados al usuario para que éste pueda

incluirlos dentro de la ontologia que pretende obtener a partir del texto.

e Modo usuario normal

Este modo de trabajo ha sido concebido para los usuarios que pretenden construir una
ontologia automaticamente a partir de un texto, asi como del conocimiento, proveniente de otros
expertos, que contiene la herramienta. Asi, estos usuarios no pueden entrenar el sistema ni
interactuar de manera supervisada para modificar la ontologia mientras se procesa. Solamente
tienen la posibilidad de obtener una ontologia inferida a partir del texto que introducen en el

sistema.

6.1.2 Idiomas de la aplicacion

Como se ha comentado a lo largo de este trabajo, el sistema que se ha propuesto es
independiente del idioma, asi como los modulos que utiliza. El POS-Tagger eTiKeT@ utilizado
permite categorizar gramaticalmente un texto en cualquier idioma que contenga el alfabeto
occidental, pudiendo, asimismo, configurar las categorias gramaticales mas relevantes en cada

idioma.

Ademas, el sistema de inferencia esta basado en un sistema de reglas que puede funcionar
con cualquier idioma, debido a que las reglas se forman en base al texto que se analice, y, por

tanto, es sensible al idioma del texto.

Mas concretamente, se ha personalizado la aplicacion para dos idiomas principalmente

castellano e inglés.

216



Capitulo 6. Una Aplicacion Software para Ontology Learning

6.2 UNA SESION CON KATEXT

En este apartado se muestran las facilidades para la adquisicion de ontologias a partir de
texto a través de una aplicacion software que ha sido implementada y que se basa en la
metodologia introducida en los capitulos anteriores. En primer lugar, se describen las distintas

opciones relacionadas con usuarios.

6.2.1 Gestion de Usuarios

En este apartado se describe como los usuarios se pueden dar de alta en el sistema, o bien
acceder al mismo. La Figura 6-1 es la ventana principal de la aplicacion. Al hacer clic en el

menu Usuario, los usuarios pueden realizar tres operaciones:

e  Nuevo usuario: Un nuevo usuario quiere darse de alta

e  FEditar usuario: Para editar y modificar los datos del usuario actual

L=

Sesion Analizar WHilidades Usuariu| Dominio Tipo de Relacion Lenguaje  Ayuda

Nuevo Usuario

Editar Usuario

Figura 6-1 Ventana principal de la aplicacion
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6.2.1.1 Alta de nuevos usuarios

Supongamos que un nuevo usuario quiere registrarse. En ese caso aparecera un cuadro de
didlogo (ver Figura 6-2). El nuevo usuario debe introducir algunos datos para ser un usuario de
este sistema. Tal informacion incluye detalles personales y profesionales, como (1) el nombre
de usuario; (2) los apellidos; (3) la profesion; (4) el correo electronico y (5) la contrasefia. Se ha
dicho previamente que existen tres tipos de usuarios, a saber, los usuarios normales, usuarios
expertos, y usuarios técnicos para administrar la herramienta. Por defecto, cada nuevo usuario es

un usuario normal.

JRI=TEY
Usuario Tipo
Mormal
Hombre Apellidc"urmal
Experto
TEchico
Profesion Correo Electranico
Contrasefia Contrasefia repetida
I aiadir Usuario i

Figura 6-2 Dialogo de registro

Una vez que se ha registrado el nuevo usuario en el sistema vuelve a aparecer la ventana
principal (Figura 6-1), por lo que el usuario puede acceder al sistema. Para ello, el usuario
necesita introducir su nombre de usuario y contrasefa en el correspondiente cuadro de didlogo

(Figura 6-3).
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%3 Contraseiia x|

-Usuario

|Rafae| Valencia Garcia |

-Contrasefia

. Aceptar . Cancelar

Figura 6-3 Dialogo de acceso al sistema

6.2.1.2 Modificar o eliminar un usuario existente

Supongamos que un usuario quiere modificar sus datos o bien eliminarse como usuario
del sistema, seleccionando la opcién “Editar Usuario” del ment “Usuario”. En este caso nos
aparecera un didlogo donde se podran editar los datos introducidos anteriormente, asi como

cambiar el tipo de usuario (Figura 6-4).

=1k
~Usuario ~Tipo
||Flafael Valencia Garcia ¥ || Ezperto ¥
~Nombre ~Apelidos
Rafael Valencia Garcia
-Profesidn ~Correo Electrnico
Ingeniero Informatic valenciagum.es
-Contrasefia— -Contrasefia repetida
Usuario modificado flif Etiminar Usuario

Figura 6-4 Dialogo de edicion de usuarios
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Como se puede observar, se ofrecen dos opciones en este didlogo: “Modificar el usuario”
o “Eliminar el usuario”. Si queremos modificar el usuario, deberemos cambiar los datos
incorrectos a los correctos, introduciéndolos de nuevo en los campos correspondientes, y una
vez corregidos los datos, pulsamos el boton Usuario Modificado, y el usuario quedara

modificado en el sistema.

Si, por el contrario, queremos eliminar un usuario, utilizaremos el botdén Eliminar usuario

y el usuario sera eliminado del sistema.

6.2.2 Gestion de Dominios

Una vez se haya dado de alta al usuario experto, deberemos dar de alta el dominio y la
tarea de la que trata el texto si es que ya no se ha dado de alta anteriormente. Dentro del ment
“Dominio” del menu principal tenemos la opcion “Editar Dominio”. En este caso aparecera un
dialogo en el cual podremos insertar dominios y tareas dentro de cada uno de los dominios (ver

figura 6-5).

=10l x|

Dominios en el Sistema Tareas
animals ‘Diagnostico
Leucemia

I aiiadir Dominio

ﬂ Eliminar Dominio

I adiadir Tarea

m Eliminar Tarea

Figura 6-5 Dialogo de edicion de dominios
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Como podemos observar en la figura 6-5, aparece un listado de los dominios que existen
en el sistema, y a su lado, las tareas relacionadas con el dominio que esté seleccionado, de entre
los que se han introducido en el sistema. También podemos observar que, mediante este

dialogo, se pueden afiadir y eliminar dominios y tareas, como se explica a continuacion.

6.2.2.1 Altas de nuevos dominios y tareas

Para afiadir nuevos dominios de aplicacion, deberemos pulsar el boton A7nadir Dominio,
donde aparecera un didlogo que nos solicitara el nombre del nuevo dominio. Una vez se inserte

el dominio, aparecerd en la lista de dominios que contiene el sistema.

Para afiadir tareas dentro de un dominio, la forma de actuar sera similar, pero previamente
se debe seleccionar el dominio al que va a pertenecer esa tarea, como se muestra en la figura 6-
5. Luego pulsaremos el boton Ariadir Tarea, y aparecera un dialogo donde deberemos insertar el

nombre de la tarea.

6.2.2.2 Eliminacion de dominios y tareas

Para eliminar un dominio del sistema, debemos seleccionar el dominio en el recuadro
Dominios en el sistema, donde aparecen los dominios, y pulsamos a continuacion el boton
Eliminar Dominio. Se pedird una confirmacion de la eliminacién del dominio, y una vez

confirmado, se eliminara el dominio del sistema.

Para eliminar una tarea concreta de un dominio del sistema, seleccionaremos el dominio
al que le vamos a eliminar la tarea (en el recuadro Dominios en el Sistema), y seguidamente,
seleccionaremos la tarea a eliminar en el recuadro Tareas. Una vez esté seleccionada la tarea
que queremos eliminar, pulsaremos el boton Eliminar Tarea. Aqui también se pedird una

confirmacion antes de eliminar la tarea.
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6.2.3. Gestion de tipos de relaciones

El sistema KAText permite el uso de diversos tipos de relaciones predeterminadas,
ademas de la insercion de nuevas relaciones que desee utilizar el usuario. Las relaciones
predeterminadas, junto con sus propiedades, se pueden observar en la tabla 6-1 tal como aparece

en Ruiz-Sanchez et al (2003).

RELACION REFLEXIVA SIMETRICA TRANSITIVA
Equivalencia X X X
Taxonomica X
Dependencia X X
Topolégica X X X
Causal

Funcional X
Temporal X
Condicional X
Propdsito X
Conostituyente/Objeto

Componente/Objeto X
Miembro/Coleccion

Porcion/Masa

Caracteristica/Actividad X
Lugar/Area X
Fase/Proceso X

Tabla 6-1. Tipo de relaciones predeterminadas en el sistema. Extraida de (Ruiz-

Sanchez et al, 2003)

Para gestionar los tipos de relaciones con los que trabajar, se debe acceder a la opcion
“Editar tipo de relacion” dentro del menu “Tipo de relacion”, tras lo cual aparecera un dialogo

con todos los tipos de relaciones que contiene el sistema (Figura 6-6).
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_Ioix]

~Tipos de Relaciones en el Sistema

Taxonomica {1 5-4) |
Equivalente

Topoldgica

Temporal

Condicional = adiadir Tipo
Proposito

Cronologica
Mereoldgica (PART-OF)
Similaridad i Etiminar Tipo
Influencia
Causal

Figura 6-6. Dialogo de gestion los tipos de relaciones.

Como podemos observar, en el recuadro llamado Tipos de Relaciones en el Sistema
aparecen los tipos de relaciones que tiene registrados el sistema. Mediante ese dialogo podemos

afiadir y eliminar tipos de relaciones, como se explica a continuacion.

6.2.3.1 Crear un nuevo tipo de relacion

Para anadir nuevos tipos de relaciones en el sistema, deberemos pulsar el boton Ariadir
Tipo, donde aparecera un didlogo que nos solicitara el nombre del tipo de relacion. Una vez se
inserte el tipo de relacion, aparecera en la lista de tipos de relaciones posibles que contiene el

sistema.

6.2.3.2 Eliminar un tipo de relacion existente

Para eliminar un tipo de relacion del sistema, debemos seleccionar el tipo de relacion en

el recuadro Tipos de relaciones del sistema, y pulsamos el boton Eliminar Tipo. Se pedira una
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confirmacién de la eliminacion del tipo de relacion, y una vez confirmado, se eliminara el tipo

de relacion del sistema.

6.2.4. CREAR SESIONES

El proceso de ontology learning del sistema se realiza en base a sesiones. Una sesion se
compone de un Unico texto procesado por un experto determinado. Ademas, este texto se
incluye dentro de una tarea y un dominio determinados. El experto entonces ird procesando el
texto, indicandole al sistema el conocimiento existente en ese texto, con lo que el sistema se ira

realimentando con nueva informacion tal y como hemos visto en los ejemplos del capitulo 4.

6.2.4.1. Crear una nueva sesion

Para crear una nueva sesion utilizamos la opcion “Nueva Sesion” dentro del ment

“Sesion”. Nos aparecera entonces el dialogo que muestra la figura 6-7.

R

Usuario Tipo

‘Rafael Valencia Garcia ¥ |

Dominio
Leucemia ¥
Tarea
Diagndstico ¥
Fichero
E Seleccionar

I T

Figura 6-7. Didlogo para la creacion de nuevas sesiones.
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Como podemos observar en la figura 6-7 en este didlogo se selecciona el usuario que va a
realizar la extraccion de conocimiento (en este caso Rafael Valencia Garcia), el dominio y la
tarea asociadas al texto del que se va a extraer conocimiento (Leucemia y Diagnostico en
nuestro caso). Ademads, la ventana contiene un campo para seleccionar la ruta del fichero de

texto que se quiere someter al proceso de extraccion de conocimiento desde texto.

Una vez se hayan seleccionado cada campo y el fichero donde se pretende realizar el
proceso de extraccion de conocimiento, pulsaremos el boton OK y la sesidon quedard creada y

seleccionada, apareciendo en la ventana principal el texto con el que se va a trabajar (Figura 6-
8).

-lo|x|
Sesiin Ltilidades Usuario Dominio Tipo de Relacion Lenguaje  Ayuda
Texto

I

En lafase de induccidn & la remisian, cuyva duracion es de cuatro a cinco semanas, se intenta destruir la mayor cantidad de
Cuando ocurre 13 remisian, es decir el control temporal de la afeccidn, el nifio suele lucir normal, va gue [0 sintarmas dela |
En cierttas ocasiones la remision es apenas parcial, por esta razdn algunos sintormas no desaparecen del todo. Solo un ped
Si el tratarmiento se interrumpe, el control del padecimiento es temporal v en un par de meses la leucermnia se manifestard oo
la fase de consolidacidn dura de dos a tres semanas, mientras que la de mantenirmiento debe llevarse a cabo hasta complg

Durante las diferentes etapas de la guimioterapia es necesario realizar examenes de sangre y de médula dsea, afin de con

Bsirmismo se debe llevar a cabo el procedimiento lamado puncidn lumbar, para tomar una muestra del liguido gue bafia el

La quirnioterapia no destruye selectivamente 125 células malignas, sino que también ataca células normales tales como lag

Es importante que usted comprenda 05 aspectos de la leucermia aguda para gue colabore con el médico en las medidas y

[ ¥]

Figura 6-8. Ventana principal después de seleccionar una nueva sesion.
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A partir de aqui, el sistema esta preparado para empezar a procesar el texto en busca de
entidades de conocimiento que den lugar a una ontologia del dominio con el conocimiento que
contiene el texto. En el siguiente apartado se explica como se interactiia con la herramienta

introduciendo conocimiento y validando el conocimiento inferido por el sistema.

6.2.5. Analisis, inferencia y aprendizaje

Una vez que tenemos una sesion cargada en la herramienta, ya sea nueva o recuperada,
para comenzar con el analisis (o continuarlo por la frase por la que se quedd analizando la
ultima vez), seleccionamos la opcion “Comenzar” del ment “Analizar”, como se muestra en la

figura 6-8.

Una vez se elija esa opcion se empezara el analisis del texto frase a frase, donde el
experto tendra que identificar el conocimiento que se pueda extraer de cada frase utilizando los

dialogos de inferencia que se muestran en la figura 6-9.

=loix -loix
~Expresion Relacion ~Conclusiones

1 Concepto: célula (células) Afiadir Concepto
se le considera un ] I1S-A hd Concepto: cancer !:m

] @ Cambiar Nueva : ) . Afadir Concepto General

i Concepto: Leucemia —

_ (Frase Anterior Concepto: sangre . Eliminar Cohcepto

] Relacidn: Leucemia 15-A cancer

. | Lamayor parte de las veces se presenta en nifios previamente sanos . Ahadir Atributo

[ Eliminar Atributo

- (Frase Actual

re , alaleucemia se le considera un cancer de la sangre , cuya causa pued

[4]

~Frase Siguiente

Aiiadir Valor
] Eliminar Valor

. Afiadir Relacion
'R Eliminar Relacion

Diagnistico ¥ caracteristicas de la afeccidn

estruir la mayor cantidad de celulas malignas.

I, va gue los sintomas de la leucemia desaparecen. Los examenes practicados

. Confirmar

1 arecen deltodo. Sdlo un peguefio porcentaje de los parientes no logra entrar el
Fll e | Bl Fraseant. | S Frase sig..

e e G Rt e e T et (R S

Figura 6-9. Didlogos de inferencia
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Para cada una de las frases que se van analizando, el sistema muestra el conocimiento que
va infiriendo mediante estos dos dialogos (Figura 6-9). En el didlogo llamado Frase se muestran
los datos de la frase actual, la frase anterior, la frase posterior, la expresion reconocida como
expresion verbal (si se ha encontrado alguna en la frase) y la relacion ontologica asociada a esa
expresion (si la hay). El didlogo llamado Inferencia muestra las entidades de conocimiento
(conceptos, atributos, valores y relaciones) que contiene la frase actual. Es en este didlogo
donde apareceran las entidades de conocimiento que va infiriendo el sistema y el usuario tendra

que modificar esas entidades de conocimiento o bien insertar alguna adicional.

El didlogo Frase de la figura 6-9 tiene seleccionada que la expresion verbal principal de la
frase actual es “se le considera un” y representa a un tipo de relacion IS-A entre leucemia y
cancer. Aparecen también la frase anterior, que ya ha sido procesada, y la siguiente a ser

procesada para que se pueda mostrar el contexto en el que se encuentra la frase actual.

El didlogo Inferencia de la figura 6-9 contiene cinco entidades de conocimiento, cuatro
conceptos y una relacion. Estas entidades de conocimiento han sido inferidas, o bien han sido
identificadas por el experto, como entidades de conocimiento relevantes en ese dominio. Las

entidades de conocimiento que se encuentran en este didlogo se muestran a continuacion:

Concepto: célula (células)

Concepto: cancer

Concepto: Leucemia

Concepto: sangre

Relacion: Leucemia IS-A cancer
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Podemos observar que el identificador (nombre) del primer concepto, célula, va seguido
entre paréntesis por la expresion lingiiistica de como aparece en el texto actual “células”. Los
demas conceptos aparecen tal cual estan en el texto y representan el concepto con el mismo

nombre.

A continuacion explicamos como se cambia en el sistema la expresion verbal y el tipo de
relacion en el didlogo Frase, y como se introducen y eliminan las entidades de conocimiento del

didlogo Inferencia.

6.2.5.1 Cambio de la expresion verbal

El sistema, tal y como se ha explicado en el apartado 3 y 4 de este trabajo, busca la
expresion verbal principal de cada frase mediante los criterios similar y aceptable definidos en
apartados anteriores. Si no encuentra ninguna expresion verbal en la base de conocimiento de
relaciones, entonces seleccionard como expresion candidata el verbo que considere principal, al

que no se le asociara ninguna relacion ontologica.

Si queremos corregir la expresion verbal inferida, pulsaremos el boton Cambiar que
aparece en el didlogo Frase de la figura 6-9. Una vez que pulsemos este boton, nos aparecera un

dialogo solicitando la expresion verbal correcta dentro de la frase.

El sistema comprueba si la expresion introducida realmente existe en la frase. Si no existe
esta expresion, no dejard cambiar la expresion verbal actual. En el caso en el que exista, el

sistema modificara la expresion verbal actual y mostrara un dialogo como el de la figura 6-10.

x

£Desea inferir a partir de la nueva expresion verbal?

| Si | | No | | Cancelar |

Figura 6-10. Dialogo para mantener las conclusiones actuales
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El sistema pregunta si queremos que intente inferir alguna entidad de conocimiento a
partir de este cambio, como podia suceder en los ejemplos mostrados en el capitulo 4. En el
caso de pulsar el boton Si, el sistema tratard de inferir entidades de conocimiento a partir de la
nueva expresion verbal, manteniendo las entidades de conocimiento introducidas por el experto
hasta ese momento. Si pulsamos el boton No, el sistema no tratara de realizar ninguna inferencia

con los nuevos datos.

6.2.5.2 Cambio del tipo de relacion

Si el sistema ha inferido también mal la relacion ontoldgica que esta asociada a la
expresion verbal deberemos modificarla. Para ello, solo deberemos seleccionar en el cuadro
Relacion del didlogo Frase la relacion correcta de entre las posibles del sistema. Una vez
modificado el tipo de relacion que representa la expresion verbal, nos aparecera el dialogo de la
figura 6-10 para ver si queremos que el sistema intente inferir nuevo conocimiento a partir del

nuevo cambio.

A continuaciéon mostramos las operaciones que se pueden realizar en el didlogo de

Inferencia, esto es, afiadir y eliminar entidades de conocimiento.

6.2.5.3 Anadir un nuevo concepto

Para anadir un nuevo concepto, se utiliza el boton Ariadir Concepto del dialogo
Inferencia. Nos aparece un didlogo donde introduciremos la expresion lingiiistica que representa

este nuevo concepto y el nombre del concepto en cuestion.

En el caso de que el concepto que represente sea distinto de la expresion lingiiistica,
aparecera en el didlogo de Inferencia el identificador del concepto en cuestion y seguido entre
paréntesis, la expresion lingiiistica en la frase actual que representa ese concepto. Como

ejemplo, podemos ver el concepto célula en la figura 6-9.
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6.2.5.4 Anadir una nueva relacion

Cuando pulsamos el boton A7niadir Relacion del didlogo Inferencia, aparecera un didlogo,
en el que debemos seleccionar los conceptos que participan en la nueva relacion. Los conceptos
participantes en la relacion deben introducirse previamente. En la figura 6-11 podemos ver el

didlogo para afiadir la relacion “Leucemia IS-A céncer”.

x

Concepto Concepto

célula célula

cAncer IS-A

Leucemia
sangre

. Aceptar . Cancelar

Figura 6-11. Dialogo para afiadir una nueva relacion ontologica.

Una vez se afnada la relacion pulsando boton Aceptar, la relacidon aparecera en el cuadro

Conclusiones del didlogo de Inferencia, tal y como se muestra en la figura 6-9.

6.2.5.5 Anadir un atributo a un concepto

Para afiadir un atributo a un concepto, hay que seleccionar dicho concepto en el recuadro

Conclusiones de la ventana Inferencia, y a continuacion pulsar el boton Ariadir atributo.

Nos aparece un dialogo en el que se solicita la expresion lingliistica que representa ese
atributo. También se puede introducir conocimiento de atributos que no aparecen
explicitamente, ya que puede suceder que en una frase aparezca un concepto y el valor de un
atributo relacionado con el concepto, donde el atributo no se encuentra explicito en el texto

(Valencia-Garcia et al, 2004b). Por ejemplo en la frase siguiente:

“A tight mutant is a mutant which displays its non-wild phenotype distinctly”
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Aqui phenotype representa un concepto y non-wild es un valor del atributo purity del

concepto phenotype.

Una vez se introduzca el atributo, aparecera en el didlogo de Inferencia, representado por
expresion concepto.atributo. Por ejemplo, el atributo purity del concepto phenotype se mostrara

como “phenotype.type”.

6.2.5.6 Anadir un valor a un atributo

Para afiadir un valor a un atributo debemos seleccionar dicho atributo en el recuadro
Conclusiones de la ventana Inferencia, y a continuacion pulsar el boton A7iadir valor. Nos
aparece, entonces, un dialogo en el que se solicita la expresion lingiiistica que representa ese

valor.

Una vez se introduce el valor, éste aparece en el didlogo de Inferencia, representado por la
expresion concepto.atributo=valor. Asi, por ejemplo, el valor non-wild del atributo purity se

mostrara como “phenotype.purity=non-wild”

6.2.5.7 Eliminar conceptos, atributos, valores o relaciones

Podemos eliminar cualquier entidad de conocimiento que haya sido inferida

errdbneamente, asi como si el usuario se ha equivocado al introducirla.

Para eliminar un concepto, primero debemos seleccionarlo dentro del recuadro
Conclusiones 'y después utilizamos el botén Borrar Concepto situado en el didlogo de
Inferencia. Aparecerad entonces, un dialogo de confirmacion de eliminacion del concepto. Si se
confirma la eliminacion, se eliminaran el concepto, los atributos asociados a ese concepto y los

valores asociados a los atributos del concepto.
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Si lo que queremos es eliminar un atributo de un concepto, lo debemos seleccionar
previamente en el recuadro Conclusiones y, después, pulsamos el boton Borrar atributo.
Automaticamente, se borraran los valores que ese atributo tuviese asociados, previa solicitud de

confirmacion de la eliminacion del atributo.

También es posible eliminar un valor de un atributo, seleccionando ese valor en el

recuadro Conclusiones y pulsando el boton Borrar Valor.

Por ultimo, también podemos eliminar relaciones de la misma manera que las otras
entidades de conocimiento, es decir, seleccionandola en el recuadro Conclusiones y pulsando el

botdn Borrar Relacion.

6.2.5.8 Confirmar la frase actual y pasar a la siguiente

Una vez que hemos terminado de extraer las entidades de conocimiento contenidas en la
frase actual, debemos confirmarla mediante el boton Confirmar situado en la ventana Relacion.
Una vez confirmada ésta, quedara guardado el estado de la sesion en una base de datos para

poder continuar, en otro momento, la extraccion de conocimiento en el texto.

Una vez confirmada la frase actual, ya podemos avanzar a la frase siguiente mediante el

boton Frase Siguiente (Figura 6-12).
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o1 =
~Expresidn Relacion ~Conclusi
em— - ‘ Concepto: Leucemia (afeccién) ¥& aadir Concepto
[ cambiar ‘ Hueva ‘ & anadir Concepto General
“Frase Anterior . Eliminar Concepto

Paor tratarse de una proliferacion de células inmaduras ¥ anormales en la sangre ,
Iv]

W Afiadir Atributo
Eliminar &tributo

~Frase Actual
Diagndstico y caracteristicas de la afeccidn =
¢ ! Anadir Valor
Eliminar Valor
Frase Si
Es dificil lograr el diagndstico de la leucemia cuando ésta inicia , ya que sus prime| . Afiadir Relacion

| v] . Eliminar Relacion

 mantenimiento.

nta destruir la mayor cantidad de células malignas.
Flirm Ell Frase ant... _ orrnal, va que l0s sintormas de la leucemia desaparecen. Los exdmenes practic

Figura 6-12. Avanzando a la frase siguiente en el analisis

También podemos retroceder e ir a la frase anterior analizada, en caso de que la hubiese,
mediante el botdon Frase Anterior, y de este modo, podriamos ver todo el conocimiento que

contienen las frases anteriores.

6.2.6 Almacenar una sesion

Para poder continuar trabajando en otro momento con una sesion determinada, debemos
almacenarla en el sistema. Para ello se utiliza la opcion Guardar Sesion o Guardar Sesion
Como del menu Sesion, dependiendo de si queremos sobrescribir la sesion actual o guardarla
con un nuevo identificador (de modo que se mantengan la antigua y la actual con las

modificaciones).

Al guardar una sesion, se crea un fichero XML de un lenguaje de formalizacion de
ontologias utilizado por el grupo de investigacion Tecnologias del Conocimiento y Modelado

Cognitivo (TECNOMOD) de la Universidad de Murcia.
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A continuacion se presenta el DTD del lenguaje XML. Dicha definicion de DTD incluye
todos los aspectos cubiertos por el modelo ontoldégico y por el lenguaje anterior, esto es,

conceptos, relaciones y atributos.

<IELEMENT ontology (concept+, relation*, axioms?)>
<IATTLIST ontology

domain CDATA #REQUIRED

author CDATA #IMPLIED

comment CDATA #IMPLIED

<IELEMENT concept (alternative-names*, specific-attributes*, inheritattributes*)>
<!ATTLIST concept name CDATA #REQUIRED>
<IELEMENT alternative-names (name+)>
<IELEMENT specific-attributes (attribute+)>
<IELEMENT inherit-attributes (attribute+)>
<!ELEMENT atrribute (value*)>
<IATTLIST attribute
name CDATA #REQUIRED
comment CDATA #IMPLIED

type CDATA #REQUIRED

<IELEMENT value ( intervalo | #PCDATA)>
<!ELEMENT intervalo (from, to) >
<IELEMENT from (#PCDATA) >

<IELEMENT to (#PCDATA) >
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<!ELEMENT relation (relation_type, concept_name, specialization list?)>
<IELEMENT relation_type (property*)>

<IATTLIST relation_type name CDATA #REQUIRED>

<IELEMENT specialization_list (attribute+)>

<IELEMENT axioms axioma*>

<IELEMENT axioma (#PCDATA)>

<IATTLIST axioma type CDATA #REQUIRED>

<!IELEMENT concept_name (#PCDATA)>

<!ELEMENT property (#PCDATA)>

<IELEMENT name (#PCDATA)>

A continuacion mostramos como queda representada la ontologia de la figura 6-15,

representada con este lenguaje:

<?xml version="1.0" encoding="ISO-8859-1'?>
<?xml-stylesheet type="text/xsl' href='ontology.xsl™>
<IDOCTYPE ontology SYSTEM 'ontology.dtd'?>

<ontology domain="Leucemia" author="Rafael Valencia Garcia" comment="">

<concept name="Céancer" comment="" category="0Object">
<specific-attributes>

<attribute name="tipo" comment="" type="STRING"></attribute>
</specific-attributes>

</concept>

<concept name="Leucemia" comment="" category="Object">
</concept>

<concept name="Leucemia linfocitifa aguda" comment=""
</concept>

category="0Object">

—nn

<concept name="Leucemia mielégena cronica" comment
</concept>

category="0Object">

—nn

<concept name="Leucemia mieldgena aguda" comment=
</concept>

category="Object">
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<concept name="Leucemia mieldgena" comment="" category="0Object">
<specific-attributes>

<attribute name="Intensidad" comment="" type="STRING"></attribute>
</specific-attributes>

</concept>

<relation name="TAXONOMIC">
<concept_name>Leucemia linfocitifa aguda</concept name>
<concept_name>Leucemia</concept name>

<relation_type>
<property>NonSymmetry</property>
</relation_type>

<specialization_list>

<attribute name="tipo" comment="" type="STRING"></attribute>
</specialization_list>

</relation>

<relation name="TAXONOMIC">
<concept_name>Leucemia</concept name>

<concept_name>Cancer</concept name>

<relation_type>
<property>NonSymmetry</property>
</relation_type>

<specialization_list>

<attribute name="tipo" comment="" type="STRING"></attribute>
</specialization_list>

</relation>

<relation name="TAXONOMIC">
<concept_name>Leucemia mieldgena cronica</concept name>

<concept_name>Leucemia mielogena</concept name>

<relation_type>
<property>NonSymmetry</property>
</relation_type>

<specialization_list>

<attribute name="Intensidad" comment="" type="STRING"></attribute>
</specialization_list>

</relation>
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<relation name="TAXONOMIC">
<concept_name>Leucemia mielogena</concept name>

<concept_name>Leucemia</concept name>

<relation_type>
<property>NonSymmetry</property>
</relation_type>

<specialization_list>

<attribute name="tipo" comment="" type="STRING"></attribute>
</specialization_list>

</relation>

<relation name="TAXONOMIC">
<concept_name>Leucemia mielogena aguda</concept name>

<concept_name>Leucemia mielogena</concept name>

<relation_type>
<property>NonSymmetry</property>
</relation_type>

<specialization_list>

<attribute name="Intensidad" comment="" type="STRING"></attribute>
</specialization_list>

</relation>

</ontology>

Actualmente el grupo esta desarrollando aplicaciones para la importacion/exportacion

de/a ontologias representadas mediante OWL.

6.2.7 Recuperar una sesion

Para recuperar una sesion almacenada en el sistema, se debe usar el menu Sesion, opcion
Abrir Sesion. Nos aparece, entonces la ventana que mostramos en la figura 6-13, en la que

debemos seleccionar la sesion a recuperar y pulsar, a continuacion, el boton Abrir Sesion.
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-lo/x]

Id Usuatio Tipo Diaminio Tarea Ruta Posician |MumRelaci.] Finalizada | Fecha |

3 Rafael Val... |Experto Leucemia  |Diagndstico ChDocume.. 1477 13 falze 2004-11-0...
&4 abrir Sesion |
CamhiarRuta |

Figura 6-13. Recuperando sesiones.

Como se puede ver en la figura 6-13, la informacion que se muestra para cada sesion, en

orden desde las columnas de izquierda a derecha es la siguiente:

e Identificador de sesion

e Nombre de usuario

e Tipo de usuario

¢ Dominio

e Tarea

e Ruta del fichero de texto

e Posicion en el fichero de texto por la que se va analizando
e Numero de frases analizadas

e Indicador de si se han confirmado todas las frases de la sesion

Fecha en la que se grabo la sesion por tltima vez

Una vez que pulsemos el boton Abrir Sesion, se solicita que se introduzca la clave del

experto en el sistema y, una vez verificada, se carga la sesion seleccionada y mostrando el texto
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de la sesion en la ventana principal de la aplicacion. Para continuar el analisis por donde lo

dejamos la ultima vez, basta con pulsar la opcion “Comenzar” del ment “Analizar”.

Ademas, en este dialogo podemos cambiar la ruta de acceso hacia el fichero de texto con
el que se trabaja en una sesion. Para ello, basta con seleccionar la sesion en el didlogo y usar el

botén Cambiar Ruta. Nos aparece entonces, una ventana para seleccionar el fichero de texto en

su nueva localizacion.

6.2.8 Eliminar una sesion

Para eliminar una sesion almacenada en el sistema, se ha de emplear la opcion “Eliminar

Sesion” del menu “Sesion”.

Nos aparece un didlogo practicamente igual al utilizado para abrir una sesion, con la
diferencia de que ahora hay un boton, Eliminar Sesion, que sirve para eliminar la sesion que

hayamos seleccionado (figura 6-14).

=1

Id Llsuario Tipo Diominio Tarea Futa Posicidn |NumReIaci...| Finalizada | Fecha |
3 RafaelVal... |Experto Leucemia  |Disgndstico |(ChDocume.. 1477 13 false 2004-11-0...
4 RafaelVal... Experto Leucemia  |Disgndstico ChDocume. 1477 13 false 2004-11-0...

| i Eliminar Sesidn |

Figura 6-14. Dialogo para eliminar una sesion
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Cuando estemos seguros de que hemos seleccionado la sesion que realmente queremos
eliminar, pulsamos el boton Eliminar Sesion y automaticamente la sesion se eliminara del

sistema, previa confirmacion e identificacion del usuario.
6.2.9 Visualizacion y edicion de la ontologia.

El sistema dispone de una opcion dentro del menu “Utilidades”, llamada “Editar
Ontologia”, para la edicion grafica de la ontologia extraida hasta ese momento, de modo que
ésta puede completarse con nuevas entidades de conocimiento. Para ello, utilizamos un editor de
ontologias desarrollado dentro del grupo de investigacion (Vivancos-Vicente et al, 2004)

(Figura 6-15).

£ Ontology Editor =] 3|

Y] ENENENT [

Archivo  Editar  Idioma Avuda

RN

Camrcer

15 A
Leucermia
Leucemia linfcitifa aguda | | Leucemia smieldgena
1505
Leucemia misdddena aguda | | Leucemia miekigena cranica

Figura 6-15. Editor de ontologias.
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6.2.10 Uso de la herramienta de manera automatica.

Hasta ahora hemos visto como se puede utilizar la herramienta con un usuario experto que
va construyendo la ontologia de manera semi-supervisada con el sistema, el cual va a ir

sugiriendo conocimiento.

Este sistema se puede utilizar de manera automatica para que obtenga una ontologia a
partir del procesamiento del texto. Esta ontologia estara compuesta por todas las sugerencias de
conocimiento obtenidas a lo largo del texto. Asi, el sistema obtendra un fichero XML que podra
ser editado (mediante el editor de ontologias mencionado en el apartado anterior, figura 6-15),
para completar y refinar la ontologia, asi como para eliminar el conocimiento que se considere

no valido.
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6.3 COMPARACION CON OTRAS HERRAMIENTAS DE
ONTOLOGY LEARNING

En este apartado, se compara la herramienta presentada en este capitulo con algunos de
los sistemas actuales para ontology learning basandonos en dos criterios: las relaciones

ontologicas soportadas y si el proceso es automatico o semi-supervisado.

6.3.1 Relaciones ontologicas soportadas.

KAText tiene un conjunto de relaciones predefinidas (tabla 6-1), al que se le puede afiadir
cualquier tipo de relacion. Una vez afiadidos los nuevos tipos de relaciones que se consideren
necesarios, a lo largo de las sesiones el sistema aprendera a identificar esas nuevas relaciones en

base al conocimiento capturado por el sistema en estas sesiones.

Sin embargo, la mayoria de los sistemas de ontology learning (Omelayenko, 2001;
Maedche & Staab, 2001) se centran principalmente en la extraccidon de jerarquias taxondmicas
(Hahn & Schnattinger, 1998b; Suryanto & Compton, 2000; Heyer et al, 2001; Sundblad, 2002)
o un conjunto reducido de relaciones no exclusivamente taxonoémicas. Por ejemplo, en (Navigli
et al, 2003; Navigli & Velardi, 2004) se presenta el sistema OntoLearn que identifica

principalmente relaciones taxonomicas, de similaridad, y partonémica.

6.3.2 Procesos automaticos y semi-supervisados.

En este trabajo se ha presentado una metodologia para la construccion de ontologias de
manera semiautomatica, de forma que una vez el sistema esté entrenado, dicha construccion se

puede realizar de manera automatica.
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Algunos trabajos de ontology learning como Mikrokosmos (Nierenburg et al, 1996) y Cyc
(Lenat & Guha, 1990) adquieren conocimiento ontoldogico manualmente, y después construyen
una ontologia completa, permitiendo adquirir mas conocimiento de una forma semiautomatica a

partir de dicha ontologia.

Segin (Omelayenko, 2001; Maedche & Staab, 2001), la mayoria de las técnicas de
Ontology Learning son semi-automaticas y necesitan de un ingeniero de conocimiento que guie
el proceso de adquisicion de conocimiento, aunque también existen técnicas totalmente

automaticas, como la presentada en (Shamsfard & Barforoush, 2004).
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6.4 RESUMEN

En este capitulo se ha presentado una herramienta para la extraccion de ontologias a partir

de texto (ontology learning). Dicha herramienta cumple los requisitos del modelo de ontology

learning propuesto en los capitulos anteriores. A continuacion resumimos las propiedades de la

herramienta de ontology learning presentada en este capitulo:

244

Usuarios: La herramienta contempla dos tipos de usuarios: Expertos y Normales.
Los usuarios expertos pueden hacer uso de toda la funcionalidad disponible en el
sistema, como la construccion semisupervisada de la ontologia y la opcion de
entrenar el sistema a través de las sesiones. Los usuarios normales s6lo pueden
utilizar el sistema para construir ontologias de manera automatica, y no pueden

corregir al sistema durante el proceso de extraccion de conocimiento.

Modos de uso: La herramienta permite dos modos de uso, a saber, la extraccion
automatica y la extraccion semisupervisada. Mediante el modo automatico, el
sistema extrae todas las entidades de conocimiento que aparecen en el texto, sin
posibilidad de interactuar con la herramienta para modificar ese conocimiento. La
semisupervisada permite al usuario corregir al sistema, y por lo tanto, entrenarlo
en un determinado dominio. Como se ha dicho anteriormente, se asume que solo
un usuario experto puede realizar analisis de textos en modo semi-supervisado de
forma eficaz, ya que un usuario normal no estd capacitado generalmente para

entrenar al sistema.

Idiomas de la aplicacion: La herramienta se ha disefiado para que sea
independiente del idioma y se ha personalizado para dos idiomas determinados,

castellano e inglés.

Posibilidad de insertar nuevos tipos de relaciones: El sistema parte de un grupo

de relaciones ontologicas predeterminado que puede ser modificado y
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personalizado por cada usuario para representar relaciones necesarias que no se

engloben en las relaciones que tiene el sistema por defecto.

e Entrenamiento del sistema a través de sesiones: El proceso de extraccion de
conocimiento se basa en sesiones, formadas por un unico texto de un dominio
determinado que es procesado mas tarde por un usuario. Estas sesiones
semisupervisadas permiten al experto entrenar al sistema en el dominio en
cuestion, indicando las entidades de conocimiento que aparecen en cada frase y

verificando o eliminando las entidades de conocimiento inferidas por el sistema.

e Visualizacion y edicion de la ontologia: La ontologia resultante del proceso de
ontology learning tiene un formato propio XML que puede ser traducido a los
lenguajes ontologicos mas utilizados, como OWL o RDF. Ademas, se dispone de
una opcion para editar y visualizar la ontologia de manera grafica, para que pueda
ser completada con nuevas entidades de conocimiento, o bien refinada. Para ello
se hace uso de un editor de ontologias implementado por el grupo de

investigacion al que pertenece el autor de este trabajo.

Por ultimo, se ha presentado una breve comparacién de esta herramienta con otros

sistemas de ontology learning.
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7.1 CONCLUSIONES

Este trabajo representa un intento de simplificacion de los procesos de creacion de
ontologias. En la actualidad, hay, principalmente, dos tendencias en la construccion de
ontologias, a saber, la construccion manual de ontologias y la construccion automatica o
semiautomatica, la cual es denominada ontology learning. El mayor problema para la
construccion de ontologias manual es el cuello de botella que supone la adquisicion de
conocimiento y la cantidad de tiempo necesario para la construccion de ontologias en distintos
dominios (Shamsfard & Barforoush, 2004). Ademas, con la creciente necesidad de enriquecer la
Web con grandes cantidades de ontologias que capturen el conocimiento del dominio, se han
realizado numerosos estudios para favorecer la construccion de ontologias a partir de

documentos escritos en lenguaje natural (Omelayenko, 2001).

En general, los mayores factores que se consideran en los sistemas de ontology learning

son los siguientes (Shamsfard & Barforoush, 2004):

1) Las entidades de conocimiento que se extraen (conceptos, relaciones, axiomas, instancias,

categorias sintacticas y roles tematicos).

2) El punto de partida: la prioridad del conocimiento a adquirir y el tipo, asi como el lenguaje

de entrada (natural, estructurado, etc.).

3) El preprocesamiento realizado (Procesamiento lingiiistico como POS Tagging, analisis

morfologico, analisis sintactico, busqueda de términos, etc.).

4) Caracteristicas relacionadas con el método en el que se basa el proceso:

a) Meétodo de aprendizaje que se ha utilizado: Lingiiistico, estadistico o basado en

machine-learning.
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5)

6)

b) Tipo de aprendizaje (supervisado vs. no supervisado, on-line vs off-line).

¢) Grado de automatizacion (manual, semiautomatico, cooperativa, completamente

automatica).

d) Tipo y cantidad de intervencion del usuario.

El tipo de ontologia extraida (ontologias del domino, ontologias terminologicas o de

lenguaje natural, instancias de ontologias, etc)

Otras caracteristicas de la ontologia resultante: propodsito del uso, tipo de contenido, la

estructura y topologias, o el lenguaje de representacion.

En base a estos factores, el modelo de ontology learning presentado en esta memora

puede clasificarse de la siguiente manera:

1)

2)

250

En lo que respecta a las entidades de conocimiento extraidas, KAText extrae principalmente
conceptos y relaciones semanticas, no s6lo relaciones taxonémicas. Ademads, gracias a su
motor de inferencia, puede también extraer atributos que pertenezcan a estos conceptos y
los valores que puedan tomar estos atributos. Sin embargo, KAText no contempla la

extraccion de axiomas.

Desde la perspectiva del punto de partida, el sistema prioriza la extraccion de conceptos y
relaciones sobre la de atributos y valores. El texto del que se parte es un texto en lenguaje
natural no estructurado, y nuestro sistema hace uso de unas bases de conocimiento que
deben ser entrenadas previamente en un determinado dominio para la construccion

satisfactoria de ontologias.
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3) En cuanto al modo de preprocesamiento realizado, la primera fase de nuestro sistema

4)

5)

6)

consiste en realizar un POS-Tagging. Para ello, se desarrollo un POS-Tagger (explicado en

el Capitulo 2) que lleva a cabo dicha tarea.

En lo concerniente a las caracteristicas relacionadas con el método en el que se basa el

proceso, se puede afirmar lo siguiente:

b)

d)

El método de aprendizaje utilizado por KAText puede clasificarse dentro de los

sensibles al contexto, ya que se basa en un sistema de reglas basado en casos MCRDR.

El tipo de aprendizaje es supervisado, debido a que es el propio experto quien entrena el
sistema, introduciendo asociaciones entre expresiones lingiiisticas y las entidades de

conocimiento que va extrayendo a partir del texto.

Con respecto al grado de automatizacion, es semi-automatica por el entrenamiento que
requiere el sistema, aunque el modelo puede ser utilizado de forma totalmente

automatica sin necesidad de la interaccion con ningun usuario.

Debido a que se parte de las bases de conocimiento vacias, el grado de interaccion con
el sistema durante las primeras sesiones es bastante alto, siendo menor conforme el

sistema aprende en un determinado dominio.

Los tipos de ontologias extraidas por el sistema son ontologias del dominio.

El lenguaje de representacion utilizado por este sistema se basa en ficheros XML que

describen el contenido de la ontologia, en base al modelo ontoldgico del cual se parte en

esta tesis, pero estos ficheros pueden ser traducidos a OWL y RDF, por ejemplo, mediante

parsers desarrollados por el grupo de investigacion al que pertenece el autor de esta

memoria.

251



Un entorno para extraccion incremental de conocimiento desde texto en lenguaje natural

Actualmente, no existe ningtn sistema de ontology learning que sea considerado optimo,
ni mejor, pero la mayoria de estos sistemas se centran en la extraccion de jerarquias de
conceptos. Ademas, en la actualidad existen muy pocos sistemas orientados al idioma castellano
para la construccion de ontologias, y el nimero de investigaciones en este campo es cada dia
mas importante. Esta tesis pretende contribuir al avance en los conocimientos dentro del area de
investigacion de ingenieria ontoldgica a través de un nuevo método para la construccién de
ontologias validada en los idiomas castellano e inglés y que permite la definicion de cualquier

tipo de relacion, ademas de proporcionar unas relaciones predeterminadas.

7.2 LINEAS FUTURAS

Actualmente, se estd pensando en el uso de ontologias de lenguaje natural WordNet
(Miller, 1990) para verificar que las relaciones inferidas por el sistema sean correctas, asi como
obtener nuevas relaciones y completar la ontologia como se hace en (Navigli et al, 2003). Estos
autores utilizan Wordnet para interpretar los términos semanticos e identificar principalmente
relaciones taxondmicas y de similaridad. WordNet podria ayudar también a la extraccion de
términos que tengan relacion con el dominio y la ontologia que se esté pretendiendo construir.
El uso de otras ontologias de terminologia relacionada con algin dominio especifico (como
UMLS y GeneOntology), serian muy utiles para detallar la ontologia adquirida por el sistema.
Es por eso por lo que en un futuro el sistema debera disponer de la opcion de consulta en
determinadas ontologias de manera que se puedan enriquecer las posibles ontologias creadas por

el sistema.

Otra posible linea futura de actuaciones es la de la mejora de la fase de busqueda de
conceptos afiadiendo técnicas de extraccion de términos (Jacquemin, 2001), para la obtencion de

un conjunto de términos candidatos a ser conceptos del dominio.

En un futuro se pretende ampliar el sistema para cubrir los axiomas. El mayor problema
de la extraccion de axiomas es que el nimero de elementos de conocimiento involucrados en

aquellos es desconocido a priori. Sin embargo, la cantidad de axiomas contenidos en un texto no
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es muy significativa comparado con la de las demas entidades de conocimiento contenidas en un

texto.

Por ultimo, se esta empezando a validar el sistema en varios dominios utilizando métodos

estadisticos.

En resumen, la metodologia de ontology learning presentada en esta tesis se puede situar
en el contexto de Ingenieria Ontologica y Gestion del Conocimiento puesto que los resultados
obtenidos son relevantes para ambas areas de investigacion. En primer lugar, es relevante para
la Ingenieria Ontoldgica porque proporciona una metodologia para la construccion de
ontologias de manera semi automatica. Como se ha dicho anteriormente el desarrollo de
ontologias es una tarea complicada, por lo que una metodologia de ayuda a la construccion de
ontologias es altamente beneficiosa para esta area. Finalmente, esta metodologia de extraccion
de conocimiento a partir de texto contribuye a mejorar el desarrollo de sistemas para la gestion
de conocimiento al ayudar la consecucion de modulos de conocimiento reutilizables y

compartibles, los cuales son elementos fundamentales de dichos sistemas.
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7.1 CONCLUSIONES

Este trabajo representa un intento de simplificacion de los procesos de creacion de
ontologias. En la actualidad, hay, principalmente, dos tendencias en la construccion de
ontologias, a saber, la construccion manual de ontologias y la construccion automatica o
semiautomatica, la cual es denominada ontology learning. El mayor problema para la
construccion de ontologias manual es el cuello de botella que supone la adquisicion de
conocimiento y la cantidad de tiempo necesario para la construccion de ontologias en distintos
dominios (Shamsfard & Barforoush, 2004). Ademas, con la creciente necesidad de enriquecer la
Web con grandes cantidades de ontologias que capturen el conocimiento del dominio, se han
realizado numerosos estudios para favorecer la construccion de ontologias a partir de

documentos escritos en lenguaje natural (Omelayenko, 2001).

En general, los mayores factores que se consideran en los sistemas de ontology learning

son los siguientes (Shamsfard & Barforoush, 2004):

1) Las entidades de conocimiento que se extraen (conceptos, relaciones, axiomas, instancias,

categorias sintacticas y roles tematicos).

2) El punto de partida: la prioridad del conocimiento a adquirir y el tipo, asi como el lenguaje

de entrada (natural, estructurado, etc.).

3) El preprocesamiento realizado (Procesamiento lingiiistico como POS Tagging, analisis

morfologico, analisis sintactico, busqueda de términos, etc.).

4) Caracteristicas relacionadas con el método en el que se basa el proceso:

a) Meétodo de aprendizaje que se ha utilizado: Lingiiistico, estadistico o basado en

machine-learning.
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5)

6)

b) Tipo de aprendizaje (supervisado vs. no supervisado, on-line vs off-line).

¢) Grado de automatizacion (manual, semiautomatico, cooperativa, completamente

automatica).

d) Tipo y cantidad de intervencion del usuario.

El tipo de ontologia extraida (ontologias del domino, ontologias terminologicas o de

lenguaje natural, instancias de ontologias, etc)

Otras caracteristicas de la ontologia resultante: propodsito del uso, tipo de contenido, la

estructura y topologias, o el lenguaje de representacion.

En base a estos factores, el modelo de ontology learning presentado en esta memora

puede clasificarse de la siguiente manera:

1)

2)
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En lo que respecta a las entidades de conocimiento extraidas, KAText extrae principalmente
conceptos y relaciones semanticas, no s6lo relaciones taxonémicas. Ademads, gracias a su
motor de inferencia, puede también extraer atributos que pertenezcan a estos conceptos y
los valores que puedan tomar estos atributos. Sin embargo, KAText no contempla la

extraccion de axiomas.

Desde la perspectiva del punto de partida, el sistema prioriza la extraccion de conceptos y
relaciones sobre la de atributos y valores. El texto del que se parte es un texto en lenguaje
natural no estructurado, y nuestro sistema hace uso de unas bases de conocimiento que
deben ser entrenadas previamente en un determinado dominio para la construccion

satisfactoria de ontologias.
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3) En cuanto al modo de preprocesamiento realizado, la primera fase de nuestro sistema

4)

5)

6)

consiste en realizar un POS-Tagging. Para ello, se desarrollo un POS-Tagger (explicado en

el Capitulo 2) que lleva a cabo dicha tarea.

En lo concerniente a las caracteristicas relacionadas con el método en el que se basa el

proceso, se puede afirmar lo siguiente:

b)

d)

El método de aprendizaje utilizado por KAText puede clasificarse dentro de los

sensibles al contexto, ya que se basa en un sistema de reglas basado en casos MCRDR.

El tipo de aprendizaje es supervisado, debido a que es el propio experto quien entrena el
sistema, introduciendo asociaciones entre expresiones lingiiisticas y las entidades de

conocimiento que va extrayendo a partir del texto.

Con respecto al grado de automatizacion, es semi-automatica por el entrenamiento que
requiere el sistema, aunque el modelo puede ser utilizado de forma totalmente

automatica sin necesidad de la interaccion con ningun usuario.

Debido a que se parte de las bases de conocimiento vacias, el grado de interaccion con
el sistema durante las primeras sesiones es bastante alto, siendo menor conforme el

sistema aprende en un determinado dominio.

Los tipos de ontologias extraidas por el sistema son ontologias del dominio.

El lenguaje de representacion utilizado por este sistema se basa en ficheros XML que

describen el contenido de la ontologia, en base al modelo ontoldgico del cual se parte en

esta tesis, pero estos ficheros pueden ser traducidos a OWL y RDF, por ejemplo, mediante

parsers desarrollados por el grupo de investigacion al que pertenece el autor de esta

memoria.
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Actualmente, no existe ningtn sistema de ontology learning que sea considerado optimo,
ni mejor, pero la mayoria de estos sistemas se centran en la extraccion de jerarquias de
conceptos. Ademas, en la actualidad existen muy pocos sistemas orientados al idioma castellano
para la construccion de ontologias, y el nimero de investigaciones en este campo es cada dia
mas importante. Esta tesis pretende contribuir al avance en los conocimientos dentro del area de
investigacion de ingenieria ontoldgica a través de un nuevo método para la construccién de
ontologias validada en los idiomas castellano e inglés y que permite la definicion de cualquier

tipo de relacion, ademas de proporcionar unas relaciones predeterminadas.

7.2 LINEAS FUTURAS

Actualmente, se estd pensando en el uso de ontologias de lenguaje natural WordNet
(Miller, 1990) para verificar que las relaciones inferidas por el sistema sean correctas, asi como
obtener nuevas relaciones y completar la ontologia como se hace en (Navigli et al, 2003). Estos
autores utilizan Wordnet para interpretar los términos semanticos e identificar principalmente
relaciones taxondmicas y de similaridad. WordNet podria ayudar también a la extraccion de
términos que tengan relacion con el dominio y la ontologia que se esté pretendiendo construir.
El uso de otras ontologias de terminologia relacionada con algin dominio especifico (como
UMLS y GeneOntology), serian muy utiles para detallar la ontologia adquirida por el sistema.
Es por eso por lo que en un futuro el sistema debera disponer de la opcion de consulta en
determinadas ontologias de manera que se puedan enriquecer las posibles ontologias creadas por

el sistema.

Otra posible linea futura de actuaciones es la de la mejora de la fase de busqueda de
conceptos afiadiendo técnicas de extraccion de términos (Jacquemin, 2001), para la obtencion de

un conjunto de términos candidatos a ser conceptos del dominio.

En un futuro se pretende ampliar el sistema para cubrir los axiomas. El mayor problema
de la extraccion de axiomas es que el nimero de elementos de conocimiento involucrados en

aquellos es desconocido a priori. Sin embargo, la cantidad de axiomas contenidos en un texto no
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es muy significativa comparado con la de las demas entidades de conocimiento contenidas en un

texto.

Por ultimo, se esta empezando a validar el sistema en varios dominios utilizando métodos

estadisticos.

En resumen, la metodologia de ontology learning presentada en esta tesis se puede situar
en el contexto de Ingenieria Ontologica y Gestion del Conocimiento puesto que los resultados
obtenidos son relevantes para ambas areas de investigacion. En primer lugar, es relevante para
la Ingenieria Ontoldgica porque proporciona una metodologia para la construccion de
ontologias de manera semi automatica. Como se ha dicho anteriormente el desarrollo de
ontologias es una tarea complicada, por lo que una metodologia de ayuda a la construccion de
ontologias es altamente beneficiosa para esta area. Finalmente, esta metodologia de extraccion
de conocimiento a partir de texto contribuye a mejorar el desarrollo de sistemas para la gestion
de conocimiento al ayudar la consecucion de modulos de conocimiento reutilizables y

compartibles, los cuales son elementos fundamentales de dichos sistemas.
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Extracting knowledge directly from natural language text is a challenging task in
Artificial Intelligence and Knowledge Engineering, as it would allow to extract knowledge

easily and, what is more, without the intervention of knowledge engineers.

Besides, the need for enriching the Web with large amounts of ontologies has increased.
This need for domain models has generated several studies and research on methodologies
capable of overcoming the bottleneck provoked by the manual construction of ontologies
(Omelayenko, 2001; Shamsfard and Barforoush, 2004). This need has led towards a new
research area to obtain semiautomatic methods to build ontologies, which is called, Ontology

Learning.

Nowadays, most techniques for learning domain ontologies from free natural language
text only generates hierarchies of concepts or use a very reduced set of relations (Maedche &

Staab, 2001).

The reasons explained in the previous paragraphs were the basic motivations for the
accomplishment of this research work. The solution proposed in this work is based on the
development of a new environment for incremental knowledge extraction from natural language
texts. For this purpose, an ontological engineering perspective has been adopted. Hence, the
knowledge acquired through the developed environment is represented by means of ontologies.
This work presents a new method for the semiautomatic construction of ontologies from natural
language texts. This method is not only based on obtaining hierarchies of concepts, but it uses a

set of semantic relations between concepts.

To achieve this goal, the following methodology has been used:

e Analysis of the state of the art in Ontological Engineering. Different definitions of the
term ontology and the possible classifications and types of ontologies have been

studied.

e Analysis of the current methodologies to design and construct ontologies.
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Analysis of the current methodologies for the automatic construction of ontologies from

natural language texts.

Definition and formalization of an environment for incremental knowledge extraction
from natural language text. The knowledge representation structure chosen has been the
ontology. This environment is comprised of three sequential phases: POS-Tagging,

concepts search phase, and inference phase.

Design and implementation of a software application for the extraction of ontologies
from natural language texts in a semisupervised and incremental manner. In this system,
the experts interact with the system by selecting from the texts the explicit knowledge
entities that are relevant for the domain. In this way, the system is trained for a certain

domain.
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ONTOLOGIES - STATE OF THE ART

The state of art in ontological engineering has been analysed. The first part of such
analysis was centred on the origin of the notion of ontology. Some definitions of the term
ontology, made from an Artificial Intelligence (Al) point of view, have been analysed. In Al
two main approaches for defining ontologies are distinguished. On the one hand, some
computing researchers consider that ontologies define the basic terms and relations of a
particular domain. On the other hand, the philosophical Al community uses the original
philosophical notion of ontology and uses ontologies in a more formal manner. Ontologies are
currently the most widespread technology for representing knowledge in Al because they

provide structured and formal representation

Moreover, different classifications of ontologies have been proposed, according to
different criteria. One of such classifications is based on the knowledge contained in ontologies.

This classification distinguishes between the following types of ontologies:

e Linguistic ontologies: They are also called Natural Language Ontologies (NLO);
they specify the terms used to represent the knowledge in a determined domain. An

example of these types of ontologies are UMLS and WordNet.

o Information ontologies: These ontologies specify the structure of the database

records. An example of this type of ontology is the database scheme.

e Ontologies for knowledge modelling: They specify knowledge conceptualizations.
The internal structure of this class of ontologies is much richer than the previous

classes of ontologies.

Another classification is based on the motivation of the ontology. Two different

classifications have been studied attending to this criterion. The first one classifies ontologies in
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four classes: Ontologies for knowledge presentation, generic ontologies, domain ontologies and
application ontologies. The other classification distinguishes six types of ontologies: general
ontologies, categorical ontologies, domain ontologies, generic ontologies, regional ontologies

and applied ontologies.

The last classification distinguishes between descriptive and formal ontology. While
descriptive ontologies are concerned with the collection of information, formal ontologies
distill, filter, codify and organise the results of descriptive ones. In Al, ontologies are
heavyweight in case they include axioms or lightweight when no axioms are included. Axioms
are one of the elements used to specify ontologies. Other important ontological elements are:
classes (or concepts), relations, functions and instances. Different ontological models have been
proposed and the differences between such models have a two-folded nature: (1) type of
ontology to model; and (2) richness of the ontology model. Relations are an important element
in an ontology model provided that they are the instrument for relating ontological entities.
Amongst the possible relations, we have distinguished the taxonomy (theory of classification),
mereology (theory of parts), and the equivalence, dependence, topological, causal, functional,

chronological, conditional and purpose relations.

Due to the increasing importance of ontologies, different mechanisms and methodologies
for designing and building ontologies have been proposed. Some of them were developed to
obtain particular ontologies whereas other methodologies had a more general purpose.
Furthermore, methodologies for automatic building of ontologies (ontology learning) from free
text have been studied. The major problems in ontology building are the bottleneck of
knowledge acquisition and time-consuming construction of various ontologies for various
domains/applications. These methodologies try to avoid that bottleneck helping the user to build

the ontology in a semiautomatic manner.

The ontology learning approaches can be divided into three main groups depending on the
method used: symbolic approaches, statistic approaches and machine learning-based
approaches. Furthermore, each approach can be divided depending on the type of ontology

acquired: Natural Language Ontologies (NLO), domain ontologies and ontology instances.
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One of the objectives of this thesis is to develop a new methodology for ontology learning
from free text in a semiautomatic manner to avoid the problems of the bottleneck that supposes

the manual building of ontologies.

PART OF SPEECH TAGGERS

The importance of linguistic engineering and Part of Speech Taggers (POS Taggers) in
most natural language processing systems has been analysed. The first part of this analysis was
centred in the definition of POS Tagging. Therefore, the state of the art on POS Taggers has

been analysed. There exists a possible classification of taggers:

e Linguistic Taggers: They were the first taggers and they are based in some linguistic
knowledge expressed by manually-built rules. Amongst these systems, TAGGIT can be
highlighted, that is based on context pattern rules. TAGGIT uses a set of grammatical
tags with 71 elements and a disambiguation grammar of 3,300 rules. The current
linguistic taggers still represent the knowledge as a rule set written by linguistics and
obtained by studying the corpus. These taggers are very high precision systems that

require a high development cost.

e Statistical Taggers: They obtain models of the language and generalizations from the
empirical evidence obtained from large linguistic corpus. The development cost of this
class of taggers is much less than the linguistics. These systems are language
independent and their main problem resides in the estimation of the parameters of the
statistical model used. For example, the disambiguation in CLAWS is based on the
choice of the correct category in a corpus statistical database. Nowadays, this type of

tagger is widely used as the TnT Tagger, based in Hidden Markov Models (HMM), and
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the MXPOST tagger based on a maximum entropy model and some contextual

measures.

e Machine Learning based taggers: They incorporate more sophisticated methods for
information acquisition, which are based on the paradigm of machine learning. Inside
this type of taggers, we can point out the Brill’s tagger, based on transformation rules,

and the TreeTagger, based on C4.5 decision trees.

Due to the non existence of specific taggers for the Spanish language, and due to the fact
that language independent algorithms need tagged corpus which is not avaible for its use, a
machine learning based tagger was developed. This tagger, called eTiKeT@), uses the paradigm

of decision trees C4.5. This tagger is composed by two phases:

Search phase: In this phase, the most likely grammar category of each word, using a

lexicon, is obtained.

Morphologic disambiguation phase: In this phase the grammatical category of each word
is evaluated in its context. This phase uses a C4.5 decision tree to infer the correct categories of
the word using n-grams formed by the grammar categories of the previous and next words in the

current sentence.

Finally, an experiment with the tagger is described.
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AN ONTOLOGY LEARNING APPROACH

An ontology learning from free text approach is described in this work. Such an approach
is based on the MCRDR methodology for building knowledge-based and expert systems. An
implicit assumption (Assumption 1) is that ontologies can be used to represent knowledge. As
the whole text can be very long, it seemed convenient to divide it into minor fragments in order
to facilitate its processing. Furthermore, the approach presented here is based on the idea that
relationships are usually associated to verbs in natural language. Also, we decided, as it is
usually done, to divide texts into sentences. In this approach, the expert is in charge of building
the ontology. This gives rise to another assumption (Assumption 2): experts can extract
semantic relationships from text. This expert must have expertise on the specific task described
along the text, and the expert is somehow associated with the system and to the text by the task
itself. In a way, we can say that knowledge resides inside the text. So, there is another implicit
assumption (Assumption 3) in this sentence, namely, text can contain knowledge. Ontologies
permit to divide knowledge into categories such as concepts, attributes, relationships, rules,
axioms, etc. These knowledge entities can appear explicitly in the text, although sometimes
knowledge is only referred to implicitly. The system attempts to find only explicit knowledge

from the text.

By taking into account the above assumptions, the starting point is a system composed by
three modules, namely, an empty concept knowledge base, an empty verb knowledge base and
an empty MCRDR sub-system. At this phase, the system is hence unable to find any knowledge
in the input text and the expert has to introduce for knowledge manually. The expert’s task is
then to identify the relationship associated to the main verb (if any) of the current sentence and
all the other knowledge entities of the current fragment of text. He/she will also tell the system
the expressions in which they appear. The expressions-knowledge associations for the concepts
and relations are stored thereafter in the system (the expressions associated with concepts into
the conceptual knowledge base, and the expressions associated with relationships into the verbal

knowledge base) in order to be used for new knowledge findings thereafter. An MCRDR sub-
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system is then created and maintained by the system in order to be used for acquiring the

knowledge entities, which participate in the relationship under question.

The MCRDR sub-system rules are based on the relationship that represents the main verb
in the current sentence, the grammar category of the knowledge entities, which appear in that

sentence, and the position of this knowledge entities with respect the verb in the sentence.

The system shows the relationship and the knowledge entities in the current sentence, and
the expert will just have to confirm the results output by the system. If the real conclusion is
different from the conclusion inferred by the system, then the expert has to introduce the correct
conclusion. After that, the system will add the new case into the MCRDR sub-system and will

update the rules.

The knowledge acquisition process is divided into three sequential phases, which have

been implemented in three separate modules:

POS-Tagging.

The main objective of this process is to obtain the grammatical category of each word in
the current sentence. For this purpose, the C4.5 based POS-tagger described in this thesis is

used. This is the first subprocess to be carried out.

For example, if the system gets the sentence “Cardiac glycosides have been used in the
treatment of cardiac disease for more than 200 years”, after the morphological analysis phase
the system will obtain all the words in the sentence labelled with the grammar category in that

sentence:

“Cardiac [Adjective] glycosides [Noun] have [Verb auxiliary] been [Verb auxiliary] used

[Verb lexical] in [Preposition] the [Determiner] treatment [Noun] of [Preposition] cardiac
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[Adjective] disease [Noun] for [Preposition] more [Adverb] than [Conjunction] 200 [Numeral]

years [Noun]”

Concept search phase

Through this process, linguistic expressions representing concepts are identified. The
associations between linguistic expressions and concepts have been stored in the conceptual
knowledge base through a previous training of the system. This process is quite simple and as a
result, all the expressions of the fragment which are already in the conceptual knowledge base

are obtained.

In this approach, it is assumed that there exist some semantically meaningless words.
These words usually have the following grammar categories: Preposition, Conjunction,
Interjection, Particle, Pronoun and Determiner. So the system will only search for concepts

associated to Nouns, Adjectives and Adverbs.

With all, the system works as follows. First, it takes each word, whose grammar category
is noun, adjective or adverb, in the current sentence and looks for similar words in the already
existing expressions in the concept knowledge base. Then, for each expression of the concept
knowledge base which is similar to the current word, if it is considered to be an acceptable
expression, these actions are performed: (1) obtain and sort the associated knowledge to the
expression present in the knowledge base; (2) create a new expression that matches the concept
knowledge-base expression and associates previously sorted associated knowledge to it as
possible knowledge; and (3) add the new expression to the list of fragment expressions with its

associated knowledge.

Obviously, there might be cases where no good options are found. In that case, the user
has to be provided with the possibility of defining new knowledge associated to the expression.
Alternatively, these expressions might also be straightforwardly ignored. This implies that the

system needs to provide that possibility to the user.
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The above referred similar function is in charge of identifying which expressions of the
knowledge base are similar to the current word of the fragment. In its simplest case, it would be
an “equal” function. Nevertheless, this function cannot deal with compound expressions by
itself; therefore a function of the type “isPrefix” is needed. The “isPrefix” function checks

whether the current word is a substring of another word or not.

It would also be desirable that the function could deal with word families (types
associated to a single lemma/lexeme) and other language peculiarities. For instance, if the
expression “causes” already exists in the knowledge base and the current fragment contains the
word “caused”, it would be desirable that the system realised that both words actually allude to
the same verb (lemma). This issue might be partially implemented using parts-of-speech taggers
and lemmatisers. Here, a word in the current fragment is “similar” to an expression in the

knowledge base if the expression starts with the current word.

The also above referred acceptable function is an extension of the “similar” one. As the
“similar” function can be very permissive, the “acceptable” function is introduced in order to
determine whether the current word and a similar expression are not just “similar by chance”.
The “isPrefix” function has an important drawback: if the current word is the adjective
“cardiac”, any expression starting with “cardiac”, as “cardiac arrest”, “cardiac disease”, or

“cardiac glycosides” will be (candidates to be) considered as similar.

Therefore, this function limits the number of acceptable options amongst the similar ones.
This function has been designed with strong requirements: an existing expression in the

database is acceptable if it actually appears in the current fragment.

Inference Phase

In natural language, relationships between concepts are usually associated to verbs (Ruiz-
Sanchez et al 2003, Valencia-Garcia, et al/ 2004). In the present work, MCRDR is mainly used
to find relationships between concepts, but it can also be used to get other knowledge categories

like concepts, attributes, or values. This MCRDR component is formed by a knowledge base
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that contains linguistic expressions representing generic conceptual relationships, and by an
MCRDR subsystem that infers the participants of these relationships. Next, the modus operandi
of this process is described. First, the main verb of the current sentence is identified. Then, in
case the knowledge base is not empty, the user searches for the type of semantic relationship
associated to that verb. Once the type of relation associated to the main verb in the current
sentence has been found, the MCRDR sub-system is applied to extract knowledge. This is
carried out by using the grammatical category of the words, their position in the current

sentence, and the type of relation associated to the verb, if any.

PRACTICAL EXAMPLES OF THE ONTOLOGY LEARNING
APPROACH

In this chapter, three detailed examples that describe the modus operandi of the approach,

with an emphasis put on the knowledge acquisition process, are shown.

More concretely, the first example is a simple one in the computer components domain.
The second is an example of the heart diseases domain, and the language of the text used in this
example is English. The last example, belong to the cancer domain, and the language of the text

is Spanish.

Through this chapter, the knowledge acquisition process from free text and its use in

different languages like Spanish and English have been illustrated.
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APPLICATIONS OF THE ONTOLOGY LEARNING APPROACH

In this chapter, the usefulness and applicability of the ontology learning methodology
presented in Chapter 3, have been mainly evaluated in two areas. The first area is ontology
building for the Semantic Web. In this evaluation, a study in three different domains (Breast
cancer, Leukaemia and data encrypting) was done to analyse whether the system is able to learn
and suggest knowledge through different sessions. A measure called accuracy has been defined
to demonstrate the hypothesis. The accuracy score is the result of the division between the
amount of knowledge entities suggested by the system and that are accepted by the expert user,
and the total amount of knowledge entities existing in the text. Three hypotheses have been

formulated:

e Hypothesis 1 (Similarity): “The system obtains a similar accuracy for each

expert”.

e Hypothesis 2 (Usefulness): "The system is useful for the ontology building".

e Hypothesis 3 (Incremental Learning): “The system learns trough the experiment”.

In order to complete the conditions in which the experiment was run, it should be noticed
that the knowledge base was initially empty, that is, each person started with an empty
knowledge base which was augmenting its content as the knowledge acquisition process

evolved.

Through the experiments some of the hypotheses are confirmed. More concretely, the first
hypothesis is confirmed in the first and last experiment because the experts have obtained

similar results.
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The second hypothesis is demonstrated in all the experiments, obtaining differents
accuracy rates, obtaining the first experiment the best result and the second experiment the

worst result.

The incremental learning hipothesis (hypothesis 3) is demonstrated in all the experiments

too, where the system learns through the sessions, in the same text and through different texts.

The other application area is related to command recognition. Here, commands are
expressed in natural language. This research work has been applied to medical robotics. For this
purpose, the knowledge extraction model presented in chapter 3 has been extended to recognise
spoken commands in natural language. A simulator for surgical operations, which interacts with

the surgeon through speech, has been developed.

This system tends to translate the surgeon’s commands expressed in natural language to
a sequence of robot steps to perform these orders. The system is composed by the following

modules:

e Speech Processing Module: There exist some commercial speech recognizers (e.g.,
IBM ViaVioce, Dragon Naturally Speak, etc.) which usually work basically in one
of the following two modes. One is command- or control-based recognition, which
employs predefined grammars to recognize a user query, Others are dictation-based,
which obtain a list of the most probable words of the user query. We have used IBM
ViaVoice as the Speech Recognition of the systems using the dictation system to
obtain all words which the surgeon pronounces. To integrate IBM ViaVoice into the
full system, we have used the Java Speech API, which specifies a cross-platform
interface to support command and control recognizers, dictation systems and speech
synthesizers. IBM ViaVoice has been used for speech recognition in other
implemented systems in thee Al field like the work presented in (K.Dorai G. and
Yacoob Y., 2002) where Embedded Grammar Tags are used to represent the
possible queries that may be launched by users to retrieve particular content into a

Semantic Web portal.
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Natural Language Processing Module: This module is the knowledge extraction
model presented in this work. The model is based in the three sequential phases

explained above: POS-Tagging, Concept Search Phase and Inference Phase.

Mapping the ontologies acquired by the NLP system onto orders module:
Ontologies have been used in this work for representing the knowledge the system
possesses, so we have created an ontology related to the surgical domain. Such
ontology contains a set of axioms to check for the ontology integrity and
completeness. Once the ontology is consistent and complete, it has to be
transformed into the final state of the linear planner implemented. Another set of
axioms is used to do this translation. Once the partial ontology has been translated
into the final state, the system has to plan the steps necessary to get that final state

using an STRIPS-based planner.

STRIPS Planner Module: STRIPS (Fikes and Nilsson, 1971) is a linear planner that
attempts to find a sequence of operators in a space of world models to transform a
given initial world model into a model in which a given goal formula can be proven
true. It represents a world model as an arbitrary collection of first-order predicate
calculus formulae and works with models consisting of a large number of formulae.

This planner is used to planning the robot steps.

A robotic simulator has been implemented using the Java language, so that the operator

can check for the robot motion in a virtual environment prior to the execution of the operation in

the real world.
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AN ONTOLOGY LEARNING APPLICATION SOFTWARE

In this chapter, a system for ontology extraction from text (ontology learning) has been

presented. This system fulfils the requirements of the ontology learning model proposed in

previous chapters. The ontology learning system properties presented in this chapter can be

summarised as follows:

o Users: The system contemplates two types of users: expert and normal. Expert

users can use the whole functionality available in the system, like a

semisupervised ontology construction and the training the system through the

sessions. Normal users are only able to use the system to build ontologies in an

automatic way, and they are not able to make corrections to the system.

e Modes of use: The system allows two modes of use, namely, an automatic

extraction and a semi-supervised extraction. In the automatic way, the system

extracts all the knowledge entities that appear in the text. In this case there is no

possibility of interacting with the system to modify this knowledge. The semi-

supervised one allows the user to make corrections to the system, and therefore,

to train it in a certain domain. Only an expert user is able to analyse the texts in a

semi-supervised way, since a normal user, generally, is not qualified to train the

system.

e Languages of the system: The system has been designed to be language

independent and it has been tested for Spanish and English.

e New types of relations: The system has a predetermined group of ontological

relations that can be modified by every user. This group allows to represent

necessary relations that are not contained in the set of default ones.
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System training through sessions: The knowledge extraction process is based
on sessions formed by a text of a certain domain. This text has been tried by a
user. These (semisupervised) sessions allow the expert to train the system in a
given domain. The expert must indicate the knowledge entities that appear in
every sentence. He or she must also verify or eliminate the knowledge entities

inferred by the system.

Ontology visualization: The ontology obtained as a result of the ontology
learning process is expressed in an XML format that can be translated into the
most used ontological languages, such as OWL or RDF. Besides, the system has
an option to edit and visualize the ontology in a graphical way, so it can be

completed by adding new knowledge entities or by refining the existing ones.

Finally, a brief comparison between this tool and other ontology learning systems has

been presented in this chapter. This comparison is based in two main criteria: the semantic

relationships supported, and the automation of the knowledge extraction process.
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CONCLUSIONS AND FUTURE WORK

This work represents an attempt to simplify ontology building processes. Nowadays, there
are two main trends in ontology building: the manual ontology building, and the automatic or
semiautomatic one, named ontology learning. The major problems in ontology building are the
bottleneck of knowledge acquisition and time-consuming construction of various ontologies for
various domains applications. (Shamsfard and Barforoush, 2004). Besides, due the increasing
need for enriching the Web, lots of ontologies that capture the domain theories and several
studies to make the knowledge acquisition processes automatic have been developed

(Omelayenko, 2001).

In general, the major factors that distinguish ontology learning systems are the following

(Shamsfard & Barforoush, 2004):

1) The learned elements (concepts, relations, axioms, instances and syntactic categories and

thematic roles).

2) Starting point: prior knowledge and the type and language of input (natural, structured, ...).

3) Pre-processing (linguistic processing such as POS Tagging, morphological analysis,

syntactic analysis, spotting terms, ...).

4) Learning method consisting of

a) Learning approach: linguistic, statistical or machine-learning based.

b) Learning category (supervised vs. non supervised, on-line vs off-line).
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¢) Degree of automation (manual, semi-automatic, cooperative, fully automatic).

d) Type and amount of user intervention.

5) The resulting ontology (domain ontologies, natural language ontologies, instances of

ontologies, etc)

6) Other features of the resulting ontology: purpose of use, type of content, structure and

tipologies, or the representation language.

Using these factors, the ontology learning model presented in this work can be classified

as follows:

1) The learned elements: The system extracts mainly concepts and semantic relations, not only

taxonomic relations. Besides, the system can extract attributes and values too.

2) Starting point: The system tries to extract concepts and relations mainly. The input text is a
free natural language text, and the system uses knowledge bases that must be trained in

advance in a certain domain to obtain good ontologies.

3) Pre-processing: The first phase of the system is to perform a POS-Tagging. The POS-
Tagger (explained in Chapter 2) is used in this pre-processing phase.

4) Concerning the learning method:

a) The learning approach used by the system can be classified as a machine-learning based

one, because it is based on a rule based system.
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b) The type of learning is supervised. The experts train the system by introducing
associations between linguistic expressions and the knowledge entities extracted from

the text.

¢) Degree of automation: This methodology is semi-automatic due to the existence of a
training phase, though the model can be used in a full automatic manner without the

intervention of any user.

d) Due the initial empty state of the knowledge bases used by the system, the intervention
of the users in the system during the first sessions is important. However, the human

intervention decreases with the amount of sessions.

5) The resulting ontology is a domain ontology.

6) The representation language used is based in an XML format that describes the content of
the ontology. This format can be translated into OWL or RDF, for example, through parsers

developed by our research group.

Nowadays, none of the existing ontology learning systems can be considered the best one.
The majority of these systems are centred on the extraction of concepts hierarchies. In addition,
there exist very few systems for Spanish language, whereas the amount of researches in this
field is becoming more important day-by-day. This thesis tries to contribute to the ontological
engineering community providing a new ontology learning method from free text validated in
both Spanish and English languages. This method allows for the definition of any type of

relation, besides providing a predetermined set of relations.

We are currently planning the use of WordNet (Miller, 1990) to verify the correctness of
the relations inferred by our system and to obtain the new relations as it is done in (Navigli et al,
2003). These authors use Wordnet to interpret semantic terms and to identify mainly taxonomic

and similarity relations. In particular, Wordnet can contribute to the domain related terms
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extraction. The use of another natural language ontologies (such as UMLS in medical domains),

would also be very useful to enrich the acquired ontology.

Another possible future work is to improve the concepts search phase using terms
extraction technologies (Jacquemin, 2001), to obtain a set of terms candidates for being domain

concepts.

We are planning to extend the system to cover axioms. The major problem of axioms
extraction is that the number of knowledge elements involved in axioms is not known a priori.
Nevertheless, we think the quantity of axioms contained in a text is not very significant in

comparison to the amount of other knowledge entities contained in a text.

Finally, the system will be validated in several domains using statistical methods.

In summary, the ontology learning methodology presented in this work can be
contextualised in the areas of Ontological Engineering and Knowledge Management since the
obtained results are relevant for both research areas. First, it is relevant for the Ontological
Engineering community because it provides a new methodology for semi automatic ontology
construction. The ontology construction is a hard task, so to provide a methodology that helps in
its construction is a relevant contribution for this area. Finally, this methodology improves the
development of knowledge management systems helping in the development of reusable and
shareable knowledge modules, which are fundamental elements of the above mentioned

systems.
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